
Liet. matem. rink., T. 43, spec. nr., 618–624 618
 2003 Matematikos ir informatikos institutas

Neuronini ↪u tinkl ↪u panaudojimo atskirai sakom↪u
žodži ↪u atpažinime tyrimas

Mark FILIPOVIČ (MII)
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1. ↪Ivadas

Automatinis šnekos atpažinimas, paprastai apib¯udinamas kaip automatinis tariam↪u žo-
dži ↪u arba sakini↪u (frazi ↪u) vertimas atitinkamu tekstu, yra daugelio mokslinink↪u ir inži-
nieri ↪u sprendžiamas uždavinys. Visos šiuolaikin˙es šnekos atpažinimo sistemos yra grin-
džiamos pavyzdži↪u atpažinimo (angl. k. – pattern recognition) teorija [1] ir naudoja šios
teorijos sukurtus statistinius metodus, kurie remiasi paprastu ir tuo pat metu galingu mo-
kymo iš pavyzdži↪u principu, kuris šnekos atpažinimui s˙ekmingai buvo taikomas jau nuo
maždaug 1975-t↪uj ↪u met ↪u.

Pagal aukšˇciau minėt ↪a princip↪a baigtinis pavyzdži↪u (mokymo duomen↪u), t.y., skait-
menini ↪u šnekos signal↪u ↪iraš ↪u, išreikšt↪u atitinkamomis požymi↪u vektori ↪u (stebėjim ↪u) se-
komis, skaičius kartu su žinomomis ir teisingomis j↪u transkripcijomis yra naudojami tam
tikro modelioM apmokymui. Vėliau šis modelis gali b¯uti naudojamas nauj↪u, prieš tai
„nematyt ↪u“ ↪iraš ↪u (testini↪u duomen↪u) atpažinimui. Modelis dažniausiai apib¯udinamas tam
tikra struktūra ir parametrais, kurie mokymo metu yra derinami taip, kad maksimizuot↪u
tam tikr ↪a iš anksto apibr˙ežt↪a optimalumo kriterij↪u. Šnekos atpažinimo atveju šis kriterijus
dažniausiai yra santykinis žodži↪u atpažinimo tikslumas.

Beveik visose šiuolaikin˙ese, tapusiomis standartu šnekos atpažinimo sistemose mo-
delisM yra paslėptas Markovo modelis (PMM) [2], modeliuojantis steb˙ejim ↪u vektori ↪u
sek↪a. Požymi↪u vektori ↪u modeliavimui esant tam tikram šnekos garsui (fonemai, žodžiui)
dažniausiai naudojami standartiniai Gauso mišinio tankiai, kurie žymiai supaprastina mo-
delio mokym↪a ir naudojim↪a, bei sudaro galimyb↪e jo mokyme naudoti keli↪u šimt ↪u valand↪u
trukmės šnekos duomenis, b¯utinus efektyviems modeliams sukurti.

Nuo maždaug 1980-t↪uj ↪u met↪u naudojant mokymo iš pavyzdži↪u princip↪a dirbtiniai
neuroniniai tinklai [3] sėkmingai buvo taikomi statistiniams (tame tarpe ir šnekos) pa-
vyzdži ↪u atpažinimo uždaviniams spr↪esti. Sparˇciame neuronini↪u tinkl ↪u teorijos vystymesi
atsirado didel˙e j ↪u skirting↪u struktūr ↪u, modeli↪u ir mokymo algoritm↪u ↪ivairovė.Čia galima
paminėti šiame straipsnyje nagrin˙ejamus vienus iš dažniausiai naudojam↪u atpažinimo ir
klasifikavimo uždaviniams spr↪esti vadinamuosius tiesioginio sklidimo neuroninius tink-
lus (angl. k. – feedforward neural networks) [3, 4, 5].

Atskirai sakom↪u (izoliuot ↪u) žodži↪u atpažinimo sistemose, kuriose naudojami PMM,
dažniausiai kiekvienam žodžiui (išreikštam požymi↪u vektoriais) yra sudaromas ir apmo-
komas (↪ivertinamas) atskiras modelis. Atpažinimo metu daroma prielaida, kad nežinom↪a
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(pasakyt↪a) žod↪i atstovaujanti tiriam↪u šnekos požymi↪u vektori ↪u seka yra gaunama iš PMM.
Skaičiuojamos to žodžio atitikimo kiekvienam modeliui tikimyb˙es, ir labiausiai tik˙etinas
modelis identifikuoja žod↪i.

Skirtingai nuo aukšˇciau aprašytos sistemos, šiame straipsnyje pateikiama penkiasde-
šimties atskirai sakom↪u (izoliuot ↪u) lietuvi ↪u kalbos žodži↪u atpažinimo sistema, kurioje yra
naudojami tiesioginio sklidimo neuroniniai tinklai apmokomi pagal vadinam↪aj ↪i klaidos
atbulinio sklidimo (angl. k. – error back-propagation) algoritm↪a [3, 4, 5]. Nagrinėjamas
priklausomas nuo kalb˙etojo šnekos atpažinimas. Pristatomas sukurtos atpažinimo siste-
mos parametr↪u ir j ↪u ↪itakos žodži↪u atpažinimo tikslumui tyrimas.

2. Atskirai sakom ↪u žodži ↪u atpažinimo sistemos aprašymas

Šnekos atpažinimo tyrimams atlikti, buvo sumodeliuota 50-ties atskirai sakom↪u žodži↪u
atpažinimo sistema, susidedanti iš 50-ties tiesioginio sklidimo neuronini↪u tinkl ↪u (NT),
kur kiekvienas tinklas atitiko vien↪a žod↪i, paimt ↪a iš apibrėžto 50-ties skirting↪u žodži ↪u žo-
dyno. Visi tinklai turėjo vienod↪a 1 pav. pavaizduot↪a struktūr ↪a. Kaip matome, kiekvienas
tinklas turėjo d ↪iėjim ↪u x1, x2, . . . , xd, atitinkanči ↪u ↪iėjimo požymi↪u vektoriaus kompo-
nentes,H paslėpto sluoksnio neuron↪u ir du išėjimusz1 ir z2. Tinklo paslėpto ir išėjimo
sluoksnio neuronuose buvo panaudota loginio sigmoido (angl. k. – log-sigmoid) aktyva-
cijos (perdavimo) funkcija

y = f(v) =
1

1 + e−v
,

kur y – neurono iš˙ejimas,v – neurono sužadinimo reikšm˙e

v =
d∑

i=0

wixi,

ox0 = 1, x1, x2, . . . , xd – neurono↪iėjimai,w0, w1, . . . , wd – neurono atitinkam↪u ↪iėjim ↪u
jungči ↪u svoriai. Tokiu būdu sukonstruot↪u tinkl ↪u jungči ↪u svoriai (1 pav. pažym˙eti simbo-
liaiswji ir wkj) sudarė sistemos apmokymo metu derinamus parametrus.

Atliekant sistemos apmokym↪a, kiekvienas tinklas buvo mokomas atpažinti su juo su-
sijus↪i žod↪i. Kalbant tiksliau, jis buvo mokomas atskirti su juo susijus↪i žod↪i nuo vis↪u kit ↪u

1 pav. Tiesioginio sklidimo neuroninio tinklo (NT) strukt¯ura.
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2 pav. Žodži↪u atpažinimo sistemos schema.

žodži ↪u. Pavyzdžiui, jeigu norime apmokyti tinkl↪a atpažinti (atskirti)i-t ↪aj ↪i žodyno žod↪i,
išreikšt↪a požymi↪u vektoriumix, tinklo svoriai, vektoriuix esant tinklo↪iėjime, yra de-
rinami taip, kad jo iš˙ejimasz1 generuot↪u kuo artimesn↪e vienetui reikšm↪e, o išėjimasz2
– nuliui. Jeigu tinklo↪iėjime yra kito žodžio požymi↪u vektorius, jo svoriai yra derinami
taip, kad išėjimasz1 generuot↪u kuo artimesn↪e nuliui reikšm↪e, o išėjimasz2 – vienetui.
Tokiu būdu tinklas tarsi buvo mokomas iš˙ejimez1 aproksimuoti↪iėjime esanˇcio žodžio
tikimyb ↪e.

Sistemos darbas žodži↪u atpažinimo metu pavaizduotas 2 pav. Matome, kad pirmiau-
siai ištarto žodžio signalass patekdavo↪i apdorojimo ir požymi↪u išskyrimo blok↪a, po kurio
buvo gaunamas šio signalo požymi↪u vektoriusx (apie požymi↪u išskyrim↪a žiūr. 4 sk.). Po
to gautas vektorius buvo paduodamas↪i vis ↪u (50-ties) apmokyt↪u tinkl ↪u ↪iėjimus. Kiekvie-
nas tinklas savo ruožtu generavo dviej↪u išėjim ↪u reikšmes, taˇciau žodžio atpažinimui buvo
naudojama tik pirmojo iš˙ejimo reikšmė. Galiausiai žodžio atpažinimas buvo atliekamas
pagal didžiausi↪a gaut↪a i-tojo tinklo pirmojo išėjimo reikšmėsai indeks↪a.

3. Sistemos apmokymas

Aukščiau aprašytos žodži↪u atpažinimo sistemos apmokymas susiveda↪i atskir ↪u joje pa-
naudot↪u neuronini↪u tinkl ↪u apmokym↪a. Čia galima priminti, kadi-tas sistemos tinklas
buvo mokomas atskirti su juo susijus↪i i-t ↪aj ↪i žod↪i nuo vis↪u kit ↪u apibrėžto žodyno žodži↪u.
Žemiau pateikiamas vieno tokio tinklo apmokymo proced¯uros aprašymas.

Tam, kad neuroninis tinklas gal˙et ↪u atlikti žodži ↪u, išreikšt↪u požymi↪u vektoriais, atpa-
žinim ↪a (klasifikavim↪a), prieš tai reikia j↪i tinkamai apmokyti. Tinklas apmokomas naudo-
jant mokymo imt↪i. Mokyme su mokytoju mokymo imtis sudaroma iš požymi↪u vektori ↪u
kartu su atitinkamais trokštam↪u išėjim ↪u vektoriais. Trokštamo iš˙ejimo vektorius nurodo
požymi ↪u vektoriaus atitikim↪a vienai iš apibr˙ežt ↪u klasi ↪u. Pavyzdžiui, jeigui-tojo žodžio
požymi ↪u vektoriusxi priklausoj-tajai klasei, tai trokštamo iš˙ejimo vektoriausti j-tajai
komponentei priskiriamas vienetas, visoms kitoms – nuliai. Mokymo metu, naudojant
mokymo algoritm↪a, tinklas mokosi (nežinomos) priklausomyb˙es tarp požymi↪u ir atitin-
kam ↪u trokštam↪u išėjim ↪u vektori ↪u. Jei tinklas tinkamai apmokytas, jis gali modeliuoti (ne-
žinom↪a) funkcij ↪a siejanˇci ↪a požymi↪u vektorius su atitinkamais trokštam↪u išėjim ↪u vekto-
riais ir tokiu būdu gali atlikti nauj↪u (mokyme nenaudot↪u) požymi↪u vektori ↪u atpažinim↪a.
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Tegul turimeN skirting ↪u žodži↪u, ištart↪u poK kart ↪u, požymi↪u vektori ↪u imt ↪i

P = {xk
i }, i = 1, 2, . . .N, k = 1, 2, . . ., K,

kur xk
i – i-tojo žodyno žodžiok-tojo ištarimo požymi↪u vektorius. Tadai-tojo sistemos

tinklo mokymo imtis

Mi = {Pi, Ti},

kur imtisPi sudaryta iš vis↪u galim ↪u požymi↪u vektori ↪u por ↪u, kuri ↪u pirmas vektorius yra
i-tojo žodžiok-tojo ištarimo požymi↪u vektorius, o antras – kito (j-tojo) žodžiok-tojo
ištarimo požymi↪u vektorius, t.y.,

Pi = {(xk
i ,x

k
j )}, j �= i, j = 1, 2, . . ., N, k = 1, 2, . . . , K,

imtis Ti sudaryta iš atitinkam↪u trokštam↪u išėjim ↪u vektori ↪u por ↪u, t.y.,

Ti = {(tki , tkj )}, j �= i, j = 1, 2, . . . , N, k = 1, 2, . . . , K,

kur vektoriustki = [1; 0] nurodo požymi↪u vektoriausxk
i atitikim ↪a pirmai klasei, o vekto-

riustkj = [0; 1] – vektoriausxk
j atitikim ↪a antrai klasei.

Naudojant suformuot↪a mokymo imt↪i Mi, i-tas sistemos tinklas buvo mokomas pagal
Levenberg–Marquardt klaidos atbulinio sklidimo algoritm↪a [5]. Tinklo apmokymo tiks-
lumo ↪ivertinimui buvo naudojama vidutin˙e kvadratinė klaida, apibr˙ežiama pagal formul↪e:

J =
1

NM

N∑

i=1

M∑

j=1

(tij − zij)
2,

čia N – mokymo imties požymi↪u vektori ↪u skaičius,M – tinklo išėjim ↪u skaičius,zij –
tinklo j-tojo išėjimo reikšmė (↪iėjime esant požymi↪u vektoriuixi), tij – atitinkama trokš-
tamo išėjimo reikšmė (vektoriausti j-toji komponentė). Mokymo algoritmo veikimas
buvo stabdomas, kaiJ < θ, t.y., kaiJ reikšmė tapdavo mažesn˙e už koki↪a nors iš anksto
parinkt↪a nedidel↪e reikšm↪eθ (apmokymo tikslumo reikšm↪e).

Visi klaidos atbulinio sklidimo algoritmo variantai grindžiami gradientinio nusilei-
dimo (gradient descent) metodu [3, 4, 5], kur tinklo svoriamsw pirmiausiai priskiriamos
nedidelės, dažniausiai atsitiktin˙es reikšm˙es, po to svoriai yra koreguojami pakeiˇciant juos
mažu žingsniu ta kryptimi, kuria klaida (esantn-tajam požymi↪u vektoriui)

Jn(w) =
1

2

M∑

j=1

(tnj − znj)
2

mažėja greičiausiai. Didžiausio maž˙ejimo kryptis – neigiamas gradientas

∆w = −η
∂Jn(w)

∂w
,
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kur η yra mažas teigiamas skaiˇcius, vadinamas mokymo greiˇciu. Nauj ↪u, (vis geresni↪u)
svori ↪u vektori ↪u seka gaunama pagal iteratyv↪u algoritm↪a, kurn-toje iteracijoje (t.y., esant
n-tajam požymi↪u vektoriui) imamas svori↪u vektoriusw(n) ir keičiamas pagal formul↪e:

w(n + 1) = w(n) + ∆w(n).

Esant tam tikroms s↪alygoms svori↪u vektorius konverguos↪i tašk ↪a, kuriame klaida yra mi-
nimali.

4. Požymi ↪u išskyrimo procedūra

Sistemoje (2 pav.) ištarto žodžio signalass buvo išreiškiamas požymi↪u vektoriumix. Tam
buvo naudojami mel↪u dažni↪u skalės kepstriniai požymiai (MFCC) [6]. Žemiau pateikia-
mas požymi↪u vektori ↪u gavimo proced¯uros aprašymas.

Pirmiausiai kalbos signalas buvo skaidomas↪i kadrus (segmentus), kuri↪u ilgis 25 ms,
o atstumas tarp gretim↪u kadr↪u, vadinamasis kadr↪u žingsnis, 10 ms. V˙eliau vykdomas
signalo apdorojimas, kuriame kiekvienam signalo kadrui buvo atliekamas filtravimas

s̃(n) = s(n) − 0, 97s(n− 1), n = 0, 1, . . ., N − 1,

(N – signalo kadro atskaitym↪u skaičius) ir padauginimas iš Hammingo lango funkci-
jos [2].

Toliau pagal [6] knygoje pateiktus algoritmus iš signalo kadr↪u buvo skaiˇciuojami
MFCC požymiai (po 12 požymi↪u kiekvienam kadrui) ir taip gaunami požymi↪u vekto-
riai pk = [pk1, pk2, . . . , pk12], kur k = 1, 2, . . . , K (K – kadr↪u skaičius).

Požymi↪u vektori ↪u pk negalima buvo tiesiogiai naudoti neuroninio tinklo moky-
mui, nes j↪u skaičius kiekvienam signalui (ištartam žodžiui) buvo skirtingas ir perne-
lyg didelis, todėl naudojantk-vidurki ↪u klasterizavimo algoritm↪a [1], jie buvo klasteri-
zuoti ↪i 5 klasterius. Klasterizavimo algoritmas buvo inicializuojamas pradiniais centrais
mi = [mi1, mi2, . . . , mi12], paskaičiuotais išpk pagal formul↪e:

mij =
1

L

iL∑

k=(i−1)L+1

pkj (j = 1, 2, . . . , 12),

kur i = 1, 2, . . ., 5, L = K/5 (K – požymi↪u vektori ↪u skaičius).
Po klasterizavimo algoritmo gaut↪u klasteri↪u centraici = [ci1, ci2, . . . ci12] (i =

1, 2, . . . , 5) buvo apjungti↪i vien ↪a vektori↪u x = [c1, c2, . . . , c5], kuris ir buvo naudoja-
mas kaip ištarto žodžio požymi↪u vektorius.
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5. Eksperimentai

Eksperimentinio tyrimo tikslas buvo išnagrin˙eti pateiktos 50-ties atskirai tariam↪u (izo-
liuot ↪u) žodži↪u atpažinimo sistemos (2 pav.), naudojanˇcios tiesioginio sklidimo neuroni-
nius tinklus, parametr↪u ↪itak ↪a žodži↪u atpažinimo rezultatams.

Kiekvienas sistemos tinklas (1 pav.) tur˙ejoH paslėpto sluoksni↪u neuron↪u. Tinklo ini-
cializavimo metu jo svoriams buvo priskiriama nedidel˙e fiksuota inicializavimo reikšm˙e
ω ir apmokymo tikslumo reikšm˙eθ.

Šnekos atpažinimo tyrimams atlikti buvo naudojamas atskirai tariam↪u žodži ↪u lietuvi ↪u
šnekos garsynas, apimantis vieno kalb˙etojo (vyro) šnekos↪irašus. Kalbėtojas buvo pa-
teik↪es 50↪iraš ↪u, kur kiekvien↪a ↪iraš↪a sudar˙e 50 atskirai tariam↪u žodži↪u. Tokiu būdu garsyne
iš viso buvo 2500 ištart↪u žodži↪u.

Atpažinimo sistema buvo realizuota MATLAB programavimo kalba. Mel↪u dažni↪u
skalės požymi↪u išskyrimui buvo panaudotas HTK 3.2 (http://htk.eng.cam.ac.
uk) program↪u paketas.

Eksperimentinio tyrimo metu buvo nagrin˙ejami tokie sistemos parametrai, kaip tinkl↪u
paslėpto sluoksnio neuron↪u skaičiusH, svori ↪u inicializavimo reikšm˙e ω ir apmokymo
tikslumo reikšmė θ. ParametrasH buvo keičiamas nuo 1 iki 10. Parametraiω ir θ buvo
keičiami nuo 0,1 iki 0,00001, kiekvien↪a kart↪a mažinant juos 10 kart↪u. Eksperimentai buvo
atlikti su visais galimais ši↪u parametr↪u deriniais. Sistemos apmokymui buvo panaudota
15 garsyno↪iraš ↪u, o jos testavimui – likusieji 35↪irašai. Tokiu būdu testavimui iš viso buvo
pateikta35 × 50 = 1750 žodži ↪u. Kiekvieno eksperimento metu sistemos atpažinimo
tikslumasAT buvo vertinamas pagal formul↪e:

AT =
T

N
· 100%,

kurT – teisingai atpažint↪u žodži↪u skaičius,N – vis ↪u testini↪u žodži↪u skaičius (mūs ↪u atveju
N = 1750).

Atlikto eksperimentinio tyrimo rezultatai pateikiami 1 lentel˙eje. Kaip matome, di-
džiausias gautas žodži↪u atpažinimo tikslumas (DAT) yra lygus 95,2%, kaiH = 6,
ω = 0, 0001 ir θ = 0, 1. Iš 1a lentelės galime pasteb˙eti, kad nepriklausomai nuoH
parametro geriausi atpažinimo rezultatai gauti, kaiω = 0, 0001 ir θ = 0, 1 ir kad para-
metruiH didėjant nuo 1 iki 6, atpažinimo tikslumas irgi nežymiai did˙eja, bet parametrui
H didėjant nuo 7 iki 10, atpažinimo tikslumas turi nedidel↪e tendencij↪a mažėti.

DAT priklausomybė nuo tinkl↪u apmokymo tikslumoθ pateikiama 1b lentel˙eje. Iš jos
galime pasteb˙eti, kad maž˙ejant parametruiθ, DAT irgi mažėja. Tai galima paaiškinti tuo,
kad mažinantθ, tinkl ↪u apmokymo tikslumas did˙eja, dėl to mokymo proceso metu jie
pradeda pernelyg prisitaikyti prie mokymo duomen↪u ir ↪igauna mažesn↪i gebėjim ↪a atpažinti
(klasifikuoti) testinius (mokyme ne naudotus) duomenis.

1c lentelėje pateikiama DAT priklausomyb˙e nuo tinkl↪u svori ↪u inicializavimo reikš-
mėsω. Iš lentelės galime pasteb˙eti, kad parametrasω daro didžiausi↪a ↪itak ↪a žodži↪u at-
pažinimo tikslumui. Matome, kad geriausias žodži↪u atpažinimo rezultatas gautas, kai
ω = 0, 0001. Kai buvo naudojamos kitosω reikšmės, gauti blogesni atpažinimo rezul-
tatai.
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1 lentelė. Sistemos žodži↪u atpažinimo tikslumo priklausomyb˙e nuo tinkl↪u parametr↪u
a) paslėpto sluoksnio neuron↪u skaičiausH , b) apmokymo tikslumoθ,
c) svori↪u inicializavimo reikšm˙esω; DAT – didžiausias gautas žodži↪u at-
pažinimo tikslumas, išreikštas procentais.

a) b) c)

H DAT (%) ω θ

1 93,94 0,0001 0,1
2 94,29 0,0001 0,1
3 94,69 0,0001 0,1
4 94,74 0,0001 0,1
5 94,40 0,0001 0,1
6 95,20 0,0001 0,1
7 94,97 0,0001 0,1
8 94,97 0,0001 0,1
9 95,03 0,0001 0,1

10 94,91 0,0001 0,1

θ DAT (%) H ω

0,1 95,20 6 0,0001
0,01 94,34 5 0,0001
0,001 94,06 10 0,0001
0,0001 94,06 5 0,0001
0,00001 94,00 7 0,0001
0,000001 93,94 7 0,0001

ω DAT (%) H θ

0,1 89,77 3 0,000001
0,01 93,94 10 0,00001
0,001 93,66 2 0,0001
0,0001 95,20 6 0,1
0,00001 93,60 10 0,0001
0,000001 91,66 6 0,000001

6. Išvados

Straipsnyje buvo pateikta 50-ties atskirai sakom↪u (izoliuot ↪u) lietuvi ↪u kalbos žodži↪u atpa-
žinimo sistema, naudojanti tiesioginio sklidimo neuroninius tinklus. Tinkl↪u apmokymas
buvo atliekamas pagal klaidos atbulinio sklidimo algoritm↪a. Nagrinėjamas priklausomas
nuo kalbėtojo šnekos atpažinimas. Atliktas sukurtos atpažinimo sistemos parametr↪u ir
j ↪u ↪itakos žodži↪u atpažinimo tikslumui tyrimas. Eksperimentinio tyrimo rezultatai leidžia
teigti, kad sistema gali b¯uti naudojama atskirai sakom↪u žodži↪u atpažinimui.

Šiame darbe šnekos atpažinimo vienetu buvo laikomas žodis. T↪esiant tyrimus, reik˙et ↪u
bandyti pereiti prie šnekos atpažinimo gars↪u (skiemen↪u, fonem↪u) lygyje ir modeliuoti
didesnio žodyno bei daugiau kalb˙etoj ↪u apimanˇcias šnekos atpažinimo sistemas.
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Isolated word recognition using neural networks
M. Filipovi č

This paper presents the speech recognition system, designed for recognition of 50 isolated
Lithuanian words. The system is based on feedforward neural networks trained by error back-
propagation algorithm. Speaker dependent speech recognition was investigated. The article pre-
sents analysis of the developed system parameters influence on the accuracy of word recognition.
Experimental results showed that proposed system could be used for isolated word recognition.


