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5	 Išvados

Atlikto tyrimo rezultatai rodo, kad atsitiktinio miško metodas gali būti efek-
tyviai naudojamas užpildant trūkstamas ekonominių rodiklių NUTS 2 regio-
nų lygmeniu reikšmes. Tačiau metodų efektyvumas reikšmingai skiriasi tarp 
skirtingų ekonominių rodiklių, o tai rodo, kad kiekvieno rodiklio trūkstamų 
reikšmių užpildymo uždavinys turėtų būti vertinamas atskirai.

Geriausiai atsitiktinio miško metodas veikia užpildant užimtumo rodi-
klius (bendrą užimtumo lygį ir moterų užimtumo lygį), nedarbo lygį ir ilga-
laikio nedarbo dalį. Šiems rodikliams pasiekiami aukšti determinacijos ko-
eficientai R² didesnis nei 0,8, o tai rodo, kad atsitiktinio miško modeliai gali 
paaiškinti didžiąją dalį šių rodiklių variacijos. Tai gali būti susiję su tuo, kad 
šie rodikliai turi stiprius tarpusavio ryšius ir taip pat yra susiję su kitais soci-
aliniais-ekonominiais rodikliais, tokiais kaip išsilavinimo lygis.

Gyventojų tankio ir išlaidų moksliniams tyrimams bei technologinei plė-
trai rodiklių užpildymas yra mažiau tikslus. Gyventojų tankio atveju tai gali 
būti susiję su tuo, kad šis rodiklis labiau priklauso nuo geografinių, istorinių 
ir urbanistinių veiksnių, kurie nėra tiesiogiai susiję su kitais ekonominiais ro-
dikliais duomenų rinkinyje [5]. Išlaidų moksliniams tyrimams ir technologi-
nei plėtrai atveju, mažą tikslumą gali lemti tai, kad šis rodiklis labai priklauso 
nuo konkrečios valstybės mokslo ir inovacijų politikos, taip pat nuo regiono 
specializacijos ir pramonės struktūros, kurios nėra niekaip susietos su kitais 
duomenų rinkinio rodikliais.

Pastebėtina, kad hiperparametrų optimizavimas nedavė reikšmingų 
tikslumo pagerėjimų, o kai kuriais atvejais netgi šiek tiek pablogino rezul-
tatus. Tai gali būti susiję su persimokymo problema, kai modeliai pernelyg 
prisitaiko prie mokymo duomenų ir prasčiau apibendrina naujus duomenis 
arba sąryšiai su kitais ekonominiais rodikliais iš duomenų rinkinio per silpni. 
Šie rezultatai primena paprastų modelių (parsimony) principo svarbą: sudė-
tingesni modeliai ne visada yra geresni, ypač kai turimų duomenų kiekis yra 
ribotas [28].

Požymių svarbos analizė išryškino ekonominių rodiklių tarpusavio ryšius. 
Pvz., moterų užimtumo lygis yra svarbiausias požymis prognozuojant bendrą 
užimtumo lygį, o nedarbo lygis ir jaunimo nedarbo lygis taip pat yra svarbūs. 
Tai atitinka ekonominę intuiciją ir patvirtina, kad atsitiktinio miško modeliai 
sugeba surasti ir panaudoti prasmingus ryšius tarp ekonominių rodiklių.

Remiantis atlikta analize, ekonominių rodiklių NUTS2 regionų lygmeniu 
trūkstamų reikšmių užpildymui, pasirinktas bazinis atsitiktinio miško mo-
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delis, kadangi  gautas pakankamas tikslumas daugumai rodiklių. Užpildžius 
visas trūkstamas reikšmes, sukurtas pilnas duomenų rinkinys, kuris gali būti 
panaudojamas tolimesnei ekonominei analizei tikintis tikslesnių ekonomi-
nės analizės ir prognozavimo rezultatų, naudojant kitus mašininio moky-
mosi algoritmus. 

Tolimesniuose tyrimuose planuojama ištirti kitus mašininio mokymosi 
metodus, tokius kaip neuroniniai tinklai ar gradient boosting, trūkstamų 
ekonominių rodiklių reikšmių užpildymui. Taip pat būtų vertinga ištirti už-
pildymo metodus atsižvelgiant į laiko dimensiją, t.y. naudojant laiko eilučių 
metodus. Galiausiai, būtų naudinga ištirti, kaip trūkstamų reikšmių užpildy-
mo metodai padeda užtikrinti tikslesnius ekonominės analizės rezultatus.

Planuojama atlikti ekonominių rodiklių analizę su pirminiu ir papildytu 
duomenų rinkiniu, naudojant kitus mašininio mokymosi algoritmus, sie-
kiant nustatyti su kuriais duomenimis gaunami tikslesni ekonominės ana-
lizės rezultatai.
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Santrauka. Analizuojant apklausų duomenis, dažnai tenka spręsti neužpildytų 
reikšmių problemą. Įprastai respondentai vengia atsakyti į klausimus, kurie yra 
susiję su asmenine ar finansine informaciją. Šiame darbe palyginami keturi 
daugiareikšmio įrašymo metodai.  Rezultatai atskleidžia, kad atsitiktinių miškų 
bei klasifikavimo ir regresijos medžių metodai užtikrina mažiausią paklaidą.

Raktiniai žodžiai: Praleistos reikšmės, daugiareikšmis įrašymas, samdomojo 
darbo pajamos.

1	 Įvadas

Praleistos reikšmės yra dažna problema, su kuria susiduriama analizuojant 
apklausų metu surinktus duomenis. Dėl įvairių priežasčių respondentai gali 
neatsakyti į tam tikrus klausimus arba pateikti netikslią informaciją, ypač kai 
klausimai susiję su jautriomis temomis, pavyzdžiui, pajamomis. Tiksli infor-
macija apie gyventojų pajamas yra svarbi norint įvertinti skurdo lygį šalyje, 
ekonominius skirtumus tarp valstybių bei valstybės institucijoms priimant 
politinius sprendimus.

Pastaruoju metu, siekiant tiksliau užpildyti praleistas reikšmes, vis pla-
čiau taikomi mašininio mokymosi metodai, tačiau dauguma tyrimų ir me-
todų apsiriboja vieno tipo kintamaisiais, dažniausiai – kiekybiniais [1, 2]. Vis 
dėlto, apklausų duomenyse vyrauja kategoriniai kintamieji. Vienas iš nedau-
gelio metodų, kuris yra tinkamas tiek kategorinių, tiek kiekybinių kintamųjų 
reikšmių įrašymui yra daugiareikšmis įrašymas [3, 4]. 

Šio tyrimo tikslas – įvertinti, kaip praleistų reikšmių užpildymas taikant 
daugiareikšmį įrašymą veikia samdomojo darbo pajamų įrašymo tikslumą 
bei parinkti tinkamiausią įrašymo metodą.
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2	 Duomenys

Šiame tyrime naudojami viešai prieinami duomenys iš 2023 m. metinio pa-
jamų ir gyvenimo sąlygų statistinio tyrimo [5]. Analizei buvo atrinkti 28 kinta-
mieji, suteikiantys informaciją apie respondento lytį, amžių, gyvenamąją vietą, 
šeimyninę padėtį, išsilavinimą, sveikatos būklę, užimtumą, darbo patirtį ir lais-
valaikio įpročius, iš kurių 22 – kategoriniai ir 6 – kiekybiniai. Iš viso 16 kintamųjų 
turėjo praleistų reikšmių, kurių dalis sudarė nuo 0,04 iki 27 procentų. Pašali-
nus nežinomas reikšmes, galutinėje duomenų aibėje liko 2378 stebėjimai.

3	 Metodologija

Pagrindinis tikslas yra palyginti daugiareikšmio įrašymo metodus ir pateikti 
rekomendacijas, todėl buvo paimtas pilnas, be praleistų reikšmių, duome-
nų rinkinys, pašalinta dalis stebėtų reikšmių, atliktas įrašymas ir palyginti 
rezultatai.

Kadangi didžioji dalis tiriamojo duomenų rinkinio kintamųjų yra katego-
riniai, nebuvo galimybės taikyti „Little‘s MCAR“ testo, skirto nustatyti, ar neži-
nomos reikšmės yra praleistos visiškai atsitiktinai (angl. Missing Completely 
At Random), todėl šiame tyrime daroma prielaida, kad nežinomos reikšmės 
yra praleistos atsitiktinai (angl. Missing At Random), t. y., praleistos reikšmės 
priklauso nuo kitų kintamųjų stebėtų reikšmių ir nepriklauso nuo nežinomų 
reikšmių [6, 7].

Galutinei duomenų aibei buvo sugeneruotos sintetinės nežinomos reikš-
mės taip, kad jų pasiskirstymas kuo tiksliau atspindėtų originalių duomenų 
nežinomų reikšmių pasiskirstymą bei nežinomų reikšmių dalis kiekvienam 
kintamajam išliktų tokia pati. Dirbtinėms praleistoms reikšmėms sugeneruo-
ti buvo naudojama „R“ paketo „missMethods“ funkcija delete_MAR_1_to_x(). 
Ši funkcija padalina duomenų rinkinį į dvi grupes pagal parametre cols_ctrl 
nurodyto kintamojo reikšmių medianą ir sugeneruoja nežinomas reikšmes 
grupėse parametre cols_mis nurodytiems kintamiesiems santykiu 1:x (šiuo 
atveju x = 5). Be to, parametre p nurodoma, kokią duomenų dalį sudarys pra-
leistos reikšmės kiekviename iš pasirinktų kintamųjų [7]. Geriausiai pavyko 
atkurti nežinomų reikšmių kombinacijas, kurios originalių duomenų rinkinyje 
pasikartoja dažniausiai, iš viso buvo atkurta apie 65% kombinacijų. Siekiant 
įvertinti įrašytų reikšmių poveikį samdomojo darbo pajamų įrašymo tikslu-
mui, buvo sukurta antra duomenų aibė, kurioje nežinomos reikšmės buvo 
sugeneruotos tik samdomojo darbo pajamų kintamajam.
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Daugiareikšmis įrašymas atliktas naudojant „R“ paketo „mice“ [4] funkciją 
mice() su parametru m = 5, t. y., kiekviena praleista reikšmė yra įrašoma penkis 
kartus, o galutinei reikšmei apskaičiuoti naudotas įrašytų reikšmių vidurkis. 
Praleistų reikšmių įrašymas pradedamas nuo mažiausiai praleistų reikšmių 
turinčio kintamojo. Daugiareikšmis įrašymas buvo atliekamas keturiais me-
todais, kurie yra tinkami tiek kiekybiniams, tiek kategoriniams kintamiesiems.

 Vienas iš plačiausiai taikomų daugiareikšmio įrašymo metodų yra pro-
gnozuojamo vidurkio atitikimo metodas (PVA, angl. predictive mean mat-
ching). Šio metodo esmė – pasitelkiant regresijos modelį, sudarytą remian-
tis pilnais duomenimis, apskaičiuojama prognozė kiekvienam nežinomą 
reikšmę turinčiam stebėjimui. Tuomet kiekvienai prognozuotai reikšmei 
randamos kelios, šiuo atveju – 5, artimiausios stebėtos reikšmės, iš kurių at-
sitiktinai parenkama viena ir priskiriama praleistą reikšmę turėjusiam įrašui. 

Atsitiktinės imties iš stebėtų reikšmių (AISR, angl. random sample from 
observed value) atvejų praleistų stebėjimų įrašymui yra naudojama stebėtų 
to paties kintamojo reikšmių aibė, iš kurios atsitiktinai parenkama imtis ir 
įrašoma vietoje praleistų reikšmių. 

Klasifikavimo ir regresijos medžių (KRM, angl.  classification and regres-
sion trees) metodas veikia panašiai kaip PVA tačiau vietoje regresijos modelio 
yra sudaromas sprendimų medis. Praleistą reikšmę turintis stebėjimas yra 
priskiriamas vienam iš sprendimo medžio lapų (angl. terminal node), tuomet 
iš lapui priklausančių stebėtų reikšmių atsitiktinai išrenkama viena ir įrašoma.

Atsitiktinių miškų (AM, angl. random forest) metodas praleistų reikšmių 
įrašymui taiko atsitiktinių miškų modelį, sudaryta iš 10 sprendimo medžių. 
Praleistų reikšmių įrašymui kiekybiniams kintamiesiems naudojamas spren-
dimo medžių prognozių vidurkis, o kategoriniams kintamiesiems – dažniau-
siai pasikartojanti prognozė. 

Be to, siekiant įvertinti metodų jautrumą regresorių parinkimui, kiekvie-
nam metodui buvo naudojamos keturios skirtingos regresorių matricos. 
Trys iš jų buvo sukurtos naudojant „mice“ paketo funkciją quickpred(), kuri 
leidžia greitai atrinkti regresorius kintamiesiems su praleistomis reikšmėmis, 
atsižvelgiant į kintamųjų tarpusavio koreliaciją. Šios regresorių matricos buvo 
sudarytos remiantis Spirmeno, Kendalo ir Pirsono koreliacijos koeficientais. 
Nors šis regresorių parinkimo metodas nėra pritaikytas kategoriniams kin-
tamiesiems, šiame tyrime jis buvo naudojamas įvertinti daugiareikšmio įra-
šymo metodų jautrumą skirtingoms regresorių kombinacijoms, o ne parinkti 
optimalius regresorius kiekvienam kintamajam. Ketvirtojoje regresorių matri-
coje kiekvienam kintamajam kaip regresoriai buvo priskirti visi likę kintamieji. 
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Rezultatų palyginimui naudojamos trys metrikos: šaknis iš vidutinės kvadrati-
nės paklaidos (RMSE) ir vidutinė absoliutinė procentinė paklaida (MAPE).

4	 Rezultatai

Rezultatai pateikti 1 pav.  Abiejų duomenų aibių atveju gauti panašūs rezulta-
tai, kas rodo, jog praleistų reikšmių įrašymas neblogina samdomojo darbo pa-
jamų įrašymo tikslumo. Prasčiausi rezultatai gauti taikant PVA metodą kartu su 
ketvirtąja regresorių matrica, kur kiekvieno kintamojo praliestoms reikšmėms 
įrašyti kaip regresoriai yra naudojami visi likę kintamieji, kas leidžia teigti, jog 
naudojant šį metodą svarbu tinkamai atrinkti regresorius kiekvienam praleis-
tų reikšmių turinčiam kintamajam. Stabiliausi ir patikimiausi rezultatai gauti 
taikant AM ir KRM metodus. AISR atveju, visiems regresorių matricos atvejams 
gauta vienoda paklaida, taip yra todėl, nes šiuo metodu įrašymo reikšmės ne-
priklauso nuo kitų kintamųjų reikšmių ir priklauso tik nuo pačio įrašomo kin-
tamojo nepraleistų reikšmių aibės, vis dėlto šio metodo atveju įrašomos reikš-
mės yra parenkamos atsitiktinai, todėl įrašytų reikšmių paklaida yra didelė. 

4 Rezultatai 
Abiejų duomenų aibių atveju gauti panašūs rezultatai, kas rodo, jog 

praleistų reikšmių įrašymas neblogina samdomojo darbo pajamų įrašymo tikslumo. Prasčiausi 
metodą kartu su ketvirtąja regresorių matrica

kintamojo praliestoms reikšmėms įrašyti kaip regresoriai yra naudojami visi likę kintamieji, kas 
leidžia teigti, jog naudojant šį metodą svarbu tinkamai atrinkti regresorius kiekvienam praleistų 
reikšmių turinčiam 

atveju, visiems regresorių matricos atvejams gauta vienoda paklaida, taip yra todėl, 
nes šiuo metodu įrašymo reikšmės nepriklauso nuo kitų kintamųjų reikšmių ir priklauso tik nuo 
pačio įrašomo kintamojo nepraleistų reikšmių aibės, vis dėlto šio metodo atveju įrašomos 
reikšmės yra parenkamos atsitiktinai, todėl įrašytų reikšmių paklaida yra didelė

RMSE ir MAPE rodiklių palyginimas skirtingiems praleistų reikšmių įrašymo metodams

Išvados 
Atsižvelgiant į gautus rezultatus, galima teigti, kad praleistų reikšmių užpildymas taikant 

daugiareikšmį įrašymą samdomojo darbo pajamų įrašym
metodus, kadangi įrašytų reikšmių paklaida nepriklausomai nuo regresorių 

matricos ir duomenų aibės išliko panaši visais atvejais. Panaši paklaida buvo gauta ir 
tačiau taikant šį metodą svarbu tinkamai parinkti regresorius kiekvienam praleistų reikšmių 
turinčiam kintam

1 pav. RMSE ir MAPE rodiklių palyginimas skirtingiems praleistų reikšmių įrašymo me-
todams.
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5	 Išvados

Atsižvelgiant į gautus rezultatus, galima teigti, kad praleistų reikšmių užpil-
dymas taikant daugiareikšmį įrašymą tinkamas samdomojo darbo pajamų 
įrašymui. Geriausi rezultatai gauti taikant AM ir KRM metodus, kadangi įra-
šytų reikšmių paklaida nepriklausomai nuo regresorių matricos ir duomenų 
aibės išliko panaši visais atvejais. Panaši paklaida buvo gauta ir PVA atveju, 
tačiau taikant šį metodą svarbu tinkamai parinkti regresorius kiekvienam 
praleistų reikšmių turinčiam kintamajam.
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Abstract. The necessity of content recognition in digital documents is ever-
increasing in the financial sector. Extracted data is used for fundamental 
analysis, modelling and portfolio selection. In the most prominent markets, 
there is a wide array of available sources to obtain the data, such as SEC filings 
easily. However, it is not so in markets with less investor interest, such as the CEE 
region or Latin America. Often, the only sources containing the data are primary 
reports by the company itself. Scarce secondary sources may provide data of 
dubious reliability. This leads to an excessive workload for analysts, implying 
the necessity to adapt existing intelligent methods for processing financial data.

Keywords: machine learning, natural language processing, optical character 
recognition, text recognition, table recognition.

1	 Introduction

Smaller, less popular markets often suffer from a scarcity of secondary 
data sources. Financial analysts focusing on these regions, in turn, depend 
heavily on primary documents issued by companies. Such reliance leads 
to a workload bottleneck due to the manual, time-intensive process 
of extracting valuable data from unstructured or poorly formatted 
documents. Implementing automatized, intelligent methods to recognize 
and extract contents could mitigate this problem. Hence, we sought to 
thoroughly review the underlying algorithms of select machine learning 
(ML) and natural language processing (NLP) technologies and apply them 
in experiments conducted on a real-life dataset comprised of quarterly and 
annual reports from firms operating in exotic markets.

2	 Historical development of content recognition

Various approaches for detecting tables in images were devised throughout 
the years - Dengel et al. [1] proposed a method to cluster word boundaries 
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into a segmentation graph for table detection. However, that failed in the 
face of multi-column layouts. Wangt et al. [2] proposed using the distance 
between consecutive words as a heuristic in determining table entity 
candidates. However, such a method is inevitably tied to a specific layout 
template, which hinders its practical application. Gatos et al. [3] proposed 
using the intersection area between horizontal and vertical lines to 
reconstruct the intersectional pairs. However, this system was said to overly 
rely on the visual cues provided by strict, defining table borders.  Ultimately, 
deep learning methods were implemented when Hao et al. [4] proposed 
a regional proposal network using CNNs, which later adapted the faster 
R-CNN architecture to segment table regions in a given image. Building 
on this, Watson and Liu proposed a table alignment process involving 
organizing disjoint text segments into columns by creating disjoint sets and 
merging them using an algorithm.

A research survey conducted in a paper by Kasem et al. [5] has 
established that ML and deep learning technologies have been effective 
in computer vision research tasks such as object detection and object 
position estimation. CNN, one of the most widely-used types of neural 
networks, can use the fundamental properties of actual signals, such 
as translation invariance and compositional hierarchies. A typical CNN 
comprises a hierarchical structure and numerous layers for learning data 
representations at different levels of abstraction [6]. The efficacy of CNNs 
in object identification, the researchers assert, is based on the ability to, 
through training on large amounts of data, learn substantial mid-level visual 
properties, which are more complex patterns such as textures and shapes, 
rather than hand-crafted low-level representations, such as edge detectors, 
often used in image categorization. Deep learning models are now widely 
used in multiple areas, including general table detection [4]. On the other 
hand, table structures receive far less attention, and the table structure is 
typically only characterized by the rows and columns of a table [7].

3	 Summary of state-of-the-art algorithms

In this section, we survey modern NLP and ML technologies and review 
and describe the subtleties and principles behind their algorithms. Owing 
to their widespread use in practice, the tools selected for the work are 
LayoutLM, OpenCV, Camelot, pdfplumber, and Google Document AI. 
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In their 2020 work, Xu et al. [8] proposed LayoutLM, a pre-training 
technique with text and layout information in a single framework that 
utilizes Transformer architecture as the backbone. It is inspired by the 
BERT model, which represents text using embeddings. According to the 
researchers, LayoutLM extends the principle by using multimodal inputs, 
including token, layout, and image embeddings. For the experiments, the 
LayoutLMv3 version was used. The model works by processing text using 
an OCR toolkit to extract content and 2D positional information. Word 
embeddings are then initialized using a pre-trained RoBERTa model. The 
layout positions are applied at the segment level, where words in the 
same segment share the same 2D position, as opposed to word-level 
positions used in previous versions like LayoutLM and LayoutLMv2. Image 
embeddings are generated by applying linear projections to image patches, 
which helps to reduce computational complexity compared to previous 
versions that used CNNs, like Faster R-CNN. Images are then resized, split 
into patches, and flattened into a sequence of vectors. Semantic 1D relative 
position and spatial 2D relative position are introduced as bias terms in self-
attention networks for both text and image modalities, which follows the 
previous approach in LayoutLMv2.

Another tool used for data extraction in financial documents is OpenCV, a 
real-time computer vision programming function library initially launched by 
Intel in 1999 [9]. The tool provides numerous image manipulation, analysis, 
and data extraction methods. Mat class serves as the main data structure 
in OpenCV for the storage and manipulation of images and matrices. It 
holds pixel values and handles memory management by automatically 
allocating memory as necessary. It also supports reference counting, 
allowing efficient memory use by preventing redundant copying of image 
data when objects are passed by reference. Histograms are commonly 
used for image processing, representing the distribution of pixel intensity 
in an image. Additionally, OpenCV supports techniques such as Fourier 
transform to analyse the frequency content of an image. By decomposing 
an image into its frequency components, algorithms can be designed to 
filter out unwanted noise or enhance certain features. Hough transform is 
also implemented in OpenCV and is used to detect geometric shapes in 
an image. OpenCV also provides Edge detection as another fundamental 
image processing technique - a canny edge detector combines gradient 
calculation with non-maximum suppression to detect edges accurately 
while reducing noise.
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Pdfplumber is an open-source Python library created to extract 
information from PDF documents. It was created by Singer-Vine and was 
initially released in 2016 [10]. Pdfplumber builds on top of pdfminer, another 
PDF processing library. The approach is heavily inspired by Nurminen’s 
master’s thesis [11]. In essence, for any PDF page, either actual lines, which 
are explicitly defined and give the table a grid-like structure, or invisible lines 
implied by word alignment are found. Overlapping or nearly-overlapping 
lines are merged, and intersections of all these lines are found. The most 
granular set of rectangles, which use the intersections as vertices, are found, 
and contiguous cells are then grouped into tables. Pdfplumber recognizes 
lines in a PDF by parsing the document’s raw content streams to identify 
vector graphics commands corresponding to line-drawing operations. 
These instructions are then decoded by extracting the coordinates, 
orientation, and thickness of lines explicitly defined in the document. The 
extracted line objects are then interpreted, and the positioning of the text 
element is examined further to infer implied lines where no explicit borders 
are present. Text alignment and spacing are analysed to identify patterns 
that might imply grid structures.

Camelot, a Python library for data extraction from PDFs, was created by 
Vinayak Mehta [12]. Camelot offers two table parsing methods, Stream and 
Lattice, each designed to accommodate different PDF table structures. The 
Stream method, best used for tables that do not have visible borders but 
instead rely on whitespace between cells to create a table structure, works 
by grouping words on the PDF page into rows based on their y-axis overlaps. 
It then calculates text edges to identify areas that could contain tables. The 
number of columns is estimated by calculating the mode of the word count 
in text rows, thus determining column ranges. The words are then assigned 
to columns based on whether they fall within the calculated x and y ranges. 
The lattice method is more suitable for tables with visible cell borders, 
relying on precise line detection and geometric calculations. It works by 
converting the page into an image using Ghostscript. The algorithm then 
detects horizontal and vertical line segments by applying transformations 
such as erosion and dilation. The detected lines are processed to identify 
intersections, marking the boundaries of table cells. They are scaled and 
translated back to the file’s coordinate space to create a representation of 
the table. Spanning cells are then identified, and the words are assigned to 
the correct table cells based on their x and y coordinates. 
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The Document AI platform is a unified document processing console 
launched by Google Cloud, the cloud computing division of Google, 
in November 2020 [13]. The platform aims to automate and validate 
documents by providing access to document parsers, tools, and solutions 
via an API. Because of the proprietary nature of the application, the table 
extraction algorithms used by Google Document AI are not disclosed to the 
public and, therefore, were not reviewed in our work. 

The previously described table data extraction methods differ in 
some ways yet have similarities. Regarding the data extraction approach, 
pdfplumber and Camelot are similar because both libraries do rule-based 
parsing, where predefined rules are used to identify and extract specific 
structures or patterns from documents. OpenCV operates utilizing the 
approach of low-level image processing, while LayoutLM uses a multimodal 
transformer architecture that integrates text and visual embeddings for 
document understanding. LayoutLMv3 and Google Document AI are better 
suited for complex documents with rich layouts and can handle visual and 
textual data. Camelot and pdfplumber rely on line detection for grid-based 
structures, although Camelot’s Stream method is optimized for whitespace-
based tables, while Lattice is tailored for bordered table layouts. OpenCV 
uses pixel-level manipulation (such as detection of edges or contour 
analysis) to identify lines or shapes.

4	 Experiments

An original dataset consisting of 7 selected PDF format financial documents 
published by different companies in Central and Eastern Europe and 
Latin America was compiled and used for our experiments. The files were 
quarterly or annual reports published in financial periods from 2018 to 
2022. The eight selected tables consisted of the main parts of financial 
statements (statements of income and loss, financial position, and cash 
flows), notes, and appendices and were in English. Using a Python API, a 
ground truth version of the tables and their text content was extracted and 
reviewed manually.

In order to test the selected tools, five scripts were written in Python, 
each using a different tool to recognize text and extract tables from PDF 
pages into a spreadsheet. For LayoutLMv3, the FUNSD dataset was used for 
the training process, which focuses on form understanding [14]. However, 
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the model cannot perform text recognition, so the Tesseract OCR engine 
was additionally integrated, which renders high-resolution images of PDF 
format file pages and performs optical character recognition (OCR) to detect 
text and bounding boxes [15]. This consideration also applies to OpenCV. 
Since it does not perform OCR, Tesseract was also used to extract text 
and bounding box information from the document images in the OpenCV 
implementation. Custom functions were developed to merge extracted 
text boxes when they were sufficiently close in terms of coordinates, 
improving the coherence of detected text blocks. For Google Document 
AI, a Form Parser processor was selected to process the document, which 
was developed for the extraction of tables and is best suited for table data 
recognition and extraction [16]. Pdfplumber, a library developed explicitly 
for text extraction from searchable .pdf files and table extraction, offered 
ample table extraction settings. Because most tables in the dataset were 
borderless, we used vertical and horizontal strategy values of “text” for 
the pdfplumber function extract_tables(), which allowed the library to aim 
specifically to identify columns in borderless tables. In the implementation 
of Camelot, another Python library specifically made to extract tables, 
there was also little need for pre-processing as the PDF files were simply 
processed using a library function read_pdf(). The previously discussed 
Stream method, which is more suitable for tables without explicit borders, 
was chosen. Finally, algorithms were created to evaluate the tables using 
the defined metrics.

 To assess the accuracy of the selected tools, three metrics were defined: 
1.	 Symbol accuracy is defined as correctly output characters divided 

by all output symbols. It was evaluated by comparing the lists of 
characters for each cell to those from the ground truth.
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2.	 Word accuracy is defined as the proportion of correctly output 
words (which we define as ordered lists of characters divided by 
blank characters) to the total number of output words in the table. 
This and the symbol accuracy metrics are based on the metrics used 
by Rupšys in his bachelor thesis [17]
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3.	 Table accuracy metric to evaluate the structural integrity of tables 
has been established based on the content accuracy metric used by 
Smock et al. [18]. By calculating the share of correct cells, we can 
deduce whether the output table retained the correct structure of 
the original.
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It was found that, regarding the accuracy of the table structure, Camelot 
strongly outperformed the peer group with a simple average accuracy of 
90.0%, as seen in table 1. Google Document AI also provided tables that 
may be considered satisfactory in terms of structure at 72.8%. LayoutLM 
resulted in the least accurate table structure at 34.3%. In terms of symbol 
accuracy seen in table 2, Camelot was strongest among the peer group as 
well, with a simple average accuracy of 93.0%; Google Document AI also 
outputs sufficiently accurate tables in terms of symbols at 81.3%. LayoutLM 
resulted in the least accurate table structure at 23.3%. Lastly, as seen in 
table 3, the word accuracy is highly correlated with the symbol metric: 
Camelot performed best in terms of correct words with a 92.1% accuracy. 
Tables obtained using LayoutLM, which was combined with Tesseract for 
optical character recognition, provided the lowest average word accuracy 
at 21.0%. 

Table 1. Percentages of identical cells (table accuracy).

Table ID Total 
Cells Camelot Google LayoutLM OpenCV Pdfplumber

1 165 97.0% 44.2% 57.6% 79.4% 91.8%

2 161 84.5% 87.0% 44.1% 17.4% 77.0%

3 136 98.5% 84.6% 13.3% 72.8% 32.5%

4 96 84.0% 59.4% 44.8% 48.0% 68.0%

5 96 93.8% 93.8% 53.1% 74.0% 5.8%

6 252 97.2% 89.3% 42.6% 24.6% 15.5%

7 168 88.7% 57.7% 14.9% 62.5% 48.8%

8 84 76.2% 66.7% 3.6% 51.2% 21.4%

Average - 90.0% 72.8% 34.3% 53.7% 45.1%
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Table 2. Percentages of correctly output symbols.

Table ID
Total 
Cells

Camelot Google LayoutLM OpenCV Pdfplumber

1 165 98.6% 58.9% 36.0% 91.8% 94.5%

2 161 83.9% 92.9% 38.7% 35.7% 71.3%

3 136 96.8% 89.1% 3.2% 79.7% 58.4%

4 96 86.8% 66.9% 20.3% 52.6% 52.4%

5 96 93.2% 87.1% 35.2% 86.1% 5.9%

6 252 98.0% 88.4% 22.5% 42.0% 7.6%

7 168 89.9% 74.0% 14.5% 67.4% 63.5%

8 84 96.5% 93.1% 16.3% 85.1% 40.6%

Average - 93.0% 81.3% 23.3% 67.5% 49.3%

Table 3. Percentages of correctly output words.

Table ID Total 
Cells Camelot Google LayoutLM OpenCV Pdfplumber

1 165 97.4% 54.9% 39.4% 81.9% 93.3%

2 161 81.1% 90.6% 23.2% 31.3% 69.5%

3 136 96.3% 83.3% 0.5% 69.9% 45.4%

4 96 85.5% 65.9% 21.0% 50.7% 54.4%

5 96 91.2% 86.1% 38.7% 77.4% 0.0%

6 252 96.9% 86.9% 19.8% 22.8% 0.0%

7 168 92.3% 72.1% 12.4% 64.7% 58.1%

8 84 96.0% 88.5% 13.0% 80.0% 37.5%

Average - 92.1% 78.5% 21.0% 59.8% 44.8%

5	 Conclusion

The overview of the state-of-the-art literature on the topics of NLP and ML 
in table data extraction, taken together with our practical experiments, has 
led us to conclude that while deep learning and ML are widely used in table 
detection, the research on table structures, in particular, has yet to receive 
wide attention. Regarding the tools used in the experiment, the setup for 
pdfplumber, Camelot, and Google Document AI is relatively straightforward 
and quick. Camelot and pdfplumber were the easiest to implement in 
practice. In contrast, LayoutLM and OpenCV demand more effort and are 
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time-intensive because of requirements such as model training. In terms 
of table structure and symbol and word accuracy, Camelot performed 
the task of data extraction from tables the best. Along with Camelot, it 
was established that Google Document AI is also an acceptable venue for 
obtaining tables of satisfactory accuracy.
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Summary. This study evaluates the performance of various speech-to-text 
models for Lithuanian transcription, focusing on how audio formats and 
recording environments affect their accuracy. Among the models tested, 
Google’s Chirp-2 demonstrated the highest accuracy under optimal conditions. 
However, its performance declined with increased playback speeds and in 
environments with significant background noise, highlighting the importance of 
controlled recording conditions for effective deployment of STT systems in real-
world applications.

Keywords: Speech-to-text model, audio format, transcription accuracy, recor-
ding environment, Lithuanian language.

1	 Introduction

In the past decade, artificial intelligence accelerated the application of speech-
to-text (STT) and inspired the development of STT services that convert 
natural spoken language into text. STT is applicable to various areas where 
human interaction with computers and other digital devices is necessary, 
such as healthcare [1, 2, 3], education [4,5], etc. This technology enhances 
system services, improves content accessibility, and enables automated 
documentation without the need for human interpretation. However, 
a major challenge remains: most STT models have been predominantly 
developed and evaluated for English, which limits their effectiveness when 
applied to other languages, including Lithuanian [6]. In recent years, efforts 
have been made to develop increasingly accurate Lithuanian STT models 
despite limited training data [7]. Additionally, large-scale projects such as 
LIEPA-3 are creating extensive Lithuanian speech corpora to further improve 
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training resources for STT systems [8]. The objective of this research is 
twofold. First, it seeks to determine which existing STT model yields the 
highest transcription accuracy for the Lithuanian language. Second, it aims 
to analyze how various audio parameters—including technical specifications 
like sampling rate and bit depth, as well as environmental conditions such 
as room acoustics and ambient noise—influence transcription accuracy. 

2	 Research methodology 

To describe the standardized methodology applied throughout this research 
is essential because this approach ensured consistent recording conditions 
and established a robust pipeline for transcription evaluation.

All recordings utilized an identical 226-word Lithuanian script focused 
on topics related to local nature and culture, including specific references 
to regional objects. A native Lithuanian speaker conducted every recording 
from a fixed distance of 60 centimeters from the microphone. Room noise 
levels were measured using the NIOSH Sound Level Meter App, which 
resulted in three distinct sets of recordings: one set consisted of three 
baseline recordings in a quiet room at approximately 30 dB, with durations 
of 2.02 min, 2.06 min, and 2.03 min.  Another set comprised three recordings 
with “Coffee Shop Background Noise,” maintaining a constant ambient noise 
level of around 50 dB and their durations were 1.50 min, 1.55 min, and 2.02 
min. The final set involved three recordings in a naturally echoey room, also 
at approximately 30 dB but with noticeable acoustic reverberations and 
their durations were 2.04 min, 1.04 min, and 2.01 min.

The baseline audio files then underwent additional processing based 
on experimental conditions, as illustrated below in Figure 1. In Test 1, audio 
files were exported in FLAC format at 48 kHz, with a 24-bit depth and a 
mono channel. Test 2 maintained these FLAC settings but varied the channel 
counts between mono and stereo. Tests 3 and 4 followed the configurations 
detailed in Figure 1, involving variations in sampling rates, bit depths, and 
audio compression formats. Meanwhile, Tests 5 and 6 utilized FLAC files at 
16 kHz and 16-bit depth (mono), which were modified to assess playback 
speed variations along with additional environmental factors such as echo 
and background noise.

Controlled parameters—such as the speaker-to-microphone distance 
and ambient noise measurements—were essential to ensure that any 
observed differences in transcription accuracy could be attributed solely to 
the tested experimental variables.
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Following the generation of the audio samples, all recordings were 
processed through a uniform transcription pipeline, as outlined below in 
Figure 2. In this phase, each audio file was asynchronously submitted to the 
selected STT models operating in their default configurations. The resulting 
transcripts, along with a reference transcript, underwent a standardized 
normalization process that included:

1.	 Converting all text to lowercase
2.	 Removing punctuation
3.	 Eliminating extra spaces (leading, trailing, or redundant)

Accuracy metrics were calculated using the JiWER Python library, 
comparing the normalized model outputs against the normalized reference 
transcripts. The following metrics were recorded: Word Error Rate (WER), 
Character Error Rate (CER), and Real-Time Factor (RTF). These metrics 
calculation and interpretation are detailed in section 3.

Figure 2 encapsulates this transcription and evaluation workflow, 
underscoring the methodical approach taken to process each audio input 
and compute the metrics.

Figure 2 outlines this transcription and evaluation workflow, emphasizing 
the systematic approach taken to accurately assess the impact of different 
audio characteristics on transcription performance. Overall, the described 
methodology ensures reliable and comparable results across varied testing 
conditions, thereby enabling clear insights into how specific audio attributes 
influence the accuracy and efficiency of STT models.

3	 Metrics for Speech-based Models

In this investigation, the results were validated with a wide range of 
evaluation metrics, such as acoustic and text-based metrics, which allows 
to compare different STT models. One of them is word error rate (WER) 
is calculated using Levenshtein distance between word [9]. In Levenshtein 
distance, we count the number of insertions (I), substitutions (S) and 
deletions (D) performed to equal two-word sequences. WER is calculated 
by this formula present in (1). Lower values of WER are preferred since they 
indicate an STT model that makes fewer errors.

3 Metrics for Speech-based Models 

𝑊𝑊𝑊𝑊𝑊𝑊 = 𝑆𝑆+𝐷𝐷+𝐼𝐼
𝑁𝑁  	 (1)

Where S = the number of substitutions required to change the hypothesis 
string to the reference string, D = the number of necessary deletions, I = the 
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number of insertions, and N = the total number of words in the reference 
string [10].  Other metrics that complement the widely used WER to evaluate 
the performance of STT model are character error rate (CER). CER measures 
the edit distance between the recognized text and the reference text at 
the character level, where substitutions (S), deletions (D), and insertions (I), 

3 Metrics for Speech-based Models 

𝑊𝑊𝑊𝑊𝑊𝑊 = 𝑆𝑆+𝐷𝐷+𝐼𝐼
𝑁𝑁

Figure 2. Audio transcription and evaluation pipeline.
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respectively, at the character level [11]. The CER is calculated as (2) formula, 
and with lower values indicating better performance of STT model.

𝐶𝐶𝐶𝐶𝐶𝐶 = 𝑆𝑆+𝐷𝐷+𝐼𝐼
𝑁𝑁    

𝑅𝑅𝑅𝑅𝑅𝑅 = 𝑇𝑇
𝐷𝐷     

RTF<1.0 are preferred since values≥1.0 indicate that the decoding (transcribing) an audio file 

4 Analysis of Experimental Results 

Test 1

 
 
 
 
 

The selection criteria emphasized the providers’ market 
Tilde’s specific focus on Baltic region languages.

Provider Model WER CER RTF 

 	 (2)

In addition to the accuracy indicator, the real time factor (RTF) is another 
important performance indicator and it applied to measure the speed of a 
system that processes an input audio signal. The RTF is the ratio of the time 
taken to process a speech to the duration of that speech, and the lower the 
value is, the better the real-time performance of text extraction. The RTF 
can be defined as:

𝐶𝐶𝐶𝐶𝐶𝐶 = 𝑆𝑆+𝐷𝐷+𝐼𝐼
𝑁𝑁    

𝑅𝑅𝑅𝑅𝑅𝑅 = 𝑇𝑇
𝐷𝐷     

RTF<1.0 are preferred since values≥1.0 indicate that the decoding (transcribing) an audio file 

4 Analysis of Experimental Results 

Test 1

 
 
 
 
 

The selection criteria emphasized the providers’ market 
Tilde’s specific focus on Baltic region languages.

Provider Model WER CER RTF 

  	 (3)

Where T is time to transcribe the audio file and D is duration of the audio 
file [8]. Values of RTF<1.0 are preferred since values≥1.0 indicate that the 
decoding (transcribing) an audio file takes a larger amount of time than the 
duration of the audio itself. 

4	 Analysis of Experimental Results

This section provides an in-depth analysis of the experimental results, 
beginning with the identification of the optimal STT model for Lithuanian 
transcription and continuing with a detailed examination of how various 
audio configurations and environmental conditions affect transcription 
accuracy.

Test 1 identified the best STT Model for the Lithuanian language.
The goal of this test was to determine which of the five selected STT 

models provides the highest transcription accuracy for the Lithuanian 
language. By comparing performance across these models, the optimal 
candidate was chosen to serve as the baseline for subsequent experiments 
involving modifications in audio quality. The selected models were based on 
their explicit support for Lithuanian language. The models evaluated were:

1.	 OpenAI: GPT-4o-transcribe
2.	 Google: Chirp-2
3.	 Amazon Web Services: unknown
4.	 Microsoft: Whisper Large V2
5.	 Tilde: unknown 
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The selection criteria emphasized the providers’ market scale and 
reputation, as well as Tilde’s specific focus on Baltic region languages.

The results presented in Table 1 reflect the average performance across 
the three audio recordings.

Table 1. STT Model Accuracy Comparison.

Provider Model WER CER RTF

OpenAI GPT-4o-transcribe 0.196 0.053 0.083

Google Chirp-2 0.093 0.033 0.086

Amazon Web Services Unknown 0.133 0.044 0.112

Microsoft Whisper Large V2 0.342 0.217 0.519

Tilde Unknown 0.323 0.211 0.591

The results indicate that Google’s Chirp-2 outperforms the other models, 
achieving the lowest WER (0.093) and CER (0.033). Although OpenAI’s GPT-
4o-transcribe demonstrated a slightly lower RTF (0.083) compared to Chirp-2 
(0.086), its error rates were considerably higher, making it less favorable for 
accurate transcription. The unnamed models from Amazon Web Services, 
Microsoft, and Tilde showed progressively poorer performance with higher 
error rates and, in the case of Microsoft and Tilde, substantially higher RTFs, 
suggesting slower processing times unsuitable for efficient transcription 
tasks.

In conclusion, the evaluation establishes Google’s Chirp-2 as the optimal 
STT model for Lithuanian transcription under controlled conditions. Its 
superior accuracy, combined with competitive processing speed, renders it 
the preferred choice for further experiments involving the impact of audio 
quality modifications and environmental factors.

For Tests 2 through 5, the same set of audio recordings and normalization 
procedures as described in Test 1 were employed. In these tests, only the 
performance of Google’s Chirp-2 was evaluated, and transcription accuracy 
was quantified solely using Word Error Rate (WER) and Character Error Rate 
(CER). Each result represents the average performance across the three 
audio recordings.

Test 2 investigated whether the number of audio channels influences 
transcription accuracy. The recordings were processed in both mono (one 
channel) and stereo (two channels) configurations using Chirp-2 model. The 
results, summarized in Table 2 below, indicate that there is no discernible 
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difference in performance between the two configurations. Both mono 
and stereo recordings yielded identical error rates (WER of 0.093 and CER 
of 0.033), suggesting that mono recordings are sufficient for accurate 
transcription while offering advantages in terms of file size.

Table 2. Channel Count Impact.

STT model Channel count WER CER

Chirp-2
1 0.093 0.033

2 0.093 0.033

Test 3 examined the impact of varying FLAC audio settings on 
transcription accuracy. In this test, the FLAC files were exported using 
different combinations of sampling rates (16kHz, 32kHz, and 48kHz) and 
bit depths (16-bit and 24-bit). Table 4 shows that the optimal performance 
was achieved with both 16kHz/16-bit and 16kHz/24-bit configurations, each 
resulting in a WER of 0.088 and a CER of 0.031. Since lower sampling rates 
and bit depths produce smaller file sizes without compromising accuracy, 
the 16kHz, 16-bit configuration was selected as the optimal setting for 
subsequent evaluations. 

Table 3. FLAC Audio Settings Impact.

STT model Sampling Rate & Bit Depth WER CER

Chirp-2

16kHz, 16bit 0.088 0.031

16kHz, 24bit 0.088 0.031

32kHz, 16bit 0.089 0.032

32kHz, 24bit 0.092 0.033

48kHz, 16bit 0.092 0.033

48kHz, 24bit 0.092 0.033

Test 4 focused on the effect of MP3 compression settings on transcription 
accuracy. The original recordings were converted to MP3 format under 
various configurations, varying both sampling rates (16kHz, 32kHz, and 
48kHz) and bitrates (64, 128, and 192 kbps), while maintaining mono audio. 
Table 3 presents the average WER and CER for each configuration. The 
findings demonstrate that transcription accuracy remains relatively stable 
across the different MP3 settings. With an average WER of approximately 
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0.091 and a CER of about 0.032, these results imply that MP3 compression 
does not significantly impair the performance of Chirp-2, thereby providing 
flexibility in the choice of audio compression without a major impact on 
accuracy. Note: The configuration 16kHz, 192kbps is not included in the 
table because Audacity did not support exporting audio with this specific 
combination.

Table 4. MP3 Compression Settings Impact.

STT model Sampling Rate & Bitrate WER CER

Chirp-2

16kHz, 64kbps 0.088 0.032

16kHz, 128kbps 0.089 0.032

16kHz, 192kbps - -

32kHz, 64kbps 0.093 0.034

32kHz, 128kbps 0.093 0.034

32kHz, 192kbps 0.093 0.033

48kHz, 64kbps 0.091 0.032

48kHz, 128kbps 0.092 0.032

48kHz, 192kbps 0.092 0.032

Test 5 assessed the effect of altering the playback speed of the recordings 
on transcription accuracy. Under baseline conditions—using the normal 
playback speed with optimal FLAC settings (16kHz, 16bit)—the transcription 
achieved a Word Error Rate (WER) of 0.088 and a Character Error Rate 
(CER) of 0.032. The audio samples were then artificially accelerated to 1.5x 
and 2.0x their original speed while retaining these settings. As shown in 
Table 5, at a 1.5x speed-up, the WER increased to 0.140 and the CER to 
0.058, corresponding to an approximate increase of 59% in WER and 81% 
in CER relative to the baseline. When the playback speed was doubled to 
2.0x, transcription performance deteriorated even further, with the WER 
rising to 0.286—a 225% increase over baseline—and the CER climbing to 
0.148, representing an increase of approximately 362.5%. These results 
underscore the model’s sensitivity to changes in speech rate, confirming 
that acceleration negatively impacts transcription accuracy compared to 
the normal playback regime.
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Table 5. Playback Speed Impact.

STT model Speed WER CER

Chirp-2
1.5x 0.140 0.058

2.0x 0.286 0.148 

Test 6 evaluated the impact of environmental factors on transcription 
accuracy. Recordings were conducted under two distinct conditions: one in 
an echoey room selected for its natural acoustic reverberations, and another 
in a setting where “Coffee Shop Background Noise” was played to create 
a constant ambient noise level of approximately 50 dB. These conditions 
were compared against the baseline performance achieved under optimal 
recording conditions (WER of 0.088 and CER of 0.031).

As depicted in Table 6, under the echo condition, the transcription 
accuracy decreased slightly, with the WER increasing to 0.105 and the CER to 
0.035—representing approximate increases of 19% and 13%, respectively, 
relative to baseline. In contrast, the background noise condition had a more 
pronounced effect, with the WER rising to 0.162 and the CER to 0.075. This 
corresponds to increases of about 84% in WER and 142% in CER compared to 
the optimal baseline. These results clearly indicate that while a modest echo 
exerts a minor impact on transcription accuracy, significant background 
noise substantially degrades performance, highlighting the importance 
of maintaining controlled acoustic environments for high-accuracy STT 
applications.

Table 6. Environmental Conditions Impact.

STT model Room setting WER CER

Chirp-2
Echo 0.105 0.035

Noise 0.162 0.075

5	 Conclusions

In evaluating various STT models for Lithuanian transcription, Google’s 
Chirp-2 emerged as the top performer, achieving the lowest WER of 0.093 
and CER of 0.033. Subsequent analyses provided several key insights:

Firstly, the configuration of audio channels—whether mono or stereo—
showed no impact on transcription accuracy, with both setups yielding 
identical WER and CER values. This suggests that mono recordings are 
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sufficient for accurate transcription while offering advantages in terms of 
smaller file sizes.

Secondly, among the FLAC audio settings tested, both 16kHz/16-bit and 
16kHz/24-bit configurations achieved optimal performance, each resulting 
in a WER of 0.088 and a CER of 0.031. Given that the 16-bit setting produces 
smaller file sizes without compromising accuracy, it is recommended for 
efficient storage and processing.

Thirdly, varying MP3 compression settings, including different sampling 
rates and bitrates, demonstrated no significant influence on transcription 
accuracy. All configurations consistently yielded approximately a 0.091 
WER and 0.032 CER, comparable to the lossless FLAC format. Notably, for 
both MP3 and FLAC formats, lower sampling rates resulted in slightly better 
accuracy.​

However, increasing playback speed adversely affected transcription 
quality. At 1.5× speed, the WER increased by 59% and the CER by 81%. At 
2.0× speed, the degradation was even more pronounced, with WER rising by 
225% and CER by 362.5%.

Environmental conditions also played a significant role in transcription 
accuracy. Moderate echo led to a modest 19% increase in WER, while 
substantial background noise resulted in severe degradation, with WER 
increasing by 84% and CER by 142%.

Overall, while Chirp-2 demonstrates great performance under ideal 
conditions, it remains sensitive to variations in playback speed and 
environmental noise. These findings underscore the importance of 
controlled recording environments and appropriate playback settings for 
the effective real-world deployment of STT systems.
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Santrauka. Straipsnyje siekiama atlikti apsaugos nuo duomenų viliojimo ata-
kų įrankių panaudojamumo analizę ir remiantis gautais rezultatais sukurti pro-
jektavimo gaires priemonei, skirtai duomenų išviliojimo prevencijai. Straipsnyje 
surinkti ir aprašyti įrankiai, skirti apsaugoti naudotoją nuo duomenų viliojimo 
atakų. Jakobo Nielseno euristikos pritaikytos formuluojant panaudojamumo kri-
terijus, taip pat suformuluoti diegimo ir techninių sprendimų kriterijai. Remiantis 
šiais kriterijais atliktas įrankių vertinimas. Identifikuoti esamų įrankių privalumai 
ir neišnaudotos galimybės. Gautų rezultatų pagrindu, suformuluotos projektavi-
mo gairės priemonei, skirtai apsaugoti naudotoją nuo duomenų viliojimo atakų.

Raktiniai žodžiai: duomenų viliojimas, įrankių vertinimas, panaudojamumas, 
diegimas.

1	 Įvadas

Terminą duomenų viliojimo ataka (angl. phishing) pirmą kartą internete 
1996 m. pavartojo įsilaužėlių grupė, kuri pavogė „America Online“ paskyras, 
apgaule privertusi naudotojus atskleisti savo slaptažodžius [1]. Nuo to laiko 
atakų skaičius vis augo, 2016 metais siekė 1,2 milijonus ir tai yra 65 % dau-
giau nei 2015 metais [2]. Remiantis naujausiu „Intersile Consulting Group, 
LLC“ atliktu tyrimu „Phishing Lanscape 2023: A Study of the Scope and Dis-
tribution of Phishing“, kuris buvo paskelbtas 2023 m. rugpjūčio 9 d., duome-
nų vagystės atakų skaičius per laikotarpį nuo 2022 m. gegužės iki 2023 m. 
balandžio išaugo 65 % lyginant su ankstesniu tyrimo laikotarpiu ir siekė 1,8 
milijonus unikalių atakų [3]. Ir nors kasmet atakų skaičius vis didėja, vyksta 
nuolatinės varžybos tarp naujų sukčiavimo atakų ir joms atpažinti naudo-
jamų apsaugos priemonių, juk nenuostabu, kad duomenų vagystės atakų 
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rengėjai keičia sukčiavimo strategiją atsižvelgdami į tas pačias rekomenda-
cijas ir gaires, kuriomis naudojasi apsaugos priemonių kūrėjai [4] [5].

Duomenų vagystės atakos pasikeitė nuo jų atsiradimo 1990–aisiais. 
Ankstyvosiose atakose kibernetiniai nusikaltėliai naudojo paprastas takti-
kas – suklastotus elektroninius laiškus, kuriuose naudotojai buvo raginami 
prisijungti prie savo paskyrų. Pastaruoju metu duomenų vagystės atakos 
iš apgaulingų laiškų siuntinėjimo išsivystė į sudėtingas technikas, kurios 
remiasi psichologiniu manipuliavimu, išgaunant asmeninę informaciją [6]. 
Siekiant užtikrinti interneto naudotojų saugumą yra ieškoma įvairių kovos 
su duomenų viliojimo atakomis metodų.

Darbo tikslas – palyginti esamus prevencijos įrankius ir sukurti projek-
tavimo gaires priemonei, kuri padėtų apsaugoti naudotoją nuo duomenų 
viliojimo atakų.

2	 Duomenų viliojimo atakų prevencijos  
	 įrankių palyginimas 

Šiame skyriuje yra identifikuojami kriterijai, kuriais remiantis straipsnyje 
vertinti įrankiai, skirti naudotojų apsaugai nuo duomenų viliojimo atakų. 
Panaudojamumo kriterijams formuluoti naudotos Jakobo Nielseno euristi-
kos [7]. Taip pat suformuluoti diegimo kriterijai [8] bei naudojamų techninių 
sprendimų vertinimo kriterijai [9] [10]. Visi straipsnyje suformuluoti kriteri-
jai pateikti žemiau esančioje lentelėje (žr. 1 lentelę). 

1 lentelė. Įrankių vertinimo kriterijai.

Panaudojamumo 
kriterijai

PK. 1 Sistemos būsenos matomumas. 
PK. 2 Atitikimas tarp sistemos ir realaus pasaulio.
PK. 3 Naudotojo kontrolė ir laisvė.
PK. 4 Nuoseklumas ir standartai.
PK. 5 Klaidų prevencija.
PK. 6 Atpažinimas, o ne prisiminimas. 
PK. 7 Lankstumas ir naudojimo efektyvumas. 
PK. 8 Estetiškas ir minimalistinis dizainas. 
PK. 9 Pagalba ir dokumentacija.

Diegimo kriterijai

DK.  1 Prieinamumas. 
DK. 2 Minimalios išlaidos vienam naudotojui. 
DK. 3 Suderinamumas su naršyklėmis. 
DK. 4 Brandumas. 
DK. 5 Nepriklausomybė nuo nuosavybės teisių.

Techniniai sprendimai
TS. 1 Naudotojų mokymas.
TS. 2 Juodieji/baltieji sąrašai.
TS. 3 Giliojo mokymosi metodai ir mašininis mokymasis.
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Kiekvienas kriterijus papildytas identifikatoriumi ir kriterijaus taikymo 
aprašymu. Kriterijų identifikatoriai yra nustatomi pagal pirmąsias žodžių rai-
des, pavyzdžiui, „Panaudojumo kriterijai“ – PK. Toliau straipsnyje pateikiami 
keli vertinimo kriterijų pavyzdžiai PK.8 ir PK.1. Tarkime, Nielseno euristika 
„Estetiškas ir minimalistinis dizainas“ teigia, kad  „Naudotojo sąsajoje ne-
turėtų būti informacijos, kuri yra nesvarbi arba retai reikalinga. Kiekvienas 
papildomas informacinis elementas naudotojo sąsajoje varžosi su svarbiais 
informaciniais elementais ir mažina jų santykinį matomumą.“ Ši euristika 
straipsnyje performuluota štai taip: 

PK.8 Estetiškas ir minimalistinis dizainas. Ši euristika teigia, kad įran-
kių tikslas – padėti naudotojams atpažinti ir sustabdyti atakas, o ne, pavyz-
džiui, atkreipti dėmesį į komercines reklamas. Dėl šios priežasties įrankyje 
turi būti tik informacija susijusi su apsauga nuo duomenų viliojimo atakų. 
Glaustas ir tvarkingas dizainas padės naudotojui lengvai suprasti, į ką reikia 
atkreipti dėmesį ir kokių veiksmų imtis, kai pasirodo įspėjimas. Taip įrankis 
padės išvengti naudotojo suklaidinimo ir užtikrins greitą naudotojo atsaką 
į galimas grėsmes.

Kiekvienam kriterijui yra apibrėžiamas taikymas naudojant keturias pik-
togramas, kiekvienai  nurodyta, kuo įrankis turi pasižymėti, kad gautų ati-
tinkamą įvertį. 

Pavyzdžiui, kriterijui PK.8, straipsnyje apibrėžiamas toks jo taikymas (žr. 
2 lentelę):

2 lentelė. PK.8 kriterijaus taikymas.

– įrankyje yra daugiau informacijos nesusijusios su duomenų viliojimo 
atakomis ir apsauga nuo jų, nei kad susijusios.

– įrankyje yra informacija susijusi su apsauga nuo duomenų viliojimo 
atakų, tačiau yra daugiau nei viena reklama ar informacija, kuri nesusijusi 
su apsauga nuo duomenų viliojimo atakų.

– įrankyje yra informacija susijusi su apsauga nuo duomenų viliojimo atakų, 
tačiau yra ne daugiau nei viena reklama ar informacija, kuri nesusijusi su 
apsauga nuo duomenų viliojimo atakų

– įrankyje yra tik informacija susijusi su apsauga nuo duomenų viliojimo 
atakų.

Remiantis Nielseno euristika „Sistemos būsenos matomumas“  ,,Dizai-
nas visada turėtų informuoti naudotojus apie tai, kas vyksta, ir per atitinka-
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mą laiką suteikti tinkamą grįžtamąjį ryšį.“ Šiam kriterijui euristika perfomu-
luota taip: 

PK.1 būsenos matomumas. Euristika tikrina vizualinius gebėjimus tri-
jose stadijose: prieš patenkant į svetainę tikrinant svetainės autentiškumą, 
tikrinant svetainės autentiškumą bandant patekti į svetainę ir esant joje. 
Kiekvienoje stadijoje svetainė, kurioje lankosi naudotojas, turėtų informuoti 
naudotoją apie vykstantį procesą ir pateikti svetainės autentiškumo rezul-
tatą. Rezultato pateikimas turėtų būti nuolat rodomas. Šio kriterijaus taiky-
mas pavaizduotas (žr. 3 lentelę).

3 lentelė. PK.1 kriterijaus taikymas.

–  kriterijus neįgyvendinamas.

– įrankio būsena yra matoma bent vienoje stadijoje.

– įrankio būsena yra matoma dvejose stadijose.

– įrankio būsena yra matoma visose trijose stadijose.

Visi straipsnyje rasti ir aprašyti įrankiai įvertinti pagal visus apibrėžtus 
panaudojamumo, diegimo bei techninių sprendimų kriterijus. Žemiau pa-
teikiamas vieno iš įrankių vertinimo pavyzdys pagal keletą apibrėžtų verti-
nimo kriterijų. 

„eBay“ įrankių juostos aprašymas: Šis įrankis naudoja euristikų ir juo-
dųjų sąrašų derinį. Įrankių juostoje esantys indikatoriai informuoja naudo-
toją apie svetainės patikimumą. Indikatoriai turi tris spalvas: žalią, raudoną 
ir pilką. Įrankių juostoje esanti piktograma vaizduojama žalia spalva, jeigu 
naudotojas lankosi svetainėje, kurioje yra integruotos „eBay“ ar „Paypal“ 
suteikiamos paslaugos (žr. 1 paveikslą). Raudona spalva vaizduojama, kai 
svetainė yra žinoma kaip sukčiavimo svetainė, o pilka spalva, kai svetainė 
nesinaudoja „eBay“ ar „Paypal“ paslaugomis ir nėra žinoma kaip sukčiavimo 
svetainė. Svetainės, kurios yra žinomos kaip apgaulingos yra blokuojamos, 
o iššokantis langas suteikia galimybę naudotojams panaikinti svetainės blo-
kavimą. Įrankis taip pat suteikia galimybę naudotojams patiems pranešti 
apie sukčiavimo svetainės, kurios patikrinamos ir įtraukiamos į juoduosius 
sąrašus. „eBay“ įrankių juosta veikė „Microsoſt Windows 98/ME/NT/2000/
XP“ operacinėse sistemose su interneto naršykle „Internet Explorer“.
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– įrankyje yra tik informacija susijusi su apsauga nuo duomenų viliojimo atakų.
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pav. „Ebay“ įrankis praneša apie sukčiavimo svetainę. paimta iš straipsnio [11]

 

 

1 pav. „Ebay“ įrankis praneša apie sukčiavimo svetainę. Ekrano nuotrauka paimta iš 

straipsnio [11].

Vertinimo pavyzdys: 

	 PK.1 – Pagrindimas: įrankis tikrina svetainės autentiškumą tik vienoje 
stadijoje, kai naudotojas jau yra užėjęs į svetainę.

	 PK.8 –Pagrindimas: įrankį sudaro tik piktogramos esančios įrankių 
juostoje, todėl galime teigti, kad yra tik informacija susijusi su apsauga 
nuo duomenų viliojimo atakų

Įrankių vertinimas atskleidė, kad nėra įrankio, kuris pilnai padengtų vi-
sus vertinimo kriterijus. Daugiausiai kriterijų įgyvendina naujausi  įrankiai: 
„McAfee Web Advisor“, „Netcraſt“ ir „Bitdefender Traffic Ligh“. Vis dėlto, 
šie įrankiai neįgyvendina kriterijų: lankstumas ir naudotojo efektyvumas, 
prieinamumas, naudotojų mokymas. Išvardinti įrankiai dalinai įgyvendina 
kriterijus: naudotojo kontrolė ir laisvė, klaidų prevencija, atpažinimas, o ne 
prisiminimas, pagalba ir dokumentacija. Šie kriterijai yra tobulintini (žr. 2 pa-
veikslą).

3	 Projektavimo gairės 

Atlikus jau egzistuojančių įrankių, skirtų apsaugoti naudotoją nuo duome-
nų viliojimo atakų, vertinimą, suformuluotos projektavimo gaires, remiantis 
pastebėtais įrankių privalumais ir trūkumais vertintuose įrankiuose.
1.	 Projektavimo gairė iš kriterijaus PK.1 Projektuojamas įrankis turėtų 

tikrinti svetainės autentiškumą naudotojui dar prieš užeinant į svetainę, 
taip pat, naudotojui bandant užeiti į svetainę ir jau užėjus į svetainę bei 
mokyti naudotojus, kad šie patys atpažintų galimas duomenų viliojimo 
atakas ir nevestų savo jautrių duomenų sukčiavimo svetainėse.

2.	 Projektavimo gairė iš kriterijaus PK.2 Projektuojamas įrankis turėtų 
naudoti naudotojams lengvai atpažįstamų spalvų piktogramas, naudoti 
standartinio šviesoforo įspėjamąsias spalvas, dar geriau, jeigu įrankis 
naudotų aktyviuosius indikatoriais su lengvai išmokstamais ir atpažįsta-
mais nurodymais ir įspėjimais.
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3.	 Projektavimo gairė iš kriterijaus PK.3 Projektuojamas įrankis turėtų 
leisti naudotojui anuliuoti ir pakartoti savo veiksmus. Tai reiškia, kad kai 
naudotojas užeina į nesaugią svetainė ir įrankis apie tai įspėja naudoto-
ją, naudotojas turi turėti galimybę arba išeiti iš svetainės, arba pasilikti 
joje, tačiau jeigu naudotojas nusprendžia pasilikti svetainėje tai įrankis 
turėtų perklausti, ar naudotojas tikrai nori ir yra įsitikinęs, kad nori lan-
kytis nesaugioje svetainėje.

4.	 Projektavimo gairė iš kriterijaus PK.4 Projektuojamas įrankis kiek 
įmanoma labiau turėtų būtų pritaikytas skirtingoms naršyklėms. Tai 
reiškia, kad kuriamo įrankio kalba, indikatoriai, veiksmai turėtų būti su-
prantami naudotojams nepriklausomai nuo to, kokią naršyklę naudoto-
jas yra pratęs naudotis.

5.	 Projektavimo gairė iš kriterijaus PK.5 Projektuojamas įrankis turėtų 
teikti įspėjimus ir patarimus kaip ištaisyti klaidas (kaip išeiti iš puslapio, 
į ką atkreipti dėmesį) ir tai turėtų daryti prieš naudotojui užeinant į sve-
tainę ir naudotojui užėjus į svetainę.

6.	 Projektavimo gairė iš kriterijaus PK.6 Projektuojamas įrankis turi tu-
rėti įspėjimus ir patarimus, kaip apsisaugoti nuo duomenų viliojimo ata-
kų ir tie patarimai turi būti aiškus ir suprantami bei rodomi iš karto (o ne 
paspaudus ant dar vienos nuorodos, ar nuėjus į dar vieną svetainė).

7.	 Projektavimo gairė iš kriterijaus PK.7 Jeigu projektuojamame įrankyje 
būtų galimybė naudotojams atlikti veiksmus, kurie nekeltų pavojaus jų 
saugumui internete, tai būtų gerai, jeigu projektuojamas įrankis turėtų 
galimybę patyrusiems naudotojams praleisti pasikartojančius veiksmus.

8.	 Projektavimo gairė iš kriterijaus PK.8 Projektuojamame įrankyje 
turėtų būti tik informacija susijusi su apsauga nuo duomenų viliojimo 
atakų. Įrankio vizualinę dalį neturėtų užimti su saugumu nesusiję indi-
katoriai, logotipai ar reklamos.

9.	 Projektavimo gairė iš kriterijaus PK.9 Projektuojamas įrankis turėtų 
turėti bent jau prieinamą dokumentaciją ar mokomąją medžiagą, kad 
naudotojai galėtų pasiskaityti apie funkcionalumus bei mokėtų patys 
savarankiškai įsidiegti įrankį savo kompiuteryje.

10.	 Projektavimo gairė iš kriterijaus DK.1 Projektuojamas įrankis turėtų 
būti pritaikytas ir regos negalią turintiems naudotojams.

11.	 Projektavimo gairė iš kriterijaus DK.2 Projektuojamas įrankis turėtų 
būti nemokamas ir lengvai prieinamas visiems naudotojams ar organi-
zacijoms.
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12.	 Projektavimo gairė iš kriterijaus DK.3 Projektuojamas įrankis turėtų 
veikti naudojant standartinius įrankius ar naršykles be papildomų die-
gimų.

13.	 Projektavimo gairė iš kriterijaus DK.4 Projektuojamas įrankis turėtų 
būti išbandytas naudotojų, naudojamas realiomis sąlygomis, realiai ap-
saugai nuo duomenų viliojimo atakų ne tik mokslinių tyrimų tikslais.

14.	 Projektavimo gairė iš kriterijaus DK.5 Projektuojamas įrankis turėtų 
būti prieinamas kiekvienam naudotojui ir juo turi būti galima naudotis 
nemokant už tai autorinio atlyginimo.

15.	 Projektavimo gairė iš techninių sprendimų kriterijų. Projektuoja-
mas įrankis turėtų naudoti bent tris iš keturių techniniu sprendimų. 
Įrankis turėtų gebėti atpažinti jau žinomas duomenų viliojimo atakas 
(naudoti juoduosius/baltuosius sąrašus), turėtų gebėti atpažinti naujas 
duomenų viliojimo atakas (naudoti euristikomis grįstą atpažinimą) bei 
turėtų šviesti ir mokyti naudotoją savarankiškai atpažinti duomenų vi-
liojimo atakas (mokyti naudotojus).

4	 Išvados 

Straipsnyje įvertinus ir palyginus duomenų viliojimo atakų prevencijai skir-
tus įrankius, techninių sprendimų vertinimas atskleidė, kad vertinti įrankiai 
identifikuoja potencialias duomenų viliojimo atakas, tačiau nepaaiškina 
naudotojui, kodėl svetainė yra identifikuota kaip nesaugi, todėl galima teigti, 
kad nėra įrankio, kuris ne tik gebėtų atpažinti ir informuoti naudotoją apie 
potencialią duomenų viliojimo ataką, bet ir patį naudotoją mokytų atpažinti 
potencialias atakas. 

Panaudojamumo vertinimo metu pastebėta, kad įrankiai naudojantys 
standartinio šviesoforo spalvas kaip pasyvų indikatorių informuoti apie po-
tencialią grėsmę yra suprantamesni pradedančiajam naudotojui, kuris nėra 
pratęs ir nežino ką reiškia kitokie žymėjimai. Informavimas apie grėsmes yra 
svarbus naudotojo saugumui užtikrinti, todėl ateityje kuriami įrankiai turė-
tų tikrinti svetainės autentiškumą trijose naršymo stadijose: prieš užeinant 
į nesaugią svetainę (gavus svetainės nuorodą), užeinant (paspaudus ant 
nuorodos) ir esant joje. Taip pat nėra nei vieno įrankio, kuris turėtų lengvai 
suprantamą ir prieinamą pagalba ar dokumentaciją, tai svarbu pradedan-
tiesiems naudotojams norint greitai išmokti naudotis įrankiu. 

Vertinimas pagal diegimo kriterijus atskleidė, kad nėra įrankio pritaiky-
to regėjimo negalią turinčiam naudotojui. Be to, regėjimo negalią (aklumą 
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spalvoms) turinčiam naudotojui, šalia spalvų indikatoriaus reikėtų ir pikto-
gramos informuojančios apie svetainės saugumą. Taigi, norėdamas paten-
kinti tiek pradedančiųjų tiek regėjimo negalią turinčių naudotojų poreikius, 
kuriamas įrankis turėtų naudoti spalvų indikatoriaus ir piktogramos kom-
binaciją.
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Santrauka. Pastaruoju metu dėl besitęsiančių geopolitinių konfliktų ir vis la-
biau populiarėjančio dirbtinio intelekto, propagandos technikų analizė tapo 
svarbia tyrimų sritimi. Nors, nemažai propagandos technikų lingvistinės ana-
lizės tyrimų atlikta angliškuose tekstuose, tačiau palyginti nedaug jų atlikta su 
mažiau išteklių turinčiomis kalbomis. Šiame darbe buvo siekiama atlikti propa-
gandos technikų lingvistinių požymių lyginamąją analizę ir taip nustatyti ben-
drąsias ir unikaliąsias kiekvienos technikos savybes. Gauti rezultatai rodo, kad 
tarp skirtingų propagandos technikų būdingi ryškūs technikų fragmentų kiekio, 
skaitinių požymių, kalbos dalių pasiskirstymo ir dažniausiai pasitaikančių žodžių 
skirtumai.

Raktiniai žodžiai: propagandos technikos; lingvistinė analizė; natūralios kalbos 
apdorojimas; kalbos dalių žymėjimas; n-gramos; raktinių frazių išskyrimas.

1	 Įvadas

Pastaruoju metu internetinėje erdvėje propaganda tapo galinga priemone 
manipuliuoti visuomenės sąmone [1]. Žiniasklaidoje ir socialiniuose tinkluo-
se sutinkami propagandinio  pobūdžio šaltiniai prisideda prie tikrovės iš-
kraipymo, dezinformacijos skleidimo ir pasitikėjimo informacijos šaltiniais 
mažinimo [2].

Šiuo požiūriu labai svarbus uždavinys yra nuolatinė propagandos tech-
nikų savybių analizė ir šių technikų nustatymo tekste priemonių tobulini-
mas, kas galėtų padidinti informacijos saugumo lygį ir leistų veiksmingai ko-
voti su dezinformacija. Pasitelkiant natūralios kalbos apdorojimo metodus, 
atliekama lingvistinių požymių analizė, leidžianti rasti kiekvienai technikai 
būdingas savybes [2]. Vienas iš tokių metodų – kalbos dalių žymėjimas, ku-
riuo analizuojama leksinė ir sintaksinė informacija [3]. Dažnai lingvistinių 
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požymių išskyrimui ir analizei taip pat pasitelkiami n-gramų junginiai [1]. 
Nemažai lingvistinės analizės tyrimų atlikta angliškuose tekstuose, tačiau 
dėl sudėtingos kalbų morfologijos, šių tyrimų vis dar trūksta mažiau išteklių 
turinčioms kalboms [3, 4].

Šiame darbe nagrinėjamos 10 propagandos technikų „Emocinė raiška“, 
„Whataboutism / Red Herring / Straw Man“, „Supaprastinimas“, „Neapibrėž-
tumas“, „Apeliavimas į autoritetą“, „Mojavimas vėliava“, „Sekimas iš paskos“, 
„Abejojimas“, „Reductio ad Hitlerum“ ir „Pakartojimas“ [5, 6]. Pateikiama šių 
propagandos technikų lingvistinių požymių lyginamoji analizė, kurios tiks-
las – nustatyti dažniausiai naudojamą žodyną bei žodžių junginių struktūras 
būdingus kiekvienai propagandos technikai ir taip rasti bendrąsias ir unika-
liąsias kiekvienos technikos savybes.

2	 Duomenys

Šiame darbe naudotą duomenų rinkinį sudaro 682 lingvistikos ir socialinių 
mokslų tyrėjų anotuoti naujienų straipsniai, surinkti iš lietuviškų naujienų 
šaltinių, vykdant Vilniaus universiteto propagandos ir dezinformacijos ty-
rimų projektą ATSPARA [7]. Naujienų šaltiniai pasirinkti remiantis Lietuvos 
nacionalinio radijo ir televizijos atliktu tyrimu [8]. Kadangi šio darbo rengimo 
metu projekto tekstynas vis dar yra jo sudarymo procese, todėl naudota pa-
skutinė naujausia iki 2024 m. spalio mėn. surinkto duomenų rinkinio versija.

Teksto anotavimo procesą sudarė propagandinio pobūdžio teksto fra-
gmentų nustatymas bei atitinkamos propagandos technikos priskyrimas 
konkrečiam fragmentui. Kiekvienam teksto fragmentui, taikant kryžminio 
anotavimo metodą buvo priskiriama bent viena iš 10-ies skirtingų propa-
gandos technikų.

3	 Metodologija

Bendrą tyrimo eigos schemą sudaro: pradinė duomenų analizė, pirminis 
tekstinių duomenų apdorojimas, lingvistinių požymių analizė ir gautų rezul-
tatų vertinimas.

3.1	 Pirminis tekstinių duomenų apdorojimas

Pirmiausia, siekiant tolesnei analizei paruošti tekstinius duomenis atlieka-
mas pirminis teksto apdorojimas. Šis etapas apima tokius veiksmus kaip 
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didžiųjų raidžių keitimas į mažąsias raides, specialiųjų simbolių (grotelės #, 
$, %, @, &), svetainių nuorodų („http“, „https“ ir „www“), skaičių, nelietuviškų 
raidžių bei skyrybos ženklų šalinimas, ir pan. Taip pat pašalinami dvigubi 
tarpai, žodžiai, sudaryti iš vienos raidės ir nesuanotuotos tuščios eilutės 
duomenų rinkinyje.

Toliau šiame etape tekstas suskaidomas į atskirus požymius, vadinamus 
teksto vienetais (angl. tokens), t. y. žodžiai atskiriami vienas nuo kito, atsi-
žvelgiant į tarp žodžių esančius tarpus.

Iš teksto pašalinami nereikšmingi žodžiai. Nereikšmingais laikomi dažnai 
pasikartojantys žodžiai, tai gali būti prielinksniai, jungtukai ar kiti panašūs 
žodžiai, kurie nesuteikia jokios naudingos informacijos, kuri būtų reikšmin-
ga konstruojant duomenų modelį [9].

3.2	 Lingvistinių požymių analizė

Atlikus pradinę analizuojamų duomenų analizę ir pirminį teksto apdoroji-
mą, kitas žingsnis – propagandos technikų lingvistinių požymių analizė. Na-
tūraliosios kalbos apdorojimo metodai, tokie kaip stilistinių požymių išsky-
rimas, n-gramų junginių sudarymas ir kalbos dalių žymėjimas naudojami 
siekiant išskirti pagrindinius kalbinius požymius, kurie leistų lengviau nu-
statyti konkrečius žodžius, dažniausiai siejamus su kiekviena propagandos 
technika [10].

Tekstinių duomenų požymiams išskirti duomenys gali būti atvaizduo-
jami realiųjų reikšmių vektoriais arba tam gali būti naudojami skiriamieji 
stilistiniai teksto požymiai, tokie kaip teksto ilgis (teksto simbolių ar žodžių 
skaičius), skyrybos ženklų skaičius, vidutinis žodžių ilgis ar nereikšmingų žo-
džių kiekis tekste [1, 11]. Žodžių ilgio analizė leidžia nustatyti žodžių ilgį tiek 
paties žodžio, tiek pagrindinės žodžių formos lygmenimis, tuo tarpu sakinių 
ilgio analizė vykdoma aukštesniu lygmeniu pagal žodžių skaičių [1].

Duomenų požymiams parinkti taip pat gali būti taikomas n-gramų jungi-
nių metodas. N-gramos – tekstinių dokumentų sekos, žodžių arba simbolių 
junginiai, sudaryti iš n gretimų žodžių arba simbolių, dar dažnai vadinami 
pastoviųjų žodžių junginiais (angl. multiword expressions) arba leksinėmis 
samplaikomis (angl. lexical bundles) [12, 13]. N-gramos gali būti sudarytos 
pagal įvairias dedamąsias (raides, skiemenis), tačiau dažniausiai sudaromos 
žodžių ir pagrindinių žodžių formų n-gramos. Sakiniai yra padalijami į žo-
džius, o žodžiai sugrupuojami pagal iš anksto apibrėžtus n-gramų junginius. 
Specialus n-gramų atvejis, kai sekos sudarytos iš vieno žodžio, vadinamas 
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unigramomis (n = 1). Dvižodžiai junginiai vadinami bigramomis (n = 2), o 
junginiai, sudaryti iš trijų žodžių – trigramomis (n = 3) [13].

4	 Eksperimento rezultatai

Iš viso duomenų rinkinyje yra 10265 propagandinio pobūdžio teksto fra-
gmentų, kuriems priskirta atitinkama propagandos technika. Lyginant 
skirtingas propagandos technikas stebimi ryškūs technikų fragmentų kie-
kio skirtumai. Gauti rezultatai rodo, kad dažniausia propagandos technika 
„Emocinė raiška“ pasikartoja 3978 kartus ir sudaro 38,8 % visų fragmentų, 
o rečiausia „Sekimas iš paskos“, pasikartoja 79 kartus ir sudaro 0,8 % visų 
fragmentų.

Taip pat atsiskleidžia propagandos technikų skaitinių teksto požymių 
skirtumai. Propagandos technikų skaitinių teksto požymių statistika, vaiz-
duojanti vidutinį simbolių, žodžių ir skyrybos ženklų skaičių, vidutinį žodžių 
ilgį ir nereikšmingų žodžių kiekį bei standartinį nuokrypį, pateikta 1 lente-
lėje. 

1 lentelė. Propagandos technikų skaitinių teksto požymių statistika.

Technika Simbolių 
skaičius

Žodžių 
skaičius

Skyrybos 
ženklų 
skaičius

Vidutinis 
žodžių 
ilgis

Nereikšmin-
gų žodžių 

kiekis

Emocinė raiška 227±247 30±34 7±9 6±1 9±11

Whataboutism / Red 
Herring / Straw Man

267±277 36±38 9±11 6±1 11±12

Supaprastinimas 211±327 28±43 6±10 6±1 8±13

Neapibrėžtumas 175±209 24±28 5±6 6±1 7±9

Apeliavimas į 
autoritetą

131±135 17±18 5±7 7±1 4±5

Mojavimas vėliava 106±96 14±13 3±3 6±1 4±4

Sekimas iš paskos 151±231 20±28 4±5 6±1 6±7

Abejojimas 195±201 26±26 6±7 6±1 7±8

Reductio ad Hitlerum 129±152 17±20 3±5 7±2 4±7

Pakartojimas 34±37 4±5 1±1 7±2 1±2

* Žydra spalva pažymėtas didžiausias, šviesiai pilka – mažiausias skaitinių požymių kiekis.
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Tarp propagandos technikų ypač išsiskiria „Whataboutism / Red Her-
ring / Straw Man“ ir „Pakartojimas“ technikos. Pavyzdžiui, „Whataboutism / 
Red Herring / Straw Man“ vidutinis simbolių skaičius yra 267 simboliai su 
277 simbolių standartiniu nuokrypiu, tuo tarpu „Pakartojimas“ technikos 
vidutinis simbolių skaičius yra 34 simboliai su 37 simbolių standartiniu 
nuokrypiu. Propagandos technikos „Whataboutism / Red Herring / Straw 
Man“ teksto fragmentuose taip pat stebimas ir didžiausias žodžių skaičius, 
skyrybos ženklus skaičius bei nereikšmingų žodžių kiekis. „Pakartojimas“ 
technika nukreipta į tekste kartojamą tą pačią frazę, todėl žodžių skaičius, 
skyrybos ženklų ir nereikšmingų žodžių kiekis yra mažesnis, bet vidutiniškai 
tekste žodžiai ilgesni, fragmentus vidutiniškai sudaro 7 žodžiai su 2 žodžių 
standartiniu nuokrypiu.

Taikant kalbos dalių žymėjimo metodą, nustatyta, kad dažniausiai tekste 
pasitaikanti kalbos dalis yra daiktavardis (DKTV.), tai sudaro didžiąją dalį, 
33,8  % visų kalbos dalių, todėl daiktavardžiai yra išrenkami kaip raktiniai 
žodžiai. Būdvardžiai ir tikriniai daiktavardžiai, kurie taip pat dažnai laikomi 
potencialiais raktiniais žodžiais, atitinkamai sudaro 8,7 % ir 2,4 % visų kal-
bos dalių. Likusių kalbos dalių pasiskirstymas tekste pavaizduotas 1 pav. 
Žodžiai, kurių apdorojimo tikimybės yra per žemos, nėra apdorojamos ir 
nurodoma kaip KITA.

   
 

   
 

nuokrypiu. Propagandos technikos „Whataboutism Straw Man“ teksto 
taip pat stebimas ir didžiausias žodžių skaičius, skyrybos ženklus skaičius bei 

nereikšmingų žodžių kiekis. „Pakartojimas“ technika nukreipta į tekste kartojamą tą pačią ę, 
todėl žodžių skaičius, skyrybos ženklų ir nereikšmingų žodžių kiekis yra mažesnis, bet 
vidutiniškai tekste žodžiai ilgesni, fragmentus vidutiniškai sudaro 7 žodžiai su 2 žodžių 

lentelė. Propagandos technikų skaitinių teksto požymių statistika.

Technika Simbolių 
skaičius 

Žodžių 
skaičius 

Skyrybos 
ženklų 
skaičius 

Vidutinis 
žodžių ilgis 

Nereikšmingų 
žodžių kiekis 

Emocinė raiška      
     

     
Neapibrėžtumas      
Apeliavimas į 
autoritetą

     

Mojavimas vėliava      
Sekimas iš paskos      

     
  3±5  

     
Žydra spalva pažymėtas didžiausias, šviesiai pilka – mažiausias skaitinių požymių

Taikant kalbos dalių žymėjimo metodą, dažniausiai
didžiąją dalį visų kalbos dalių, todėl 

aiktavardžiai yra išrenkami kaip raktiniai žodžiai Būdvardžiai ir tikriniai daiktavardžiai, kurie
dažnai žodžiais, visų 

kalbos dalių Likusių kalbos dalių Žodžiai, kurių
tikimybės yra per žemos, nėra apdorojamos ir nurodoma kaip KITA.

pav. Kalbos dalių pasiskirstymas tekstiniuose fragmentuose. DKTV. – –
veiksmažodis, BDV. – būdvardis, PRV. – prieveiksmis, ĮV. – įvardis, JNG. –

– – dalelytė, TIKR. DKTV. –
– nis veiksmažodis, SKTV. –

1 pav. Kalbos dalių pasiskirstymas tekstiniuose fragmentuose. DKTV. – daiktavardis, 
VKSM. – veiksmažodis, BDV. – būdvardis, PRV. – prieveiksmis, ĮV. – įvardis, JNG. (sujung. / 
prijung.) – jungtukas (sujungiamasis / prijungiamasis), PRL. – prielinksnis, DAL. – dalelytė, 
TIKR. DKTV. – tikrinis daiktavardis, PAGALB. VKSM. – pagalbinis veiksmažodis, SKTV. – 
skaitvardis.
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Toliau 2 lentelėje pateikiama, kokios kalbos dalys yra dažniausiai pasi-
taikančios atitinkamai technikai. Sužymėjus kiekvienos technikos žodžius 
pagal dažniausiai pasitaikančias kalbos dalis pastebima, kad didžiausiu 
daiktavardžių procentiniu kiekiu tekstiniuose fragmentuose išsiskiria „Pa-
kartojimas“ technika, daiktavardžiai šios technikos fragmentuose sudaro 
38,2 % visų kalbos dalių žymų. Technikos „Apeliavimas į autoritetą“ tekstuo-
se cituojami garsūs žmonės, autoritetai, todėl juose yra aptinkama daugiau 
tikrinių daiktavardžių (10,2 %) lyginant su kitomis technikomis. Šiai technikai 
taip pat būdingas panašus daiktavardžių ir veiksmažodžių procentinis kiekis 
kaip ir „Reductio ad Hitlerum“. Visgi, „Reductio ad Hitlerum“ technika skiriasi 
nuo kitų didesniu būdvardžių procentu, aptinkamu fragmentuose (12,4 %). 
Mažesniu daiktavardžių procentiniu kiekiu, lyginant su kitomis propagan-
dos technikomis, pasižymi „Whataboutism / Red Herring / Straw Man“, „Se-
kimas iš paskos“, ir „Neapibrėžtumas“. Kadangi technika „Sekimas iš pas-
kos“ nukreipta į apeliavimą į bandos jausmą, fragmentuose labiau išryškėja 
didesnis procentas veiksmažodžių ir įvardžių.

2 lentelė. Kiekvienos propagandos technikos pasirinktų kalbos dalių procentinis pasis-
kirstymas.

DKTV. VKSM. BŪDV. PRV. ĮV. TIKR. DKTV.

Emocinė raiška 32,5 20,1 8,4 6,8 6,8 3,2

Whataboutism / Red 
Herring / Straw Man

31,7 19,6 7,6 6,2 6,9 4,9

Supaprastinimas 32,3 19,9 8,7 7,1 6,5 3,1

Neapibrėžtumas 30,5 21,0 8,6 7,4 6,8 3,0

Apeliavimas į autoritetą 34,2 17,2 7,2 4,6 4,8 10,2

Mojavimas vėliava 36,0 18,2 8,7 4,8 7,2 5,5

Sekimas iš paskos 30,5 22,6 8,3 5,9 8,9 3,1

Abejojimas 34,0 19,2 7,8 6,4 5,7 4,7

Reductio ad Hitlerum 33,5 17,1 12,4 5,8 5,4 5,0

Pakartojimas 38,2 16,9 9,6 4,8 6,4 7,0

* Žydra spalva pažymėtas didžiausias, šviesiai pilka – mažiausias kalbos dalių pasiskirstymas (%).

2 pav. pateikti žodžių debesys, vaizduojantys tarpusavyje išsiskiriančių 
propagandos technikų 30 dažniausiai pasitaikančių žodžių. Žodžių debesy-
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se vaizduojamų žodžių dydis rodo jų dažnumą duomenų rinkinyje. Remian-
tis žodžių dydžiu, propagandos technikos „Supaprastinimas“ fragmentuose 
trys svarbiausi žodžiai yra „Lietuvos“, „žmonių“ ir „gali“, kurie duomenų rin-
kinyje pasitaiko atitinkamai 139, 136 ir 129 kartus (2 pav. A). Žodžiai „Lie-
tuvos“, „žmonių“ rodo, kad kaltė perkeliama Lietuvai, ar žmonėms. Žodis 
„Lietuvos“ taip pat yra dažniausiai pasikartojęs žodis technikose: „Emocinė 
raiška“, „Abejojimas“, „Mojavimas vėliava“, „Apeliavimas į autoritetą“, „Wha-
taboutism / Red Herring / Straw Man“ ir „Sekimas iš paskos“. Likusios trys 
propagandos technikos išsiskiria nuo anksčiau paminėtų. Propagandos 
technikoje „Neapibrėžtumas“ dažniausi žodžiai yra „gali“, „nėra“, pasikarto-
jantys 19 ir 16 kartų atitinkamai (2 pav. B). Tuo tarpu, „Reductio ad Hitle-
rum“ (2 pav. C), technikos dažniausi žodžiai – „revoliucijos“, „komunistinė“. 
„Pakartojimas“ tekste kartojama ta pati žinutė, dažniausiai vartojant žodžius 
„komunistas“, „Stambulo“ (2 pav. D).

   
 

   
 

lentelė pateikiama, kokios kalbos dalys yra dažniausiai pasitaikančios
Sužymėjus kiekvienos technikos žodžius pagal dažniausiai pasitaikančias kalbos dalis 

didžiausiu daiktavardžių fragmentuose išsiskiria 
„Pakartojimas“ technika, daiktavardžiai šios techni visų kalbos
dalių žymų „Apeliavimas į autoritetą“ tekstuose cituojami garsūs žmonės, autoritetai, 
todėl yra aptinkama daugiau tikrinių daiktavardžių (
technikomis. Šiai technikai taip pat būdingas panašus daiktavardžių ir veiksmažodžių procentinis 
kiekis kaip ir „Reductio ad itlerum“. Visgi, „Reductio ad itlerum“ technika skiriasi nuo kitų 
didesniu būdvardžių procentu, aptinkamu fragmentuose Maž daiktavardžių

, pasižymi „
Straw Man“, „Sekimas iš paskos“, ir „Neapibrėžtumas“ „Sekimas iš 

paskos“ nukreipta į apeliavimą į bandos jausmą, fragme labiau išryškėja 
veiksmažodžių ir įvardžių

lentelė. Kiekvienos propagandos technikos pasirinktų kalbos dalių procentinis pasiskirstymas.
 DKTV. VKSM. BŪDV. PRV. ĮV. TIKR. 

DKTV. 
Emocinė raiška

Neapibrėžtumas
Apeliavimas į 
autoritetą
Mojavimas vėliava
Sekimas iš paskos

Žy ra spalva pažymėta didžiausias, šviesiai pilka – mažiausias kalbos dalių pasiskirstyma

pateikti žodžių debesys, vaizduojantys tarpusavyje išsiskiriančių
technikų 30 dažniausiai pasitaikančių žodžių. Žodžių debesyse vaizduojamų žodžių dydis rodo jų 
dažnumą duomenų rinkinyje. Remiantis žodžių dydžiu,
„Supaprastinimas“ fragmentuose trys svarbiausi žodžiai yra „Lietuvos“, „žmonių“ ir „gali“, kurie 
duomenų rinkinyje pasitaiko atitinkamai 139, 136 ir 129 kartus Žodžiai „Lietuvos“, 
„žmonių“ rodo, kad kaltė perkeliama Lietuvai, ar žmonėms. Žodis „Lietuvos“ taip pat yra 
dažniausiai pasikartojęs žodis „Emocinė raiška“, „Abejojimas“, „Mojavimas vėliava“, 
„Apeliavimas į autoritetą“, „Whataboutism Straw Man“ ir „Sekimas iš paskos“. 

chnikos išsiskiria nuo anksčiau paminėtų
„Neapibrėžtumas“ dažniausi žodžiai „gali“, „nėra“ 19 ir 16 kartų atitinkamai 

„ “ dažniaus žodžiai –
„revoliucijos“, „komunistinė“ „Pakartojimas“ tekste kartojama ta pati žinutė, dažniausiai 
žodži „komunistas“, „Stambulo“

ų dažniausiai pasitaikančius žodžius vaizduojantys žodžių debesys. A –
„Supaprastinimas“, B – „Neapibrėžtumas“, – „ m“, – „Pakartojimas“.

2 pav. Propagandos technikų dažniausiai pasitaikančius žodžius vaizduojantys žodžių 
debesys. A – „Supaprastinimas“, B – „Neapibrėžtumas“, C – „Reductio ad Hitlerum“, D – 
„Pakartojimas“.

Nustatytos dažniausiai naudojamos žodžių junginių struktūros (bigra-
mos). Pavyzdžiui, „Apeliavimas į autoritetą“ technikoje dažniausiai pasitai-
kančios junginių struktūros yra „užsienio reikalų“, „Anna Loury“ ir „John Hy-
lan“. Šie junginiai vaizduoja autoritetus, viena iš jų, „Anna Loury“ prancūzų 
žurnalistė, pasakojusi apie karą Donbase (3 pav. D).

   
 

   
 

dažniausiai naudojam žodžių junginių struktūros Pavyzdžiui, 
„Apeliavimas į autoritetą“ technikoje dažniausiai pasitaikančios junginių struktūros „užsienio 
reikalų“, „ “ ir „John Hylan“ Šie autoritetus, viena iš jų, „Anna Loury“
prancūzų žurnalistė, pasakojusi apie karą Donbase

ų dažniausiai pasitaikančius žodžių junginius (bigramas) vaizduojantys žodžių 
– „Supaprastinimas“, B – „Emocinė raiška“, – „Mojavimas vėliava“ – „Apeliavimas į 

autoritetą“

Taip pat ieškotos kolokacijos arba žodžių, kurie dažnai 
Collocations lentelė pateiktos dažniausios kolokacijos (bigramos). Pavyzdžiui,

žodis „ ų“ dažnai jęs žodžiu „valstybė“ dažnai kartu 
„Emocinės raiškos“ technikos žodžiai „konstitucinio“ ir „teismo“

lentelė. Dažniausios kolokacijos (bigramos).
Bigramos Kiekis Technika Kiekis 
konservatorių valstybė

Emocinė raiška
Emocinė raiška

mokesčių mokėtojų Emocinė raiška
užsienio reikalų Emocinė raiška

Išvados 
Šiame darbe atlikta propagandos technikų lingvistinių požymių lyginamoji analizė parodė

ą ą tarp skirtingų 
propagandos technikų būdingi ryškūs technikų fragmentų kiekio, skaitinių požymių
„Whataboutism Man“ technikos tekstiniai fragmentai ilgesni bei turintys 
daugiau skyrybos ženklų ir nereikšmingų žodžių, lyginant su kitomis technikomis. 

aikant kalbos dalių žymėjimo metodą pastebima, kad d daiktavardžių 
„Pakartojimas“ až daiktavardžių, lyginant su kitomis propagandos 

„Whataboutism Straw Man“, „Sekimas iš paskos“, ir 
„Neapibrėžtumas“ „Apeliavimas į autoritetą“ priešingai negu kitose 
aptinkama daugiau tikrinių daiktavardžių, tačiau būdingas panašus daiktavardžių ir 
veiksmažodžių kiekis kaip ir „Reductio ad Hitlerum“

„Supaprastinimas“ „Emocinė raiška“, „Abejojimas“ „Mojavimas 
vėliava“, „Apeliavimas į autoritetą“, „ Straw Man“, „Sekimas iš 
paskos“ tas pats dažniausiai pasikartoj žodis – „Lietuvos“ Tuo tarpu, dažniausiai 
pasitaikantys žodžiai „gali“, „revoliucijos“, „komunistas“ atitinkamai technikose 
„Neapibrėžtumas“, „Reduc itlerum“, „Pakartojimas“ rodo, kad šios technikos išsiskiria nuo 
anksčiau paminėtų technikų.

Šio darbo rezultatai leidžia išplėsti tyrimą analizuojamoje Analizės automatizavimo 
procesas bei natūralios kalbos apdorojimo sprendimų taikymas padėtų tyrėjams palengvinti 

propagandos technikų lingvistin
mašini įtraukiant s požymi  n gramų 

ir žodžių dažni kalbos dalių žymėjimo požymi
pagrįstus, iš anksto apmokytus daugiakalbius modelius

3 pav. Propagandos technikų dažniausiai pasitaikančius žodžių junginius (bigramas) 
vaizduojantys žodžių debesys. A – „Supaprastinimas“, B – „Emocinė raiška“, C – „Mojavi-
mas vėliava“, D – „Apeliavimas į autoritetą“.

A                                           B                                        C                                         D

A                                           B                                        C                                         D



    Konferencijos „Lietuvos magistrantų informatikos ir IT tyrimai“ darbai   /  225

Taip pat ieškotos kolokacijos arba žodžių, kurie dažnai pasitaiko kartu, 
kombinacijos (angl. Collocations). 3 lentelėje pateiktos dažniausios kolokaci-
jos (bigramos). Pavyzdžiui, tekstiniuose fragmentuose žodis „konservatorių“ 
dažnai yra susijęs su žodžiu „valstybė“, taip pat dažnai kartu pasitaiko „Emo-
cinės raiškos“ technikos žodžiai „konstitucinio“ ir „teismo“.

3 lentelė. Dažniausios kolokacijos (bigramos).

Bigramos Kiekis Technika Kiekis

konservatorių valstybė 47 Abejojimas 27

konstitucinio teismo 25 Emocinė raiška 9

sveiko proto 23 Emocinė raiška 12

mokesčių mokėtojų 32 Emocinė raiška 15

užsienio reikalų 29 Emocinė raiška 12

Išvados

Šiame darbe atlikta propagandos technikų lingvistinių požymių lyginamoji 
analizė parodė bendrąsias ir unikaliąsias kiekvienos technikos savybes. Re-
zultatai rodo, kad tarp skirtingų propagandos technikų būdingi ryškūs techni-
kų fragmentų kiekio, skaitinių požymių skirtumai. „Whataboutism / Red Her-
ring / Straw Man“ technikos tekstiniai fragmentai ilgesni bei turintys daugiau 
skyrybos ženklų ir nereikšmingų žodžių, lyginant su kitomis technikomis. 

Taikant kalbos dalių žymėjimo metodą pastebima, kad daugiausia daik-
tavardžių yra „Pakartojimas“ fragmentuose. Mažiau daiktavardžių, lyginant 
su kitomis propagandos technikomis, aptinkama „Whataboutism / Red 
Herring / Straw Man“, „Sekimas iš paskos“, ir „Neapibrėžtumas“ techniko-
se. Technikoje „Apeliavimas į autoritetą“ priešingai negu kitose aptinkama 
daugiau tikrinių daiktavardžių, tačiau jai būdingas panašus daiktavardžių ir 
veiksmažodžių kiekis kaip ir „Reductio ad Hitlerum“.

Nustatyta, kad technikose „Supaprastinimas“ „Emocinė raiška“, „Abe-
jojimas“ „Mojavimas vėliava“, „Apeliavimas į autoritetą“, „Whataboutism / 
Red Herring / Straw Man“, „Sekimas iš paskos“ stebimas tas pats dažniausiai 
pasikartojantis žodis – „Lietuvos“. Tuo tarpu, dažniausiai pasitaikantys žo-
džiai „gali“, „revoliucijos“, „komunistas“ atitinkamai technikose „Neapibrėž-
tumas“, „Reductio ad Hitlerum“, „Pakartojimas“ rodo, kad šios technikos 
išsiskiria nuo anksčiau paminėtų technikų.
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Šio darbo rezultatai leidžia išplėsti tyrimą analizuojamoje srityje. Anali-
zės automatizavimo procesas bei natūralios kalbos apdorojimo sprendimų 
taikymas padėtų tyrėjams palengvinti lingvistikos tyrimus. Tolesnio tyrimo 
metu propagandos technikų lingvistinei analizei atlikti, planuojama taikyti 
mašininio mokymo metodus, įtraukiant stilistinius požymius, n-gramų jun-
ginius ir žodžių dažnius bei kalbos dalių žymėjimo požymius, taip pat trans-
formeriais pagrįstus, iš anksto apmokytus daugiakalbius modelius.

Padėka. Autoriai dėkoja Lietuvos mokslo tarybos (LMTLT) finansuojamam 
projektui „Propagandos ir dezinformacijos tyrimai: automatinis atpažinimas 
mašininio mokymo metodais, poveikis ir visuomenės atsparumas“ (sutar-
ties Nr. S-VIS-23-8) už tyrimui suteiktus duomenis.
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Santrauka. Širdies ir kraujagyslių ligos yra pagrindinė mirties priežastis pa-
saulyje, o jų diagnostikai plačiai naudojama elektrokardiograma (EKG), tačiau 
EKG signalų analizę apsunkina įvairūs triukšmai. Ši problema ypač aktuali ne-
šiojamuose įrenginiuose ar monitoriuose, todėl reikalingas efektyvus signalų 
apdorojimas. Be to, signalų bangų kaip P, T ir QRS kompleksų segmentavimas 
be išankstinio triukšmų pašalinimo yra sudėtingas. Neuroninių tinklų tokių kaip 
DMAM, BiGRU ar CS-TRANS pagalba galima spręsti abi problemas formuojant 
tinklų junginį, kai vienas modelis pašalina triukšmus, o kitas segmentuoja signa-
lą. Šių modelių mokymui būtini ne tik dideli duomenų kiekiai, bet ir tiksliai su-
anotuoti signalai. Paminėti modeliai gali pasiekti signalo ir triukšmo santykį iki 
20 dB, o segmentuojant išlaikyti atkūrimo metriką visoms bangoms iki 100 %, 
tačiau preciziškumo matas išlieka mažesnis. Tyrimo metu nustatyta, kad geriausi 
rezultatai fiksuoti naudojant DMAM modelį apdorojant -3 dB raumenų triukšmą, 
o segmentuojant apdorotą signalą atkūrimo metrika išliko maksimali visoms 
bangos ir preciziškumo matas aukštas P ir T bangoms, bet QRS komplekso šiek 
tiek mažesnis. Gauti rezultatai įrodo, kad praktikoje pritaikius šiuos algoritmus 
galima ne tik  pagerinti EKG signalų diagnostikos tikslumą, bet ir sumažinti medi-
cinos specialistų darbo krūvį bei užtikrinti aukštesnę pacientų priežiūros kokybę.

Raktiniai žodžiai: EKG signalai, neuroniniai tinklai, triukšmų šalinimas, segmen-
tavimas, raumenų triukšmas, GRU, difuzinis modelis, U-Net, CS-TRANS.

1	 Įvadas 

Širdies ir kraujagyslių ligos yra pagrindinė mirties priežastis pasaulyje, kas-
met nusinešanti apie 17,9 milijono gyvybių [1]. Daugiau nei keturi iš penkių 
atvejų baigiasi mirtimi dėl širdies smūgių ir insultų, o trečdalis šių mirčių 
įvyksta žmonėms, jaunesniems nei 70 metų. Tuo tarpu elektrokardiogra-
ma (EKG) [2] yra vienas pagrindinių diagnostinių įrankių, naudojamų širdies 
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veiklos sutrikimams nustatyti. Tačiau šio metodo veiksmingumas tiesiogiai 
priklauso nuo galimybės tiksliai analizuoti EKG signalus, kurie dažnai būna 
paveikti triukšmų, signalų deformacijų ar kitų trikdžių. Siekiant pagerinti šir-
dies ir kraujagyslių ligų diagnozavimo tikslumą ir efektyvumą, būtina tobu-
linti EKG signalų apdorojimo metodus, įskaitant triukšmų šalinimą, svarbių 
segmentų identifikavimą. Šių metodų tyrimai ir optimizavimas ne tik pade-
da užtikrinti patikimesnę diagnostiką, bet ir leidžia sumažinti medicininio 
personalo darbo krūvį bei pagerinti pacientų gydymo kokybę.

Vienas iš dažniausiai sutinkamų triukšmų yra raumenų susitraukinėji-
mas (angl. muscle artefacts). Šio tipo triukšmai persidengia su visu elektro-
kardiogramos dažnių spektru, todėl pašalinti juos yra itin sunku. Įprastomis 
sąlygomis išvengti šių triukšmų nėra sudėtinga – pacientas turi atsipalai-
duoti ir nejudėti. Visgi, jei žmogus kenčia nuo, pavyzdžiui, nevalingų judesių, 
šių triukšmų išvengti praktiškai neįmanoma.

Triukšmai daugiausiai pasireiškia, kai širdies ritmas matuojamas ne sta-
cionariais, o nešiojamais įrenginiais kaip Holterio monitorius, todėl tokiais 
atvejais būtinas atitinkamas signalo apdorojimas, kad šis būtų aiškesnis ir 
neklaidintų specialistų, priimant sprendimus dėl žmogaus sveikatos būklės.

Tiek triukšmų šalinimo, tiek signalo segmentavimo procesai yra pakan-
kamai susiję tarpusavyje, kadangi nešvarų signalą segmentuoti yra praktiš-
kai neįmanoma ir nenaudinga. Tačiau pasitelkus neuroninių tinklų modelius 
galima gauti neblogus rezultatus sprendžiant tiek triukšmų, tiek segmenta-
vimo uždavinius. Egzistuoja pakankamai nemažai skirtingų modelių, kurie 
dažnai būna specifiški vienai užduočiai, tačiau sujungus du modelius į vieną 
bendrą darbo eigą (angl. workflow), gauname pilną procesą, kai vienas dedi-
kuotas modelis sprendžia triukšmų šalinimą, o kitas paskirtas segmentavi-
mui. Tokio junginio tikslas ne tik efektyviai šalinti nepageidaujamus triukš-
mus iš signalo, tačiau ir gebėti tiksliai išskirti pagrindines EKG signalo dalis 
kaip QRS kompleksas, P ir T bangos.

Neuroninių tinklų modelių mokymui būtini dideli duomenų kiekiai, ta-
čiau kartu su signalais svarbios ir jų anotacijos, nurodančios reikšmingų si-
gnalo dalių pradžią, pabaigą ar net viršūnių taškus. Ši informacija leidžia 
įvertinti modelių integravimo į vieną bendrą junginį efektyvumą ne tik šali-
nant triukšmus, bet ir segmentuojant signalą. Galiausiai, remiantis pasirink-
tų metrikų rezultatais, galima daryti išvadas apie neuroninių tinklų gebėjimą 
spręsti su EKG signalo analize susijusius uždavinius.



230  /   Konferencijos „Lietuvos magistrantų informatikos ir IT tyrimai“ darbai

2	 Duomenys

Tyrime yra naudojami du duomenų rinkiniai - QTDB [3] ir MIT-BIH Noise 
Stress [4]. Pirmąjį sudaro 105 penkiolikos minučių bei dviejų derivacijų EKG 
įrašai. Taip pat yra pateikiamos QRS komplekso, P ir T bangų pradžios, vir-
šūnės bei pabaigos žymės. Antrasis rinkinys turi pagrindinius triukšmus, 
tarp kurių ir raumenų susitraukimo, kuris yra naudojamas norint pasidaryti 
triukšmingus signalus modelių apmokymui, o vėliau, panaudojant anota-
cijas iš QTDB duomenų bazės, patikrinti modelio gebėjimą išskirti atkurto 
signalo svarbias bangas.

Siekiant turėti daugiau duomenų modelio apmokymui, skirtingos deri-
vacijos buvo traktuojamos kaip atskiri signalai, todėl rezultate modeliams 
naudota 210 EKG įrašų, kurie buvo skirstyti į mokymo, testavimo ir validavi-
mo duomenis santykiu 148/31/31 atitinkamai.

Kadangi tiek QTDB, tiek MIT-BIH Noise Stress duomenų bazių įrašai ati-
tinkamai yra 250 Hz ir 500 Hz dažnių, todėl teko dažnį suvienodinti pasiren-
kant naudoti 360 Hz dažnį viso tyrimo metu, kad būtų išlaikytas geriausias 
informacijos vientisumas. Tačiau šis pasirinkimas dar gali būti tikslinamas, 
atsižvelgiant į analizės rezultatus ateityje, kai būtų tyrinėjama rezultatų pri-
klausomybė nuo dažnio.

Galiausiai, suvienodinus įrašų dažnius, buvo sukurti triukšmingi signa-
lai iš originalaus signalo ir raumenų susitraukimo triukšmo. Šis procesas 
atliekamas sudėties būdu (2.1), kai triukšmo reikšmė dar papildomai yra 
kontroliuojama α  daugiklio, kurio tikslas prislopinti arba kaip tik padidinti 
triukšmą.

noisy_signal = signal + α * noise	 (2.1)

Be to, MIT-BIH Noise Stress kiekvienam iš triukšmų tipų turi po 2 kana-
lus, todėl tyrimo metu buvo nuspręsta vieną kanalą išnaudoti tik mokymo, 
o kitą testavimo duomenų sudarymui. Tokiu būdu yra bandoma patikrinti 
modelio universalumą, panaudojant skirtingas triukšmų duomenų aibes.

3	 Neuroninių tinklų modeliai

Eksperimentiniame tyrime buvo panaudoti trys triukšmo šalinimo mode-
liai: BiGRU (angl. bidirectional gated recurrent units (BiGRU)) [3], DMAM (angl. 
diffusion model with self-attention module (DMAM)) [4], CS-TRANS (angl. con-
volutional neural network and stationary wavelet transformation combination 
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with transformer (CS-TRANS)) [7], o segmentavimui buvo pasitelktas U-Net 
[5] modelis. Kiekvienas triukšmo šalinimo algoritmas buvo komponuoja-
mas kartu su segmentavimo modeliu, kad būtų sukurta pilna darbo eiga, 
t. y. nuo trikdžių šalinimo iki svarbiausių EKG signalo dalių segmentavimo.

BiGRU yra dvikryptis (angl. biderectional) modelis, paremtas GRU (angl. ga-
ted recurrent units) ląstelėmis, kurios yra rekurentinių neuroninių tinklų (RNN) 
realizavimo būdas, skirtas sekų analizei. RNN tinklai geba modeliuoti sekų 
duomenų priklausomybes, nes įtraukia grįžtamuosius ryšius tarp paslėptųjų 
vienetų, taip išlaikydami ankstesnę informaciją. Kadangi fiziologiniai signalai, 
tokie kaip EKG, yra laiko eilutės duomenys, RNN leidžia efektyviai modeliuoti 
jų struktūrą. GRU ląstelių pagrindiniai komponentai – atstatymo (angl. reset) 
ir atnaujinimo (angl. update) vartai, kurie reguliuoja informacijos srautą, užti-
krindami tinklo gebėjimą išlaikyti būseną ilgalaikėje perspektyvoje.

Difuzinis modelis [6] (DMAM) yra generatyvinis tinklas, kuris remiasi it-
eratyviu difuzijos procesu, palaipsniui perdirbančiu triukšmingus duomenis 
į rekonstruotus. Algoritmas yra grindžiamas dviem pagrindiniais etapais: 
triukšmo pridėjimu, kol gaunamas beveik Gauso baltasis triukšmas, ir triukš-
mo šalinimu. Mokymo metu modelis išmoksta atkurti duomenų struktūrą, 
kuri buvo pažeista iteratyviu triukšmu. Po mokymo modelis geba atvirkštine 
eiga pašalinti triukšmą ir atkurti originalius duomenis iš atsitiktinio triukšmo 
būsenos. Šis požiūris leidžia modeliui užtikrinti didelį tikslumą net ir dirbant 
su labai triukšmingais ar fragmentuotais duomenimis. Todėl ši architektūra 
pasižymi praktiniu efektyvumu ir buvo pradėta taikyti plačiai srityse kaip 
vaizdų generavimas, garso apdorojimas ar biomedicininių signalų analizė.

Nors pirmiau U-Net modelis buvo pritaikytas nuotraukų apdorojime, ta-
čiau jo panaudojimas vis dažniau pritaikomas ir EKG tyrimuose. Tradicinio 
U-Net tinklo architektūra  susideda iš traukimosi kelio, kuris atitinka tipinio 
konvoliucijos tinklo struktūrą, ir išsiplėtimo kelio, kuris susideda iš požymių 
žemėlapio išplėtimo. Iš viso tinklą sudaro 23 konvoliuciniai sluoksniai.

Konvoliucinis neuroninis tinklas reikalauja daug duomenų ir nėra kryp-
tingas, todėl buvo pasiūlytas naujas sprendimas CS-TRANS [7], kurio archi-
tektūra  susideda iš konvoliucinio tinklo ir stacionarios bangelės junginio 
(CNN-SWT), kuris efektyviai išgauna daugiamačius signalų požymius, o 
įtrauktas papildomai transformerio mechanizmas pagerina globalių savybių 
išgavimą. Iš esmės modelis pagrįstas U-Net architektūra, kadangi susideda 
iš kodavimo ir dekodavimo dalių sujungtų šuolinėmis jungtimis informaci-
jos perdavimui.
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Visi atsirinkti modeliai, nors struktūriškai yra skirtingi, tačiau pritaikomi 
tam pačiam uždaviniui – nagrinėti bei apdoroti EKG signalus, o pagrindinis 
tikslas išsiaiškinti, kuris modelių junginys geba tiksliausiai susitvarkyti su 
nešvariais signalais.

4	 Eksperimento rezultatai

Atliekant eksperimentinį tyrimą buvo fiksuojamos pasirinktos metrikos, kad 
modelių gauti rezultatai būtų tinkamai palyginti. Triukšmų šalinime buvo 
skaičiuotas signalo ir triukšmo santykis (SNR) – triukšmingo (SNR IN), ap-
doroto (SNR OUT) ir jų skirtumo (SNR IMPR) – šio santykio esmė parodyti 
triukšmo lygį, kai didesnė reikšmė indikuoja geresnį veiksmingumą, vidutinė 
kvadratinė paklaida (RMSE), kuri skirta klaidai tarp prognozuotos ir tikrosios 
reikšmės nustatyti, ir procentinis santykinis nuokrypis (PRD) – tai atstumu 
pagrįstas panašumo matas, kur mažesnė reikšmė indikuoja geresnius re-
zultatus [9]. Segmentavimui pasirinkta skaičiuoti atkūrimo ir preciziškumo 
metrikas [8], kadangi atkūrimo matas parodo, kaip tiksliai modelis klasifi-
kavo teisingą klasę, o preciziškumas naudojamas įvertinti, kiek pavyzdžių, 
kuriuos modelis prognozavo kaip teigiamus, iš tikrųjų yra neigiami. Tokiu 
būdu yra siekiama įvertinti bangų ribų tikslumą ir bendrą segmentavimo 
kokybę, kadangi būtina ne tik nustatyti reikšmingus įvykius, bet ir užtikrinti 
jų tikslų žymėjimą. Taip pat, segmentuojant pasirinkta laikytis 150 ms stan-
darto tolerancijos ribai [10] nustatant prognozes (1 pav.).

Visų modelių triukšmo šalinimo rezultatai pateikti 1 lentelėje, kur geriau-
si rezultatai paryškinti išskyrus triukšmingo (SNR IN) ir apdoroto (SNR OUT) 
signalų metrikos, kadangi yra išvesta bendra šių reikšmių vertė (SNR IMPR) 
(4.2). Be to, formuojant triukšmingus signalus buvo naudojama triukšmo 
valdymo funkcija, kurios tikslas kontroliuoti triukšmo lygį, t. y. didinti arba 
mažinti. Ši funkcija veikia kaip daugiklis paimtam triukšmo segmentui iš 
MIT-BIH Noise Stress, tai galutinė SNR IN metrikos reikšmė priklauso tiek 
nuo apdirbamo triukšmo segmento, tiek nuo pasirinktos triukšmo funkcijos 
reikšmės. Eksperimentui pasirinkta naudoti šias reikšmes: 5, 0 ir -5, kurios 
generavo nuo -3 iki -19 dB triukšmą. Tokie triukšmo lygiai buvo pasirinkti 
siekiant įvertinti modelių atsparumą skirtingam triukšmo intensyvumui, ka-
dangi realiose situacijose signalai gali pasitaikyti tiek su mažu triukšmu, tiek 
stipriai užteršti.

SNRIMPR = SNROUT  – SNRIN	 (4.2)
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Rezultatai iš triukšmo šalinimo (1 lentelė) parodė, kad visi modeliai geba 
šalinti triukšmus, nes didėjant triukšmui, kitaip tariant mažėjant SNR IN 
metrikai, galutinė signalo ir triukšmo metrika SNR IMPR didėja, tačiau tai 
dar neįrodo proceso efektyvumo. Iš RMSE metrikos matyti, kad BiGRU ir CS-
TRANS modeliai atlieka daugiau klaidų nei DMAM, o iš to galime daryti išva-
dą, kad DMAM yra labiau patikimesnis. Nagrinėjant PRD metriką iš konteks-
to išpuola CS-TRANS modelis, kuris fiksuoja dvigubai prastesnius rezultatus 
nei kiti. Tuo tarpu DMAM ir BiGRU demonstruoja pakankamai neblogus PRD 
rezultatus, tačiau verta pabrėžti, kad šįkart BiGRU visuomet davė geresnį re-
zultatą. Visgi, jei žiūrėtume rezultatus su didžiausiu triukšmu, galime daryti 
išvadą, kad DMAM fiksuoja žymiai mažesnį RMSE rodiklį, o ši metrika labiau-
siai pabrėžia modelio tikslumą bei efektyvumą ir būtent dėl šios priežastis 
DMAM modelis turi daugiau potencialo nei likę nagrinėti tinklai.

Segmentavimo rezultatai, jungiant kiekvieną tinklą su U-Net modeliu, 
pateikti 2 lentelėje.

 

Visų modelių triukšmo šalinimo rezultatai pateikti entelė
paryškinti išskyrus triukšmingo (SNR IN) ir apdoroto (SNR OUT) signalų metrik
išvesta bendra šių reikšmių vertė (SNR IMPR) Be to, formuojant triukšm

triukšmo las kontroliuoti triukšmo lygį, t. y. didinti arba 
mažinti. Ši funkcija veikia kaip daugiklis paimtam triukšmo segmentui iš MIT
galutinė SNR IN metrikos reikšmė priklauso tiek nuo apdirbamo triukšmo segmento, tiek nuo 

kšmo funkcijos reikšmės. Eksperimentui pasirinkta naudoti šias reikšmes: 5, 0 ir 
triukšmą. Tokie triukšmo lygiai buvo pasirinkti siekiant 

įvertinti modelių atsparumą skirtingam triukšmo intensyvumui
signalai gali pasitaikyti tiek su mažu triukšmu, tiek stipriai užteršti.

𝑆𝑆𝑆𝑆𝑆𝑆𝐼𝐼𝐼𝐼𝐼𝐼𝐼𝐼 = 𝑆𝑆𝑆𝑆𝑆𝑆𝑂𝑂𝑂𝑂𝑂𝑂  − 𝑆𝑆𝑆𝑆𝑆𝑆𝐼𝐼𝐼𝐼 (4.2)

 

Tolerancijos ribos pavyzdys QRS kompleksui, kai modelis tarp šių ribų prognozę laiko teisinga
1 pav. Tolerancijos ribos pavyzdys QRS kompleksui, kai modelis tarp šių 
ribų prognozę laiko teisinga
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1 lentelė. Triukšmo šalinimo modelių rezultatai. Rodyklės žymi metrikos pageidautiną 
vertę.

Modelis 
(triukšmo 
formulės 
reikšmė)

RMSE ↓ PRD ↓ SNR IN ↑ SNR OUT ↑ SNR IMPR ↑

DMAM (5) 0,06 ± 0,04 34,52 ± 15,00 -2,84 ± 5,70 10,89 ± 2,87 13,72 ± 6,24

BiGRU (5) 0,30 ± 0,02 26,23 ± 6,88 -9,07 ± 1,88 12,24 ± 1,97 21,30 ± 2,93

CS-TRANS (5) 0,42 ± 0,38 74,31 ± 40,45 -4,25 ± 5,23 6,04 ± 2,47 10,29 ± 5,81

DMAM (0) 0,08 ± 0,04 43,21 ± 19,52 -7,84 ± 5,70 9,09 ± 2,90 16,93 ± 6,18

BiGRU (0) 0,53 ± 0,03 34,41 ± 9,13 -14,07 ± 1,88 10,08 ± 2,00 24,15 ± 2,59

CS-TRANS (0) 0,76 ± 0,68 91,20 ± 50,32 -9,25 ± 5,23 4,72 ± 2,17 13,97 ± 5,60

DMAM (-5) 0,10 ± 0,06 56,59 ± 28,27 -12,84 ± 5,70 6,81 ± 3,12 19,65 ± 6,20

BiGRU (-5) 0,95 ± 0,05 48,18 ± 12,79 -19,07 ± 1,88 7,44 ± 2,06 26,51 ± 2,28

CS-TRANS (-5) 1,34 ± 1,21 114,91 ± 59,62 -14,25 ± 5,23 2,98 ± 1,93 17,23 ± 5,24

2 lentelė. U-Net modelio segmentavimo rezultatai (%).

Modelis 
(triukšmo 
formulės 
reikšmė)

Preciziškumas 
pradžios

Atkūrimas 
pradžios

Preciziškumas 
pabaigos

Atkūrimas 
pabaigos

P QRS T P QRS T P QRS T P QRS T

DMAM (5) 96 71 96 100 100 100 98 83 98 100 100 100

BiGRU (5) 16 76 71 8 54 82 88 95 92 76 83 83

CS-TRANS (5) 34 51 78 40 96 89 81 71 90 77 98 95

DMAM (0) 91 85 98 98 100 100 95 92 99 99 100 100

BiGRU (0) 13 73 67 7 43 76 88 94 90 77 79 82

CS-TRANS (0) 35 61 79 50 99 94 79 79 90 79 94 97

DMAM (-5) 89 71 89 94 100 100 94 83 94 97 100 100

BiGRU (-5) 8 64 62 4 26 68 88 93 88 77 70 81

CS-TRANS (-5) 34 51 78 40 96 89 81 71 90 77 98 95

Iš esmės segmentavimo rezultatai (2 lentelė) patvirtina, kad DMAM 
modelis yra optimalus pagal atkūrimo ir preciziškumo kriterijus, kadangi 
beveik visais atvejais, segmentuojant šio modelio apdorotus signalus, gau-
nami geriausi rezultatai, o ten kur išimtinai BiGRU tinklas pranoko DMAM 
modelį, tai skirtumas sąlyginai nedidelis. Be to, CS-TRANS ir BiGRU tinklams 
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itin prastai sekėsi fiksuoti P bangų pradžias, bet bendrai paėmus visi mode-
liai demonstravo geresnius rezultatus prognozuojant visų bangų pabaigas. 
DMAM modelis itin išsiskiria atkūrimo metrikos rezultatais, kas parodo tin-
klo gebėjimą teisingai klasifikuoti bangų pradžias ir pabaigas, tačiau būtent 
QRS bangos preciziškumo matas informuoja, jog ne visuomet prognozės 
bus tikslios.

Apibendrinant galima teigti, kad visi modeliai demonstravo neblogus re-
zultatus, tačiau DMAM rezultatai (2 pav.) išsiskyrė labiausiai dėl stabilumo 
tiek triukšmų šalinime, tiek segmentavime.

5	 Išvados

Atlikus tyrimą ir apibendrinus rezultatus, galima teigti, kad iš nagrinėtų 
modelių DMAM demonstravo geriausius rezultatus tiek šalinant triukšmą, 
tiek segmentuojant signalą. Tuo tarpu BiGRU ir CS-TRANS tinklai taip pat 
neblogai atlikdavo signalo valymą nuo trikdžių, tačiau segmentavimo eta-
pe pasirodė jų trūkumai, kai U-Net modelis vis prasčiau identifikuodavo 
bangų pradžias ir pabaigas, ypač P bangos. Nepaisant to, tyrimas parodė, 
kad galima sukurti patikimus automatizuotus įrankius, skirtus EKG signalų 
nagrinėjimui. Geriausias tyrimo rezultatas fiksuotas naudojant DMAM (5) 
modelį, kai šiam teko apdoroti -3 dB raumenų triukšmą, o RMSE metrika 
buvo 0,06, PRD nustatyta ~35 % ir SNR IMPR parodė pagerėjimą iki ~14. Se-
gmentuojant prieš tai apdorotą signalą gauta atkūrimo metrika maksimali 
visoms bangos, o preciziškumo matas fiksuotas 96 % ir 98 % P ir T bangų 
pradžioms bei pabaigoms, o QRS kompleksui pradžiai ir pabaigai atitinka-
mai 71 % ir 83 %.  Taigi, rezultatai parodo, kad algoritmai gali būti efektyvūs 
automatizuoti įrankiai, galintys apdirbti EKG signalas, o jų pritaikymas prak-
tikoje galėtų ne tik sumažinti medikų darbo krūvį, bet ir pagerinti pacientų 
gydymo kokybę.

Ateityje planuojama pratęsti eksperimentinį tyrimą įtraukiant daugiau 
triukšmų tipų ar net jų kombinacijų, kurios leistų dar tiksliau įvertinti mo-
delių efektyvumą bei universalumą, kadangi praktikoje nešiojamuose įren-
giniuose pasitaiko ir tokių triukšmų kaip bazinės linijos (angl. base-line wan-
der), atsirandantis dėl kvėpavimo ar kitų mechaninių judesių, ar elektros 
energijos tinklo trikdžiai (angl. power-line interference), galintys atsirasti dėl 
naudojamo prietaiso.
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tyrimą ir apibendrinus rezultatus, galima teigti, kad iš nagrinėtų modelių DMAM 
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jų kombinacijų, kurios leistų dar tiksliau įvertinti modelių efektyvumą bei universalumą, kadangi 
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ų grafikai

 

2 pav. DMAM (5) modelio rezultatų grafikai

Padėka. Dėkojame Vilniaus universiteto ITAPC padaliniui už suteiktus IT iš-
teklius (HPC), kurie leido greičiau apmokyti modelius bei supaprastino viso 
tyrimo atlikimą.

Tyrimas finansuojamas pagal LR Švietimo, mokslo ir sporto ministerijos 
programą „Universitetų ekscelencijos iniciatyvos“ (LR ŠMSM mokslo plėtros 
programos pažangos priemonė Nr. 12-001-01-01-01 „Gerinti mokslo ir stu-
dijų aplinką“).
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Laiko eilutes transformuojančių į vaizdus, 
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Santrauka. Tyrimas nagrinėja laiko eilučių transformavimą į vaizdus, siekiant 
taikyti konvoliucinius neuroninius tinklus (angl. Convolutional Neural Networks, 
CNN) klasifikavimui. Apžvelgiami trys metodai: Gramo kampinis sumavimo lau-
kas (angl. Gramian Angular Summation Field, GASF), Gramo kampinis skirtumų 
laukas (angl. Gramian Angular Difference Field, GADF) bei Markovo perėjimo lau-
kai (angl. Markov Transition Field, MTF).  CNN modelis pritaikytas šešiems skir-
tingiems duomenų rinkiniams, transformuotiems minėtais metodais. Rezultatai 
rodo, kad metodų efektyvumas priklauso nuo duomenų pobūdžio, tačiau GADF 
dažniau pasiekė geresnius rezultatus. Pateikiamos rekomendacijos, kaip pasi-
rinkti tinkamiausią transformaciją klasifikavimo tikslumui gerinti.

Raktiniai žodžiai: laiko eilutės, giliojo mokymosi metodai, konvoliuciniai neu-
roniniai tinklai, vaizdų klasifikacija, laiko eilučių transformacija, GASF metodas, 
GADF metodas, MTF metodas.

1	 Įvadas

Laiko eilutė – tai duomenų taškų seka, išdėstyta nuosekliai pagal laiką. Laiko 
eilučių klasifikavimas (angl. Time Series Classification, TSC) yra užduotis, ku-
rios tikslas yra priskirti laiko eilutei klasę, t. y. kintamąjį iš aibės, nusakantį, 
kuriai grupei ar kategorijai priklauso nagrinėjama laiko eilutė, pavyzdžiui, 
normalus ar anomalinis, teigiamas ar neigiamas pavyzdys. TSC praktikoje 
gali būti pritaikomas įvairiose srityse – diagnozuojant širdies ligas [1] ar ki-
bernetiniame saugume [2].  Todėl veiksmingų ir efektyvių algoritmų kūri-
mas laiko eilučių klasifikavimui yra aktyvi tyrimų sritis.  Štai [3] ir [4] straips-
niuose atskleidžiama, kad giliojo mokymosi metodai, kuriuos naudojant 
automatiškai išgaunami sudėtingi duomenų požymiai, dažnai pranoksta 
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klasikinius statistinius ir mašininio mokymosi metodus sprendžiant laiko 
eilučių klasifikavimo uždavinius. Šis pranašumas ryškus dirbant su daug 
pavyzdžių ir požymių turinčiais duomenų rinkiniais, kai požymių inžinerija 
tampa nepraktiška.  

Visgi, norint taikyti giliojo mokymosi metodus, pavyzdžiui, konvoliucinius 
neuroninius tinklus, apdoroti ir klasifikuoti laiko eilutes, susiduriama su re-
alių duomenų rinkinių heterogeniškumu, t. y. laiko eilutės gali būti skirtingo 
ilgio, turėti skirtingą struktūrą, triukšmingumo lygį. Tuomet laiko eilutes rei-
kia tinkamai apdoroti. Siekiant šio tikslo, galima laiko eilutes transformuoti 
į vaizdus – taip užtikrinama, kad visi įvesties duomenys turėtų vienodą for-
matą. Egzistuoja keli tokie transformuojantys metodai, pavyzdžiui, Gramo 
kampinis sumavimo laukas, Gramo kampinis skirtumų laukas bei Markovo 
perėjimo laukai [5]. Šie metodai laiko eilutes transformuoja į fiksuoto dydžio 
dvimačius vaizdus, kuriuos galima analizuoti naudojant giliojo mokymosi 
metodus.  

Taigi, šio tyrimo tikslas – įvertinti, kuris laiko eilutes į vaizdus transfor-
muojantis metodas leidžia gauti tikslesnį vaizdų klasifikavimo rezultatą. Sie-
kiant tyrimo tikslo, bus atlikti šie žingsniai: pasirinkti duomenų rinkiniai bus 
transformuoti į vaizdus naudojant GASF, GADF ir MTF metodus. Vėliau šie 
vaizdai bus klasifikuojami konvoliuciniu neuroniniu tinklu. Modelio rezulta-
tai bus analizuojami ir statistiškai įvertinti, kad būtų nustatyta, kuris trans-
formacijos metodas užtikrina tiksliausią klasifikaciją.

2	 Tyrimo eiga

Toliau aprašytame tyrime buvo siekiama įvertinti laiko eilučių klasifikavimo 
tikslumą, po to, kai buvo pritaikyti laiko eilutes į vaizdus transformuojan-
tys metodai: GASF, GADF ir MTF. Tyrimo schema pateikta 1 pav. Procesas 
prasideda nuo duomenų rinkinio atrinkimo, atliekamas jų paruošimas ir 
padalijimas į mokymo, validavimo ir testavimo aibes. Laiko eilutės trans-
formuojamos į vaizdus, po to mokymo ir validavimo duomenys naudoja-
mi neuroninio tinklo mokymui. Galiausiai modelis testuojamas ir renkami 
klasifikavimo rezultatų stebėjimai, kurie analizuojami statistiniais metodais.

Duomenys ir jų paruošimas

Buvo pasirinkti šeši skirtingų tipų duomenų rinkiniai: „GunPoint“ [6], „ECG200“ 
[7], „ECG5000“ [8], „Wafer“ [7], „TwoLeadECG“ [8] ir „Earthquakes“ [9]. Kiekvie-
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na laiko eilutė rinkinyje turi atitinkamą žymę, kuri naudojama prižiūrimam 
mokymui. Šie duomenys parinkti taip, kad sudarytų tam tikrą įvairiapusį rin-
kinį: jie parinkti iš sensorių (SENSOR), elektrokardiogramų (ECG), žmogaus 
veiklos atpažinimo (HAR) tipo duomenų rinkinių. Be to, eilutės turi skirtingus 
ilgius, triukšmingumo lygį, mokymui panaudotas skirtingas pavyzdžių kiekis.

Laiko eilutės transformuotos į vaizdus naudojant Python pyts biblioteką, 
taikant numatytuosius parametrus. Transformuotų eilučių pavyzdžius gali-
ma matyti 1 pav. Transformuotos laiko eilutės su atitinkamomis klasėmis 
buvo suskirstytos į mokymo, validavimo ir testavimo aibes santykiu 70:15:15 
atitinkamai. Galiausiai kiekvieno vaizdo pikselių reikšmės buvo normalizuo-
tos į [0, 1] intervalą.

1	lente	lė.	Naudojamų duomenų rinkinių informacija.

						Duomenų	rinkinys
Mokymui	panaudotų	

pavyzdžių	kiekis
Klasių	skaičius

GunPoint 50 2

ECG200 100 2

ECG5000 3500 5

Wafer 1000 2

TwoLeadECG 813 2

Earthquakes 322 2

Modelio architektūra

CNN prasideda įvesties sluoksniu, kuris priima duomenis su nustatytu 
aukščiu, pločiu ir kanalų skaičiumi. Tuomet naudojami  du konvoliucinių 
sluoksnių blokai, kurie apima konvoliucinį sluoksnį su aktyvacijos funkcija 
ReLU, maksimalų telkimo sluoksnį ir atsitiktinio praretinimo (angl. dropout) 
sluoksnį, kuris naudojamas siekiant sumažinti permokymo riziką. Po šių blo-
kų naudojamas ištiesinimo sluoksnis, kuris duomenis transformuoja į vien-
matį vektorių, atsitiktinio praretinimo sluoksnis ir pilnai jungūs sluoksniai, 
kurių pirmasis turi 96 neuronus su ReLU aktyvacija. Paskutinis sluoksnis yra 
išėjimo sluoksnis, turintis tiek neuronų, kiek yra klasifi kuojamame rinkinyje 
klasių. Naudotas Adam optimizatorius, sparse categorical crossentropy nuos-
tolių funkcija ir 20 mokymosi epochų. Stebima vertinimo metrika – klasifi ka-
vimo tikslumas testavimo fazėje.
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Statistikos

Modelis buvo apmokytas su visais duomenų rinkiniais, kurie buvo trans-
formuoti visais transformuojančiais metodais, kiekvienam eksperimentui 
buvo fi ksuoti rezultatų stebėjimai. Statistiniam vertinimui naudota vienfak-
torė ANOVA ir Tukey HSD testas, siekiant nustatyti, ar stebėti skirtumai tarp 
rezultatų, gautų taikant skirtingus transformuojančius metodus, statistiškai 
reikšmingi.

crossentropy nuostolių funkcija ir 20 mokymosi epochų. –
fazėje

Statistikos

Modelis buvo apmokytas su visais duomenų rinkiniais,
transformuojančiai buvo fiksuoti rezultatų stebėjimai

ertinimui naudota vienfaktorė ANOVA ir Tukey HSD testas, siekiant nustatyti, ar 
stebėti skirtumai tarp rezultatų, gautų taikant skirtingus transformuojančius statistiškai 
reikšmingi.

1 pav. Eksperimentinės dalies darbo eigos diagrama.

3 Rezultatai
Transformuotų laiko eilučių klasifikavimo rezultatai rodo, kad transformavimo metodo 

parinkimas daro įtaką klasifikavimo tikslumui, tačiau šis poveikis 
duomenų rinkinio. Štai klasifikuojant transformuotą „GunPoint“ duomenų rinkinį GASF metodas 
statistiškai reikšmingai lenkia tiek GADF, tiek MTF metodus (vidurkio skirtumas 0,066 ir 0,08
atitinkamai). Tarp GADF ir MTF reikšmingo skirtumo nėra. Šiam rinkiniui labiausiai tinkamas 

lasifikuojant „ECG200“ duomenų rinkinį GADF 
metodas nežymiai lenkia GASF metodą, tačiau ne statistiškai reikšmingai (p ). Tačiau tiek 

statistiškai reikšmingai pranašesnis už MTF (vidurkių skirtumas 0,047 ir 
0,025 atitinkamai). Šiam rinkiniui transformuoti labiau tinka GASF ir GADF.
„ECG5000“ duomenų rinkinį, GADF metodas pasirodė statistiškai reikšmingai pranašesnis už MTF
metodą (vidurkių skirtumas 0,006, p < 0,001), taip pat ir GASF metodas statistiškai reikšmingai 
lenkia MTF (vidurkių skirtumas 0,005, p < 0,001). Tačiau tarp GADF ir GASF reikšmingo skirtumo 

p = 0,590). Aukščiausias klasifikavimo tikslumo vid
(0,951), šiek tiek atsilieka GASF (0,950), o mažiausias rezultatas fiksuotas taikant MTF (0,94
Šiam duomenų rinkiniui labiausiai tinkami transformavimo metodai yra GADF ir GASF

1			pav.	Eksperimentinės dalies darbo eigos diagrama.

3	 Rezultatai

Transformuotų laiko eilučių klasifi kavimo rezultatai rodo, kad transfor-
mavimo metodo parinkimas daro įtaką klasifi kavimo tikslumui, tačiau šis 
poveikis priklauso nuo konkretaus duomenų rinkinio. Štai klasifi kuojant 
transformuotą „GunPoint“ duomenų rinkinį GASF metodas statistiškai 
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reikšmingai lenkia tiek GADF, tiek MTF metodus (vidurkio skirtumas 0,066 
ir 0,082 atitinkamai). Tarp GADF ir MTF reikšmingo skirtumo nėra. Šiam 
rinkiniui labiausiai tinkamas transformuojantis metodas yra GASF. Tuo tar-
pu klasifikuojant „ECG200“ duomenų rinkinį GADF metodas nežymiai len-
kia GASF metodą, tačiau ne statistiškai reikšmingai (p = 0,059). Tačiau tiek 
GADF, tiek GASF yra statistiškai reikšmingai pranašesnis už MTF (vidurkių 
skirtumas 0,047 ir 0,025 atitinkamai). Šiam rinkiniui transformuoti labiau 
tinka GASF ir GADF. Klasifikuojant „ECG5000“ duomenų rinkinį, GADF meto-
das pasirodė statistiškai reikšmingai pranašesnis už MTF metodą (vidurkių 
skirtumas 0,006, p < 0,001), taip pat ir GASF metodas statistiškai reikšmin-
gai lenkia MTF (vidurkių skirtumas 0,005, p < 0,001). Tačiau tarp GADF ir 
GASF reikšmingo skirtumo nenustatyta (p = 0,590). Aukščiausias klasifikavi-
mo tikslumo vidurkis pasiektas naudojant GADF (0,951), šiek tiek atsilieka 
GASF (0,950), o mažiausias rezultatas fiksuotas taikant MTF (0,945). Šiam 
duomenų rinkiniui labiausiai tinkami transformavimo metodai yra GADF ir 
GASF. Atkreiptinas dėmesys, kad transformuoto „Wafer“ duomenų rinkinio 
klasifikavimo tikslumui skirtingi metodai (MTF, GASF, GADF) reikšmingos 
įtakos nedaro. ANOVA testo statistikos F = 1,006, p = 0,374 rodo, jog meto-
dų poveikis tikslumui yra nežymus. Visgi, didžiausias klasifikavimo vidur-
kis buvo gautas taikant GASF metodą, mažiausias MTF. Panašus rezulta-
tas fiksuotas ir „Earthquakes“ duomenų rinkinyje – klasifikavimo tikslumui 
skirtingi metodai (MTF, GASF, GADF) statistiškai reikšmingos įtakos nedaro. 
Galiausiai, klasifikuojant „TwoLeadECG“ duomenų rinkinį, GADF metodas 
pasirodė statistiškai reikšmingai pranašesnis tiek už GASF (vidurkių skirtu-
mas 0,018, p = 0,005), tiek už MTF (vidurkių skirtumas 0,015, p = 0,024). Tuo 
tarpu tarp GASF ir MTF reikšmingo skirtumo nenustatyta (p = 0,838). Aukš-
čiausias klasifikavimo tikslumo vidurkis pasiektas naudojant GADF (0,998), 
žemesni rezultatai fiksuoti GASF (0,979) ir MTF (0,983) metodais. Šiam duo-
menų rinkiniui tinkamiausias transformavimo metodas yra GADF.

Apibendrinti rezultatai pateikti 2 lentelėje. Sakytina, kad yra statistiškai 
reikšmingų skirtumų tarp metodų (MTF, GASF, GADF), kurie daro įtaką klasi-
fikavimo tikslumui, kai transformuojami ir klasifikuojami skirtingi duomenų 
rinkiniai. GASF ir GADF metodais suklasifikuotų transformuotų laiko eilučių 
klasifikavimo tikslumas dažniausiai lenkia MTF metodu transformuotų laiko 
eilučių klasifikavimo tikslumą.
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2 lentelė. Vidutiniai klasifikavimo tikslumai naudojant skirtingus metodus.

Duomenų 
rinkinys

GASF 
tikslumas

GADF 
tikslumas

MTF 
tikslumas

Statistiškai reikšmingas 
skirtumas pagal ANOVA ir 

Tukey HSD testus

GunPoint 0,936 0,870 0,854 Taip – GASF > GADF, GASF > MTF

ECG200 0,861 0,883 0,836 Taip – GASF > MTF, GADF > MTF

ECG5000 0,950 0,951 0,944 Taip – GASF > MTF, GADF > MTF

Wafer 0,998 0,997 0,997 Ne

TwoLeadECG 0,980 0,997 0,983 Taip – GADF > MTF, GADF > GASF

Earthquakes 0,8 0,8 0,8 Ne

4	 Išvados

Remiantis rezultatais galima teigti, kad laiko eilučių klasifikavimo tikslumas 
priklauso tiek nuo duomenų rinkinio, tiek nuo pasirinkto transformuojančio 
laiko eilutes į vaizdus metodo  –  apibendrintos generalizacijos apie meto-
dus daryti negalima.

Visgi, sprendžiant laiko eilučių klasifikavimo uždavinį su prižiūrimu CNN 
mokymusi galima padaryti šias išvadas:	

1.	 Jei tiriant duomenų rinkinį buvo nustatytas statistiškai reikšmingas 
metodo poveikis klasifikavimo tikslumui (tokie duomenų rinkiniai 
buvo keturi), tuomet arba GASF, arba GADF buvo pranašesnis už 
MTF. 

2.	 Tiriant keturis iš šešių duomenų rinkinius nebuvo nustatytas statis-
tiškai reikšmingas skirtumas tarp GASF ir GADF metodais transfor-
muotų laiko eilučių klasifikavimo tikslumo  (p > 0,05).  Natūralu – me-
todų prigimtis gana panaši. Viena išimtis yra „GunPoint“ duomenų 
rinkinys:  GASF metodas statistiškai reikšmingai pranašesnis už GADF 
(vidurkių skirtumas 0,066). Šis duomenų rinkinys turėjo mažiausiai 
mokymo pavyzdžių iš tirtųjų. Kita išimtis yra „TwoLeadECG“: GADF 
metodas statistiškai reikšmingai pranašesnis už GASF (vidurkių skir-
tumas 0,018).

3.	 Kai kurie rinkiniai, pavyzdžiui, „Wafer“ gerai klasifikuojami nepriklau-
somai nuo transformuojančio metodo. Vidutinis klasifikavimo tiks-
lumas, naudojant visus metodus, viršijo 0,997.  Šie duomenys mažai 
chaotiški, transformuotos laiko eilutės lengvai klasifikuojamos CNN.
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4.	 „Earthquakes“ duomenų rinkinio klasifikavimas pasirodė prastas 
nepriklausomai nuo taikyto metodo. Vidutinis transformuotų laiko 
eilučių klasifikavimo tikslumas neviršijo 0,8 tiriant visus metodus. 
Transformuojančiais metodais gauti vaizdai nepasižymėjo informa-
tyviais vizualiais bruožais. Šiame duomenų rinkinyje yra mažai perio-
diškumo ir dėsningumų, laiko eilutės labai chaotiškos.

Apibendrinant tai, kas buvo parašyta, tyrimas patvirtina, kad transfor-
mavimo metodas turi reikšmingą įtaką klasifikavimo rezultatams. Renkantis 
konkretų metodą praktikoje, verta atsižvelgti į konkretų duomenų rinkinį, 
tačiau verta pradėti nuo GADF, kurį taikius dažniau pasiekti aukštesni klasi-
fikavimo rezultatai. 	
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Santrauka. Darbo užmokesčio modeliavimas leidžia įvertinti įvairių rodiklių da-
romą įtaką pajamoms, gali padėti įmonėms nustatyti optimalų atlyginimą. Be 
to, didelis skirtumas tarp darbdavio deklaruojamo ir modelio prognozuojamo 
darbo užmokesčio reikšmių galėtų identifikuoti galimus sukčiavimo atvejus, kai 
siekiama išvengti mokestinių prievolių sąmoningai nurodant mažesnį atlygini-
mą. Šiame darbe nagrinėjami gyventojų užimtumo statistinio tyrimo duomenys 
ir taikomi skirtingi mašininio mokymosi modeliai atlyginimo prognozavimui. Re-
zultatai rodo, kad darbo užmokestį tiksliausiai prognozuoja medžių ansambliu 
paremtas gradientinio auginimo metodas – XGBoost.

Raktiniai žodžiai: Darbo užmokestis, prognozavimas, mašininis mokymasis, 
XGBoost.

1	 Įvadas

Darbo užmokesčio prognozavimas leidžia ne tik įvertinti skirtingų rodiklių 
įtaką atlyginimams, bet gali suteikti ir papildomą praktinę naudą. Įmonės, 
naudodamos modelius, galėtų tiksliau nustatyti konkurencingą ar optimalų 
atlyginimą, atsižvelgiant į rinkos sąlygas bei darbuotojų kvalifikaciją. Be to, 
valstybės institucijoms darbo užmokesčio modeliai gali padėti identifikuoti 
galimus sukčiavimo atvejus. Pavyzdžiui, kai oficialiai deklaruojamas mažes-
nis atlyginimas nei yra iš tikrųjų, siekiant išvengti mokestinių prievolių. At-
lyginimo, kaip ir kitų ekonominių rodiklių prognozei naudojami statistiniai 
metodai pavyzdžiui, tiesinė regresija [1], ar jos modifikacijos: LASSO, RIDGE 
[2]. Tačiau vis dažniau taikomi mašininio mokymosi modeliai, pavyzdžiui at-
sitiktiniai miškai [3]. Pastaruoju metu, įvairiose srityse, siekiant pasiekti kuo 
didesnį prognozavimo tikslumą, plačiai taikomi medžiais paremti gradien
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tinio auginimo metodai. Atlikti tyrimai, kuriuose parodyta, kad standarti-
niams - struktūrizuotiems duomenims, gradientinio medžių auginimo me-
todai dažnai lenkia bet kuriuos kitus, įskaitant ir giliojo mokymosi modelius 
[4,5]. Pagrindinis šio tyrimo tikslas – pritaikyti gradientinio auginimo metodą 
darbo užmokesčio prognozavimui ir palyginti jo tikslumą su kitais dažnai 
naudojamais regresijos modeliais.

2	 Duomenys

Darbe naudojami gyventojų užimtumo statistinio tyrimo duomenys. Tačiau 
apklausoje maža dalis respondentų nurodo savo pajamas. Todėl apklausos 
duomenys susiejami su kitu šaltiniu – naudojame požymius iš apklausos 
kaip prediktorius, o darbo užmokesčio reikšmės ir kiti darbovietės kintamie-
ji gaunami iš administracinio šaltinio. 

Nagrinėjami 2024 metų samdomųjų darbuotojų duomenys. Atlikus pra-
dinę analizę, tyrimui buvo atrinkti tokie asmens požymiai kaip išsilavinimas, 
lytis, profesija, baigtų studijų sritis, amžius, stažas darbovietėje ir dirbamų 
valandų skaičius, o taip pat papildomi darbovietės kintamieji: darbuotojų 
skaičius, apskritis, ekonominės veiklos grupė ir vidutinis atlyginimas. 

Padalinus duomenis į mokymo ir testavimo aibes santykiu 80:20, moky-
mo aibę sudaro 4785 įrašai, o testavimo – 1196. Be to, kategoriniai kintamie-
ji perkoduojami pseudokintamaisiais.

3	 Metodologija

Tyrime naudojami mašininio mokymosi regresijos modeliai: atraminių vek-
torių regresorius (AVR) (angl. support vector machine) [6], medžių ansam-
blių metodai: atsitiktiniai miškai (AM) (angl. random forest) [7] ir XGBoost 
[8]. Tiesinė regresija taikoma kaip bazinis modelis palyginimui. Siekiant 
sumažinti išsiskiriančių stebėjimų įtaką rezultatams, modeliuojamos loga-
ritmuotos darbo užmokesčio reikšmės. Ši transformacija yra monotoninė, 
todėl tinkama interpretavimo atveju, o taip pat imant prognozuotų reikš-
mių eksponentę, gaunama pradinių darbo užmokesčio reikšmių prognozė. 
Mašininio mokymosi metodams optimalūs parametrai parenkami taikant 
gardelės metodą su kryžmine patikra. AVR atveju nagrinėjami skirtingi 
branduoliai, reguliarizacijos,  branduolio koeficiento ir kiti parametrai. AM 
modelyje optimizuojami tokie hiperparametrai: medžių skaičius, maksi-



    Konferencijos „Lietuvos magistrantų informatikos ir IT tyrimai“ darbai   /  247

malus medžių gylis, mažiausias stebinių skaičius lape ir dalijime. XGBoost 
atveju nagrinėjami tokie parametrai kaip medžių skaičius, maksimalus 
medžių gylis, mokymosi greitis, reguliarizacijos parametras ir kiti. Mode-
lių hiperparametrų parinkimas ir apmokymas atliekamas mokymo aibė-
je, o jų tinkamumas vertinimas testavimo aibėje pagal keturias metrikas: 
vidutinė kvadratinė paklaida (MSE), vidutinė absoliutinė paklaida (MAE), 
Pirsono (angl. Pearson) koreliacijos koeficientas (ρ) ir determinacijos koefi- 
cientas (R2). 

4	 Rezultatai

Toliau pateikiamas modelių tinkamumo vertinimas testavimo aibėje pagal 
anksčiau nurodytas metrikas (žr. 1 lentelę ir 1 pav.). Raudonos linijos 1 pav. 
vizualiai parodo modelių tinkamumą, t.y. linija vaizduoja situaciją, kai pro-
gnozuojamos reikšmės idealiai sutampa su tikrosiomis, kuo arčiau taškai 
šios linijos, tuo modelis tinkamesnis. Pastebime, jog mašininio mokymosi 
metodų atveju gauname geresnius rezultatus nei naudojant tiesinę regre-
siją. Taip yra todėl, nes šie metodai gali įvertinti sudėtingesnius, netiesinius 
sąryšius tarp kintamųjų. Tiksliausiai prognozuojama naudojant XGBoost 
modelį, kurio visų metrikų reikšmės testavimo aibėje yra geriausios. Vis dėl-
to nė vienas modelis neprognozuoja darbo užmokesčio labai tiksliai, kas gali 
būti susiję su nepakankamai informatyviais požymiais. Pavyzdžiui, darbo 
stažas apibūdino tik patirtį dabartinėje darbovietėje, bet ne visą profesinę 
patirtį. Be to, nebuvo turima tiksli darbovietės vietovė – naudojant tik aps-
krities informaciją, gali būti neišskirtos didžiųjų miestų darbovietės, kuriose 
atlyginimai dažniausiai yra didesni.

1 lentelė. Modelių tinkamumo vertinimas testavimo aibėje

Modelis MSE MAE ρ R2

XGBoost 0,0933 0,2320 0,8279 0,6840

Atsitiktiniai miškai 0,0993 0,2387 0,8165 0,6637

Atraminių vektorių regresorius 0,1073 0,2497 0,7979 0,6366

Tiesinė regresija 0,1103 0,2540 0,7922 0,6263
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1	pav.	Modelių tikrosios ir prognozuotos reikšmės testavimo aibėje

5	 Išvados

Remiantis gautais rezultatais, galima teigti, kad mašininio mokymosi meto-
dai yra tinkamesni darbo užmokesčio prognozavimui nei tiesinė regresija. 
Geriausią tikslumą pasiekė medžiais paremtas gradientinio auginimo me-
todas XGBoost, taigi šį modelį siūlome naudoti darbo užmokesčio progno-
zavimui. Norint pasiekti didesnį tikslumą reikėtų įtraukti daugiau kintamųjų, 
tačiau tam reikėtų papildomų duomenų, pavyzdžiui, apklausų metu rinkti 
detalesnę informaciją, įtraukiant klausimus dėl visos profesinės patirties, 
geografi nės vietovės.
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Santrauka. Sparčiai augant saulės elektrinių skaičiui, didėja ir poreikis efektyviai 
analizuoti jų veikimo duomenis. Visgi duomenų analizę dažnai apsunkina nevie-
nodas matavimo kintamųjų žymėjimas, kylantis dėl skirtingų įrangos gamintojų, 
montuotojų ar lokalizacijos. Šiame darbe siūloma automatizuota kintamųjų kla-
sifikavimo metodika, leidžianti standartizuoti žymas pasitelkiant natūralios kal-
bos apdorojimo technikas ir mašininio mokymosi algoritmus. Tyrime panaudoti 
duomenys iš 178 saulės elektrinių, o kiekvienas įrašas buvo susietas su viena iš 
176 klasių pagal specialiai sukurtą septynių komponentų žymėjimo sistemą. Mo-
delių mokymui buvo suformuoti skaitiniai požymiai, įskaitant TF-IDF reikšmes, 
matavimo vienetų kodavimą ir kontekstinius požymius, gautus kaimynystės ana-
lizės būdu. Rezultatai parodė, kad siūlomi modeliai pasiekia itin didelį klasifika-
vimo tikslumą (daugeliu atvejų virš 99,9 %), o geriausi rezultatai gauti naudojant 
sprendimų medžio ir atsitiktinių miškų metodus.

Raktiniai žodžiai: saulės elektrinės, klasifikavimas, natūralios kalbos apdoroji-
mas, TF-IDF, mašininis mokymas, atraminių vektorių mašina, atsitiktiniai miškai, 
sprendimų medis, logistinė regresija.

1	 Įvadas

Pastaraisiais metais visame pasaulyje saulės elektrinių diegimas sparčiai 
auga, skatinamas visuotinio perėjimo prie atsinaujinančios energijos ir bū-
tinybės mažinti anglies dvideginio emisijas. 2023 metais pasaulinės saulės 
energijos instaliacijos augimas beveik padvigubėjo, naujai įdiegtos saulės 
elektrinės pridėjo 447 GW našumo į globalią rinką (palyginti 239 GW 2022 
metais). 87 % augimas rodo spartų sektoriaus plėtimąsi ir vis didesnę saulės 
energijos reikšmę pasaulio energetikos sistemoje [1]. Tačiau, nepaisant di-
delio šių sistemų potencialo, jų veikimą gali trikdyti įvairūs nenumatyti veiks-
niai. Pavyzdžiui, saulės modulių efektyvumą mažina šešėliavimas, dulkės, 
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netinkama modulio orientacija ir nepalankios oro sąlygos. Be to, aplinkos 
veiksniai, tokie kaip temperatūra, drėgmė ir vėjo greitis, irgi turi įtakos sau-
lės modulių našumui [2]. Didėjant saulės fotovoltinių (PV) sistemų mastui ir 
sudėtingumui, tampa itin svarbu efektyviai stebėti jų darbą bei analizuoti 
surinktus duomenis, siekiant palaikyti našumą ir laiku aptikti gedimus [3]. 
Esminė šio proceso dalis – duomenų rinkimas iš įvairių komponentų, tokių 
kaip inverteriai, saulės moduliai ar meteorologinės stotelės. Tačiau bandant 
apjungti ar palyginti duomenis iš skirtingų elektrinių kyla rimtas iššūkis. Dėl 
įrangos gamintojų, monitoringo sistemų, įrangos montuotojų ar lokalizaci-
jos skirtumų matavimų kintamųjų pavadinimai dažnai labai skiriasi. Tokie 
neatitikimai apsunkina duomenų standartizavimą ir tampa kliūtimi atlikti 
analizę, aptikti anomalijas ar rengti ataskaitas. Siekiant plėsti analizės mo-
delius ar automatizuotas ataskaitas plačiu mastu, nevienodi pavadinimai ir 
žymėjimai trukdo automatiškai identifikuoti reikalingus kintamuosius. Dėl 
to būtina individualizuoti sprendimus beveik kiekvienai elektrinei, o tai ap-
sunkina sprendimų taikymą platesniu mastu. Norint spręsti šią problemą, 
vis daugiau dėmesio skiriama unifikuotoms kintamųjų žymėjimo sistemoms 
kurti. Vienas iš tokių sprendimų yra SunSpec standartas, kuris apibrėžia 
bendrus parametrus ir nustatymus, skirtus stebėti ir valdyti paskirstytos 
energijos šaltinius [4].  Vis dėlto šis standartas orientuotas į „Modbus“ pro-
tokolą, todėl jo taikymas kitų tipų įrenginiams gali būti ribotas. Be to, SunS-
pec ir panašūs standartai pasižymi didžiausiu efektyvumu tuomet, kai jie 
yra įgyvendinami jau elektrinės projektavimo etapu, nes tai leidžia užtikrinti 
sistemų suderinamumą bei optimalų duomenų valdymą. Tačiau senesnėse 
elektrinėse, kurios buvo įdiegtos be šių standartų, būtina peržiūrėti ir pritai-
kyti esamas sistemas, siekiant suderinti kintamųjų pavadinimus su SunSpec 
ar kitais standartais. Tai reikalauja papildomų pastangų ir išteklių, nes kie-
kviena elektrinė gali turėti unikalių parametrų ir konfigūracijų, kuriuos reikia 
individualiai pritaikyti prie standartizuotos sistemos. Statistiniai metodai ir 
mašininio mokymosi modeliai gali reikšmingai prisidėti prie esamų mata-
vimo pavadinimų standartizavimo proceso, leidžiant efektyviau atpažinti 
matavimų tipus pagal jų pavadinimus, matavimo vienetus ar prietaisų pava-
dinimus [5]. Tokios sistemos gali stipriai sumažinti rankinį darbą, padidinti 
duomenų integracijos mastą ir atverti kelią pažangesnei skirtingų saulės 
elektrinių analitikai. Šiame darbe pristatomas šios problemos sprendimas 
– siūlomas duomenų žymėjimo standartas bei metodas atpažinti ir klasifi-
kuoti automatinio matavimo kintamuosius, kuris leidžia esamą žymėjimą 
transformuoti į naujai siūlomą standartą. Tyrimas inicijuotas UAB Elseta.
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2	 Duomenys

Tyrimui pasitelkti duomenys iš 178 saulės elektrinių. Kiekvienas įrašas atspin-
dėjo vienos elektrinės specifinio komponento (pvz., inverterio, skaitiklio ar 
kt.) vieną matavimo kintamąjį. Bendrai buvo analizuojami 20 225 duomenų 
rinkinio įrašai. Kiekvienas įrašas turėjo penkis atributus: matavimo identifika-
cinį numerį, matavimo pavadinimą, šaltinio (prietaiso) pavadinimą, matavimo 
vienetus bei objekto identifikacinį numerį. Remiantis SunSpec standartizavi-
mo principais [4], buvo sukurta personalizuota žymėjimo sistema. Kiekviena 
žyma sudaryta iš septynių dalių, kurios atskiriamos apatiniu brūkšniu (_). Jei 
tam tikra žymos dalis nėra taikoma konkrečiam matavimui, ji žymima brūkš-
neliu (-). Žymos struktūra yra nuosekli ir apima šiuos komponentus tokia eilės 
tvarka: įrenginio tipas, srovės tipas, matavimo tipas, matavimo eilės numeris, 
agregavimo metodas, matavimo periodas ir informacija apie importą ar eks-
portą. Tyrime klase laikomas kiekvienas unikalus žymos formatą atitinkantis 
septynių komponentų derinys. Kitaip tariant, kiekviena unikali žyma (pvz., 
„INV_String_I_1_-_-_-“ ar „INV_AC_I_1_-_-_-“) yra laikoma atskira klase. Pradinis 
duomenų rinkinys buvo sužymėtas rankiniu būdu, o galutiniame rinkinyje 
identifikuotos 176 skirtingos klasės. Prieš taikant klasifikavimo algoritmus, 
tekstiniai duomenys buvo apdoroti pasitelkiant natūralios kalbos apdoroji-
mo (NLP) technikas [6]. Tekstas buvo normalizuotas: paverstas mažosiomis 
raidėmis, pašalinti skyrybos ženklai bei specialieji simboliai. Iš tekstų paša-
linti nereikšmingi žodžiai ir atliktas žodžių kamienų išskyrimas. Įrenginio pa-
vadinimuose dažniausiai pasitaikančios įrenginių variacijos (pvz., „inverter“, 
„meter“) buvo suvienodintos į standartizuotas reikšmes (pvz., „INV“, „Meter“). 
Kadangi matavimo pavadinime matavimo numeriai, priklausomai nuo prie-
taiso, gali būti žymimi arba skaičiais, arba raidėmis, šios reikšmės buvo suvie-
nodintos. Raidiniai žymėjimai pakeisti į skaitinius (A = 1, B = 2 ir t.t.), išskirtos ir 
užkoduotos visos skaitinės reikšmės, išsaugotos atskiru požymiu.

3	 Metodologija

Surinkus ir sužymėjus duomenis pagal sukurtą žymėjimo sistemą, buvo pa-
rengta metodologija, skirta automatizuotai klasifikuoti matavimus, taikant 
mašininio mokymosi metodus.   Siekiant pagerinti modelių prognozavimo 
tikslumą, buvo sukurta papildomų požymių:

•	 Indikatoriai, rodantys, ar tekste yra tam tikrų reikšmių (pvz., „INV“, 
„DC“, „Current“, „Voltage“ ir pan.)
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•	 Tekstiniai duomenys paversti į skaitinę forma naudojant TF-IDF [7] 
metodą.

•	 Matavimo vienetų reikšmės užkoduotos paverčiant skirtingas katego-
rines reikšmes į naujus požymius, kur 1 rodo atitinkamos reikšmės 
buvimą, o 0 – nebuvimą.

Šie požymiai buvo sujungti į bendrą požymių rinkinį, kuris naudotas vi-
sose tolimesnėse modelių mokymų fazėse.

Klasių prognozei, buvo pasirinkta naudoti keturis skirtingus klasifikavi-
mo modelius: logistinę regresiją (LR) [8], sprendimų medį (SM) [9], atsitik-
tinių miškų (AM) [10] modelį, atraminių vektorių mašiną (SVM) [11]. Klasifi-
katoriai buvo vertinami taikant penkių dalių kryžminės validacijos metodą 
[12]. Gautos metrikos yra suskaičiuojamos kiekviename žingsnyje ir imamas 
jų vidurkis, kad būtų gautas bendras modelio našumo įvertis.

Modelių našumas buvo vertinamas pagal keturis pagrindinius klasifi-
kacijos metrikų rodiklius: tikslumą, preciziškumą, jautrumą ir F1 įvertį. Šios 
metrikos buvo apskaičiuotos kiekvienai klasei atskirai, o bendra reikšmė 
gauta naudojant svertinį vidurkį, atsižvelgiant į kiekvienos klasės dydį. 

Tikslumas apibūdina visų teisingai klasifikuotų įrašų santykį su bendru 
įrašų skaičiumi. Preciziškumas rodo, kiek modelio prognozuotų klasės i 
atvejų buvo teisingi. Jautrumas nurodo, kiek iš visų tikrųjų klasės i atvejų 
modelis atpažino teisingai. Tuo tarpu F1 įvertis – tai harmoninis precizišku-
mo ir jautrumo vidurkis, kuris suteikia subalansuotą vertinimą tarp abiejų.

kiekvienai klasei atskirai, o bendra reikšmė gauta naudojant svertinį vidurkį, atsižvelgiant į 
kiekvienos klasės dydį.

apibūdina visų teisingai klasifikuotų įrašų santykį su bendru įrašų skaičiumi. 
Preciziškumas rodo, kiek modelio prognozuotų klasės i atvejų buvo teisingi. Jautrumas nurodo, 
kiek iš visų tikrųjų klasės i atvejų modelis atpažino teisingai. Tuo tarpu F1 įver –
preciziškumo ir jautrumo vidurkis, kuris suteikia subalansuotą vertinimą tarp abiejų

𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇𝑇 =  
∑ (𝑇𝑇𝑇𝑇(𝑖𝑖) + 𝑇𝑇𝑇𝑇(𝑖𝑖))𝐶𝐶
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∑ (𝑇𝑇𝑇𝑇(𝑖𝑖) + 𝑇𝑇𝑇𝑇(𝑖𝑖) + 𝐹𝐹𝐹𝐹(𝑖𝑖) + 𝐹𝐹𝐹𝐹(𝑖𝑖))𝐶𝐶
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𝐹𝐹1(𝑖𝑖) =  2 ∙ 𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃š𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘(𝑖𝑖) ∙ 𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽(𝑖𝑖)
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Čia, 𝑇𝑇𝑇𝑇(𝑖𝑖) – kiek kartų klasė i buvo teisingai atpažinta kaip klasė 𝑖𝑖 𝑇𝑇𝑇𝑇(𝑖𝑖) – kiek kartų nei tikroji, 
i prognozuota klasė nebuvo 𝑖𝑖 𝐹𝐹𝐹𝐹(𝑖𝑖) – kiek kartų kita klasė buvo klaidingai atpažinta kaip klasė 

𝑖𝑖 𝐹𝐹𝐹𝐹(𝑖𝑖) – kiek kartų klasė 𝑖𝑖
Norint gauti bendrą preciziškumo, jautrumo ir F1 įverčio reikšmę, buvo skaičiuo
vidurkis, atsižvelgiant į kiekvienos klasės dydį:

𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵 į𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣 =  
∑ 𝑠𝑠𝑖𝑖

𝐶𝐶
𝑖𝑖=1 ∙ 𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀(𝑖𝑖)

∑ 𝑠𝑠𝑖𝑖
𝐶𝐶
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Čia, 𝑠𝑠𝑖𝑖 kiek įrašų priklauso klasei 𝑖𝑖 𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀(𝑖𝑖) atitinkamos metrikos įvertis klasei 𝑖𝑖

4 Eksperimentai ir rezultatai 
Po duomenų žymėjimo buvo atlikta galimų klasių dažnių analizė, kuri parodė, kad kai 

kurioms klasėms (pvz. „INV_AC_Q_ “) priklauso vos vienas stebėjimas. Tai gali apsunkinti šių 
klasių patikimą identifikavimą. Apdorojus duomenis, gautas duomenų rinkinys, sudarytas iš 
20225 eilučių ir 1819 stulpelių. Modelių vertinimui buvo taikyta penkių dalių kryžminė validacija. 

–
testavimui. Klasifikatorių – – našumas buvo vertinamas apskaičiuojant 
vidutines metrikas iš visų penkių validacijos kartojimų. 

Iš rezultatų matyti, kad aukščiausią tikslumą pasiekė 
siekė 92,56 %. Vis dėlto toks rezultatas nėra idealus. Atlikus prognozuotų ir realių reikšmių 
analizę, nustatyta, kad didžioji dalis klaidų buvo susijusios su matavimo eilės numerio 
neatitikimais. Pavyzdžiui, modelis įrašą klasifikavo kaip „INV_String_I_7_ “ –
inverterio grandinės srovę, kai tikroji reikšmė buvo „INV_String_I_6_ ” – šeštos inverterio 
grandinės srovė. Tokie neatitikimai rodo, kad klasifikatoriui sunku tiksliai identifikuoti 
aukštesnės eilės grandinės matavimus, kurių stebėjimų skaičius duomenyse buvo nedidelis. 

iais rezultatais, nuspręsta klasifikavimo užduotį suskaidyti į kelias atskiras 
prognozavimo užduotis, siekiant padidinti tikslumą ir palengvinti interpretaciją. Vietoje vienos 
sudėtinės klasės buvo suformuotos septynios atskiros kategorijos: įrenginio tipas („Device“), 
srovės tipas („Current“), matavimo tipas („Type“), matavimo eilės numeris („InputId“), 
agregavimo metodas („Aggregation“), matavimo periodas („Period“) ir informacija apie importą 
ar eksportą („Import/Export“). Duomenų rinkinio analizėje kiek

– ir SVM. Modelių našumo 
vertinimui buvo pasitelktas penkių dalių kryžminės validacijos metodas. Galutiniai metrikų 
įverčiai buvo apskaičiuoti kaip visų validacijos ciklų vidurkiai. Visų klasifikatorių mokymui buvo 
taikytas vienodas požymių rinkinys, tačiau kiekvienos kategorijos atveju, modeliai buvo 
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siekė 92,56 %. Vis dėlto toks rezultatas nėra idealus. Atlikus prognozuotų ir realių reikšmių 
analizę, nustatyta, kad didžioji dalis klaidų buvo susijusios su matavimo eilės numerio 
neatitikimais. Pavyzdžiui, modelis įrašą klasifikavo kaip „INV_String_I_7_ “ –
inverterio grandinės srovę, kai tikroji reikšmė buvo „INV_String_I_6_ ” – šeštos inverterio 
grandinės srovė. Tokie neatitikimai rodo, kad klasifikatoriui sunku tiksliai identifikuoti 
aukštesnės eilės grandinės matavimus, kurių stebėjimų skaičius duomenyse buvo nedidelis. 

iais rezultatais, nuspręsta klasifikavimo užduotį suskaidyti į kelias atskiras 
prognozavimo užduotis, siekiant padidinti tikslumą ir palengvinti interpretaciją. Vietoje vienos 
sudėtinės klasės buvo suformuotos septynios atskiros kategorijos: įrenginio tipas („Device“), 
srovės tipas („Current“), matavimo tipas („Type“), matavimo eilės numeris („InputId“), 
agregavimo metodas („Aggregation“), matavimo periodas („Period“) ir informacija apie importą 
ar eksportą („Import/Export“). Duomenų rinkinio analizėje kiek

– ir SVM. Modelių našumo 
vertinimui buvo pasitelktas penkių dalių kryžminės validacijos metodas. Galutiniai metrikų 
įverčiai buvo apskaičiuoti kaip visų validacijos ciklų vidurkiai. Visų klasifikatorių mokymui buvo 
taikytas vienodas požymių rinkinys, tačiau kiekvienos kategorijos atveju, modeliai buvo 

 
Iš rezultatų matyti, kad visų septynių kategorijų klasifikatorių našumas yra ypač aukštas –

beveik visais atvejais tikslumas, preciziškumas, jautrumas ir F1 rodikliai viršija 99 %. Vienintelio 
matavimo eilės numerio klasifikavimas geriausiai atliekamas naudojant klasifikatorių, kuris 

kiekvienai klasei atskirai, o bendra reikšmė gauta naudojant svertinį vidurkį, atsižvelgiant į 
kiekvienos klasės dydį.

apibūdina visų teisingai klasifikuotų įrašų santykį su bendru įrašų skaičiumi. 
Preciziškumas rodo, kiek modelio prognozuotų klasės i atvejų buvo teisingi. Jautrumas nurodo, 
kiek iš visų tikrųjų klasės i atvejų modelis atpažino teisingai. Tuo tarpu F1 įver –
preciziškumo ir jautrumo vidurkis, kuris suteikia subalansuotą vertinimą tarp abiejų
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Čia, 𝑇𝑇𝑇𝑇(𝑖𝑖) – kiek kartų klasė i buvo teisingai atpažinta kaip klasė 𝑖𝑖 𝑇𝑇𝑇𝑇(𝑖𝑖) – kiek kartų nei tikroji, 
i prognozuota klasė nebuvo 𝑖𝑖 𝐹𝐹𝐹𝐹(𝑖𝑖) – kiek kartų kita klasė buvo klaidingai atpažinta kaip klasė 

𝑖𝑖 𝐹𝐹𝐹𝐹(𝑖𝑖) – kiek kartų klasė 𝑖𝑖
Norint gauti bendrą preciziškumo, jautrumo ir F1 įverčio reikšmę, buvo skaičiuo
vidurkis, atsižvelgiant į kiekvienos klasės dydį:
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4 Eksperimentai ir rezultatai 
Po duomenų žymėjimo buvo atlikta galimų klasių dažnių analizė, kuri parodė, kad kai 

kurioms klasėms (pvz. „INV_AC_Q_ “) priklauso vos vienas stebėjimas. Tai gali apsunkinti šių 
klasių patikimą identifikavimą. Apdorojus duomenis, gautas duomenų rinkinys, sudarytas iš 
20225 eilučių ir 1819 stulpelių. Modelių vertinimui buvo taikyta penkių dalių kryžminė validacija. 
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srovės tipas („Current“), matavimo tipas („Type“), matavimo eilės numeris („InputId“), 
agregavimo metodas („Aggregation“), matavimo periodas („Period“) ir informacija apie importą 
ar eksportą („Import/Export“). Duomenų rinkinio analizėje kiek

– ir SVM. Modelių našumo 
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įverčiai buvo apskaičiuoti kaip visų validacijos ciklų vidurkiai. Visų klasifikatorių mokymui buvo 
taikytas vienodas požymių rinkinys, tačiau kiekvienos kategorijos atveju, modeliai buvo 
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Iš rezultatų matyti, kad visų septynių kategorijų klasifikatorių našumas yra ypač aukštas –

beveik visais atvejais tikslumas, preciziškumas, jautrumas ir F1 rodikliai viršija 99 %. Vienintelio 
matavimo eilės numerio klasifikavimas geriausiai atliekamas naudojant klasifikatorių, kuris 

Čia, TP(i)  – kiek kartų klasė i buvo teisingai atpažinta kaip klasė i. TN(i) – kiek 
kartų nei tikroji, nei prognozuota klasė nebuvo i. FP(i)  – kiek kartų kita klasė 
buvo klaidingai atpažinta kaip klasė i. FN(i) – kiek kartų klasė  buvo klaidin-
gai priskirta kitai klasei.
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Norint gauti bendrą preciziškumo, jautrumo ir F1 įverčio reikšmę, buvo 
skaičiuojamas svertinis vidurkis, atsižvelgiant į kiekvienos klasės dydį:
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𝐹𝐹1(𝑖𝑖) =  2 ∙ 𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃š𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘(𝑖𝑖) ∙ 𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽(𝑖𝑖)
𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃š𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘(𝑖𝑖) + 𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽𝐽(𝑖𝑖)  

Čia, 𝑇𝑇𝑇𝑇(𝑖𝑖) – kiek kartų klasė i buvo teisingai atpažinta kaip klasė 𝑖𝑖 𝑇𝑇𝑇𝑇(𝑖𝑖) – kiek kartų nei tikroji, 
i prognozuota klasė nebuvo 𝑖𝑖 𝐹𝐹𝐹𝐹(𝑖𝑖) – kiek kartų kita klasė buvo klaidingai atpažinta kaip klasė 

𝑖𝑖 𝐹𝐹𝐹𝐹(𝑖𝑖) – kiek kartų klasė 𝑖𝑖
Norint gauti bendrą preciziškumo, jautrumo ir F1 įverčio reikšmę, buvo skaičiuo
vidurkis, atsižvelgiant į kiekvienos klasės dydį:

𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵𝐵 į𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣 =  
∑ 𝑠𝑠𝑖𝑖

𝐶𝐶
𝑖𝑖=1 ∙ 𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀(𝑖𝑖)

∑ 𝑠𝑠𝑖𝑖
𝐶𝐶
𝑖𝑖=1

 

Čia, 𝑠𝑠𝑖𝑖 kiek įrašų priklauso klasei 𝑖𝑖 𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀(𝑖𝑖) atitinkamos metrikos įvertis klasei 𝑖𝑖

4 Eksperimentai ir rezultatai 
Po duomenų žymėjimo buvo atlikta galimų klasių dažnių analizė, kuri parodė, kad kai 

kurioms klasėms (pvz. „INV_AC_Q_ “) priklauso vos vienas stebėjimas. Tai gali apsunkinti šių 
klasių patikimą identifikavimą. Apdorojus duomenis, gautas duomenų rinkinys, sudarytas iš 
20225 eilučių ir 1819 stulpelių. Modelių vertinimui buvo taikyta penkių dalių kryžminė validacija. 

–
testavimui. Klasifikatorių – – našumas buvo vertinamas apskaičiuojant 
vidutines metrikas iš visų penkių validacijos kartojimų. 

Iš rezultatų matyti, kad aukščiausią tikslumą pasiekė 
siekė 92,56 %. Vis dėlto toks rezultatas nėra idealus. Atlikus prognozuotų ir realių reikšmių 
analizę, nustatyta, kad didžioji dalis klaidų buvo susijusios su matavimo eilės numerio 
neatitikimais. Pavyzdžiui, modelis įrašą klasifikavo kaip „INV_String_I_7_ “ –
inverterio grandinės srovę, kai tikroji reikšmė buvo „INV_String_I_6_ ” – šeštos inverterio 
grandinės srovė. Tokie neatitikimai rodo, kad klasifikatoriui sunku tiksliai identifikuoti 
aukštesnės eilės grandinės matavimus, kurių stebėjimų skaičius duomenyse buvo nedidelis. 

iais rezultatais, nuspręsta klasifikavimo užduotį suskaidyti į kelias atskiras 
prognozavimo užduotis, siekiant padidinti tikslumą ir palengvinti interpretaciją. Vietoje vienos 
sudėtinės klasės buvo suformuotos septynios atskiros kategorijos: įrenginio tipas („Device“), 
srovės tipas („Current“), matavimo tipas („Type“), matavimo eilės numeris („InputId“), 
agregavimo metodas („Aggregation“), matavimo periodas („Period“) ir informacija apie importą 
ar eksportą („Import/Export“). Duomenų rinkinio analizėje kiek

– ir SVM. Modelių našumo 
vertinimui buvo pasitelktas penkių dalių kryžminės validacijos metodas. Galutiniai metrikų 
įverčiai buvo apskaičiuoti kaip visų validacijos ciklų vidurkiai. Visų klasifikatorių mokymui buvo 
taikytas vienodas požymių rinkinys, tačiau kiekvienos kategorijos atveju, modeliai buvo 

 
Iš rezultatų matyti, kad visų septynių kategorijų klasifikatorių našumas yra ypač aukštas –

beveik visais atvejais tikslumas, preciziškumas, jautrumas ir F1 rodikliai viršija 99 %. Vienintelio 
matavimo eilės numerio klasifikavimas geriausiai atliekamas naudojant klasifikatorių, kuris 

Čia, si – kiek įrašų priklauso klasei i,  Metrika(i)  – atitinkamos metrikos įvertis 
klasei i.

4	 Eksperimentai ir rezultatai

Po duomenų žymėjimo buvo atlikta galimų klasių dažnių analizė, kuri paro-
dė, kad kai kurioms klasėms (pvz. „INV_AC_Q_-_-_-_-“) priklauso vos vienas 
stebėjimas. Tai gali apsunkinti šių klasių patikimą identifikavimą. Apdoro-
jus duomenis, gautas duomenų rinkinys, sudarytas iš 20225 eilučių ir 1819 
stulpelių. Modelių vertinimui buvo taikyta penkių dalių kryžminė validacija. 
Kiekviename validacijos cikle keturios dalys buvo naudojamos modelio mo-
kymui, o likusi – testavimui. Klasifikatorių – LR, AM, SM  bei SVM – našumas 
buvo vertinamas apskaičiuojant vidutines metrikas iš visų penkių validacijos 
kartojimų.

Iš rezultatų matyti, kad aukščiausią tikslumą pasiekė SVM klasifikato-
rius, kurio tikslumas siekė 92,56 %. Vis dėlto toks rezultatas nėra idealus. 
Atlikus prognozuotų ir realių reikšmių analizę, nustatyta, kad didžioji dalis 
klaidų buvo susijusios su matavimo eilės numerio neatitikimais. Pavyzdžiui, 
modelis įrašą klasifikavo kaip „INV_String_I_7_-_-_-“ – septintos inverterio 
grandinės srovę, kai tikroji reikšmė buvo „INV_String_I_6_-_-_-” – šeštos in-
verterio grandinės srovė. Tokie neatitikimai rodo, kad klasifikatoriui sunku 
tiksliai identifikuoti aukštesnės eilės grandinės matavimus, kurių stebėji-
mų skaičius duomenyse buvo nedidelis. Remiantis pirminiais rezultatais, 
nuspręsta klasifikavimo užduotį suskaidyti į kelias atskiras prognozavimo 
užduotis, siekiant padidinti tikslumą ir palengvinti interpretaciją. Vietoje 
vienos sudėtinės klasės buvo suformuotos septynios atskiros kategorijos: 
įrenginio tipas („Device“), srovės tipas („Current“), matavimo tipas („Type“), 
matavimo eilės numeris („InputId“), agregavimo metodas („Aggregation“), 
matavimo periodas („Period“) ir informacija apie importą ar eksportą („Im-
port/Export“). Duomenų rinkinio analizėje kiekviena kategorija buvo atski-
rai prognozuojama taikant keturis skirtingus klasifikatorius – LR, SM, AM ir 
SVM. Modelių našumo vertinimui buvo pasitelktas penkių dalių kryžminės 
validacijos metodas. Galutiniai metrikų įverčiai buvo apskaičiuoti kaip visų 
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validacijos ciklų vidurkiai. Visų klasifikatorių mokymui buvo taikytas vieno-
das požymių rinkinys, tačiau kiekvienos kategorijos atveju, modeliai buvo 
apmokomi prognozuoti tos kategorijos klases.

Iš rezultatų matyti, kad visų septynių kategorijų klasifikatorių našumas 
yra ypač aukštas – beveik visais atvejais tikslumas, preciziškumas, jautru-
mas ir F1 rodikliai viršija 99 %. Vienintelio matavimo eilės numerio klasi-
fikavimas geriausiai atliekamas naudojant SM klasifikatorių, kuris pasiekė 
92,58 % tikslumą. Atliekant klaidų analizę, paaiškėjo, kad dažniausiai klaidų 
kyla, kai tam pačiam įrenginiui priskiriami keli vienodo tipo matavimai su 
tapačiu matavimo eilės numeriu. Tokiais atvejais modelis sunkiai atskiria 
panašius įrašus. Kitas dažnas netikslumų šaltinis – fazių matavimai, kurie 
turėtų būti žymimi kaip A–B, B–C, C–A (atitinkamai 1–2, 2–3, 3–1). Visgi kla-
sifikavimo metu jie neretai interpretuojami tik pagal pirmąją fazę, t. y. 1, 2 
arba 3.

Siekiant padidinti tikslumą ir išspręsti šias problemas, buvo nuspręsta 
atlikti kelis duomenų apdorojimo etapo pakeitimus. Pirmiausia, frazių gru-
pių nominalūs žymėjimai buvo pakeisti skaitinėmis išraiškomis. Siekiant 
aiškiau atskirti fazių numerius nuo įprastų numerių žymėjimo, buvo atlikti 
tokie pakeitimai:

•	 A-B → 100-200
•	 B-C → 200-300
•	 C-A → 300-100

Šios reikšmės pasirinktos tam, kad fazių žymėjimai būtų aiškiai atskir-
ti nuo kitų numeravimo reikšmių. Bandant spręsti vienodų eilės numerių 
vienodo matavimo tame pačiame įrenginyje problemą, buvo atlikta kaimy-
nystės analizė. Kiekvienam įrašui priskirti panašūs įrašai (kaimynai), atsižvel-
giant į:

•	 Tą patį objekto identifikacinį numerį
•	 Sutampantį prietaiso pavadinimą
•	 Tokį patį matavimo pavadinimą (be skaičių)

Tokiu būdu buvo siekiama identifikuoti įrašus, kurie turi tą pačią struk-
tūrą ar šabloną, tačiau skiriasi tik skaitinėmis reikšmėmis (pvz. įtampos fa-
zėse ar grandinėse). Randami kiekvieno įrašo kaimynai ir išgaunamos jų 
skaitinės reikšmės. Šios reikšmės yra užkoduojamos ir paverčiamos į viene-
tinę reprezentaciją – sukuriami binariniai požymiai, tokie kaip neighbor_1, 
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neighbor_3, kuriuose reikšmė 1 reiškia, kad įrašas turi kaimyną su atitinka-
mu skaičiumi.

Įrašui priskiriamas dvejetainis požymis, kuris įgyja reikšmę 1, jei bent vie-
nas kaimynas turi tą pačią skaitinę reikšmę kaip ir pats įrašas, ir 0 – jei tokių 
sutapimų nėra. Papildomai apskaičiuojamas ir kiekybinis požymis, rodantis, 
kiek kitų įrašų toje pačioje kaimynystėje turi identišką skaitinę reikšmę. Šios 
papildomos savybės leidžia klasifikatoriams geriau įvertinti ne tik kiekvieno 
įrašo turinį atskirai, bet ir jo kontekstą – tai yra, kaip jis susijęs su kitais pa-
našiais to paties įrenginio ar sistemos įrašais.

Atlikus šiuos duomenų apdorojimo patobulinimus, modeliai dar kartą 
buvo apmokyti, naudojant tuos pačius mokymo duomenis, ir įvertinti tais 
pačiais metodais bei metrikomis. Rezultatai pateikiami 1 lentelėje. Iš jų ma-
tyti, kad matavimų eilės numerių klasifikavimo tikslumas reikšmingai padi-
dėjo – nuo 92,58 % iki 99,76 %.

Geriausi rezultatai gauti naudojant SM, AM ir SVM klasifikatorius. Prietai-
so tipas buvo prognozuotas 99,99±0,01 % tikslumu, srovės tipo prognozės 
AM modeliu pasiektos 99,93±0,04 % tikslumu. Tipas – taip pat AM modeliu – 
99,92±0,05 %. Matavimo numeris, agregavimo lygis ir importo ar ekspor-
to požymis geriausiai prognozuoti SM modeliu, atitinkamai 99,76±0,09 %, 
99,97±0,04 %, 99,99±0,01 % tikslumu. Matavimo periodas – SM, AM ir SVM 
modeliais – taip pat 99,95±0,02 % tikslumu.

Geriausiems kiekvienos kategorijos modeliams buvo atliktas hiperpara-
metrų tyrimas, naudojant gardelinės paieškos metodą. SM modeliui nau-
dota ši hiperparametrų gardelė: max_depth = [None, 10, 20, 30], min_sam-
ples_split = [2, 5, 10], min_samples_leaf = [1, 2, 4]. AM modeliui – n_estimators 
= [100, 200], max_depth = [None, 10, 20], min_samples_split = [2, 5], min_sam-
ples_leaf = [1, 2]. Prietaiso tipo, srovės tipo ir periodo klasifikavimui optima-
lus buvo AM modelis su parametrais: max_depth=None, min_samples_leaf=1, 
min_samples_split=2, n_estimators=100. Matavimo tipo klasifikavimui taip pat 
geriausiai pasirodė AM modelis, tačiau su min_samples_split=5. Matavimo 
eilės numeriui, agregacijos tipui ir žymai apie importą/eksportą tiksliausiai 
klasifikuoti pavyko SM modeliams su parametrais: max_depth=None, min_
samples_leaf=1, min_samples_split=2.
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1 lentelė. Klasifikavimo rezultatai skirtingoms kategorijoms po patobulinimo.

Katego-
rija

Meto-
das

Tikslumas Preciziškumas Jautrumas F1

Device

LR 0,9992 ± 0,0001 0,9992 ± 0,0001 0,9992 ± 0,0001 0,9992 ± 0,0001

SM 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002

AM 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002

SVM 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002

Current

LR 0,9906 ± 0,0005 0,9909 ± 0,0004 0,9906 ± 0,0005 0,9906 ± 0,0005

SM 0,9983 ± 0,0010 0,9983 ± 0,0010 0,9983 ± 0,0010 0,9983 ± 0,0010

AM 0,9993 ± 0,0004 0,9993 ± 0,0004 0,9993 ± 0,0004 0,9993 ± 0,0004

SVM 0,9918 ± 0,0012 0,9922 ± 0,0011 0,9918 ± 0,0012 0,9918 ± 0,0012

Type

LR 0,9979 ± 0,0006 0,9978 ± 0,0005 0,9979 ± 0,0006 0,9987 ± 0,0003

SM 0,9987 ± 0,003 0,9987 ± 0,0003 0,9987 ± 0,0003 0,9987 ± 0,0003

AM 0,9992 ± 0,0005 0,9992 ± 0,0005 0,9992 ± 0,0005 0,9992 ± 0,0005

SVM 0,9991 ± 0,0003 0,9991 ± 0,0003 0,9991 ± 0,0003 0,9991 ± 0,0003

InputId

LR 0,9764 ± 0,0027 0,9777 ± 0,0028 0,9764 ± 0,0027 0,9760 ± 0,0026

SM 0,9976 ± 0,0009 0,9976 ± 0,0009 0,9976 ± 0,0009 0,9976 ± 0,0009

AM 0,9970 ± 0,0011 0,9970 ± 0,0011 0,9970 ± 0,0011 0,9970 ± 0,0011

SVM 0,9915 ± 0,0016 0,9917 ± 0,0015 0,9915 ± 0,0016 0,9915 ± 0,0016

Aggrega-
tion

LR 0,9993 ± 0,0005 0,9993 ± 0,0005 0,9993 ± 0,0005 0,9993 ± 0,0005

SM 0,9997 ± 0,0004 0,9997 ± 0,0004 0,9997 ± 0,0004 0,9997 ± 0,0004

AM 0,9994 ± 0,0005 0,9994 ± 0,0005 0,9994 ± 0,0005 0,9994 ± 0,0005

SVM 0,9996 ± 0,0004 0,9996 ± 0,0004 0,9996 ± 0,0004 0,9996 ± 0,0004

Period

LR 0,9998 ± 0,0002 0,9998 ± 0,0002 0,9998 ± 0,0002 0,9998 ± 0,0002

SM 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002

AM 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002

SVM 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002 0,9999 ± 0,0002

Import/
Export

LR 0,9994 ± 0,0002 0,9990 ± 0,0004 0,9994 ± 0,0002 0,9992 ± 0,0003

SM 0,9999 ± 0,0001 0,9999 ± 0,0001 0,9999 ± 0,0001 0,9999 ± 0,0001

AM 0,9997 ± 0,002 0,9996 ± 0,0004 0,9997 ± 0,0002 0,9996 ± 0,0003

SVM 0,9999 ± 0,0002 0,9998 ± 0,0003 0,9999 ± 0,0002 0,9998 ± 0,0003

5	 Išvados

Šiame darbe pristatyta metodologija, skirta automatizuotam saulės elek-
trinių matavimo kintamųjų klasifikavimui, pasitelkiant NLP technikas bei 
mašininio mokymosi algoritmus. Tyrimo rezultatai atskleidė, kad, nepaisant 
didelės duomenų įvairovės ir nevienodo skirtingų elektrinių žymėjimo, tin-
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kamai parinkus duomenų paruošimo strategijas ir požymių inžinerijos me-
todus, galima pasiekti ypač aukštą klasifikavimo tikslumą.

Iš pradžių modeliai buvo mokomi klasifikuoti visas žymas kaip vientisus 
vienetus, tačiau tai lėmė klaidas specifinėse vietose, ypač prognozuojant 
matavimo eilės numerius. Siekiant padidinti prognozių tikslumą ir pagerinti 
interpretaciją, klasifikavimo užduotis buvo suskaidyta į septynias atskiras 
kategorijas, kurios atitiko žymų struktūrą. Toks sprendimas leido kiekvieną 
žymos komponentą prognozuoti atskirai, ženkliai padidinant bendrą tikslu-
mą ir lankstumą.

Be to, atlikti papildomi duomenų paruošimo patobulinimai – fazių žymė-
jimo standartizavimas bei kaimynystės analizės pagrindu sukurti papildomi 
požymiai – dar labiau padidino prognozių tikslumą. Po šių patobulinimų kla-
sifikavimo tikslumas sudėtingiausioje kategorijoje – matavimo eilės nume-
ryje – išaugo nuo 92,58 % iki 99,76 %, o kitos kategorijos pasiekė virš 99,9% 
tikslumą.

Šie rezultatai rodo, kad automatizuotas matavimo kintamųjų klasifikavi-
mas, pagrįstas NLP technikomis ir mašininio mokymosi modeliais, gali būti 
veiksmingai taikomas realiose situacijose, ypač integruojant nevienodai 
sužymėtus duomenis iš skirtingų saulės elektrinių. Tokie sprendimai gali 
stipriai sumažinti rankinį darbą, pagreitinti analizės procesus ir sudaryti są-
lygas pažangesnėms stebėsenos bei ataskaitų sistemoms saulės energijos 
sektoriuje.

Padėka: Tyrimas finansuojamas pagal LR Švietimo, mokslo ir sporto minis-
terijos programą „Universitetų ekscelencijos iniciatyvos“ (LR ŠMSM mokslo 
plėtros programos pažangos priemonė Nr. 12-001-01-01-01 „Gerinti mokslo 
ir studijų aplinką“).
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Santrauka. Straipsnyje vertinami maišos (angl. hash-based) ir diapazoninio (angl. 
range-based) duomenų skaidymo metodai PostgreSQL (su Citus plėtiniu) ir Mon-
goDB duomenų bazėse. Eksperimentai atlikti automatizuojant duomenų įkėlimą 
bei vykdant įvairaus sudėtingumo užklausas naudojant JMeter įrankį. Rezultatai 
parodė, jog maišos metodas yra efektyvesnis izoliuotoms užklausoms, tuo tar-
pu diapazoninis skaidymas geriau tinka intervalinėms užklausoms. Pastebėtas 
ryškus PostgreSQL su Citus pranašumas automatizuojant klasterio operacijas, 
lyginant su MongoDB. Tyrimo rezultatai gali būti paveikti pasirinktų duomenų 
schemos specifikos ir riboto duomenų kiekio.

Raktiniai žodžiai: PostgreSQL, MongoDB, Citus, duomenų  bazių skaidymas, 
JMeter, maišos skaidymas, diapazoninis skaidymas.

1	 Įvadas

Augant duomenų kiekiui ir naudotojų skaičiui, didėja efektyvaus duomenų 
valdymo poreikis. Vienas iš pagrindinių būdų padidinti duomenų bazių na-
šumą ir mastelį yra horizontalusis skaidymas (angl. sharding) – duomenų 
padalinimas tarp kelių serverių pagal tam tikrą raktą, užtikrinantis apkrovos 
balansavimą ir galimybę sistemą plėsti horizontaliai [1], [2].

Tyrime pasirinktos dvi skirtingų tipų duomenų bazių valdymo sistemos: 
PostgreSQL – atvirojo kodo reliacinė DBVS, pasižyminti patikimumu ir SQL 
suderinamumu [2]; MongoDB – dokumentinė NoSQL duomenų bazė, pa-
laikanti horizontalų mastelio didinimą ir replikaciją [3]. Duomenų paskirsty-
mui PostgreSQL aplinkoje naudotas Citus plėtinys, leidžiantis realizuoti skai-
dymą ir paskirstytas užklausas [4]. Visos sistemos paleistos virtualiose ma-
šinose, naudojant Docker konteinerizacijos platformą – tai užtikrina lengvą 
komponentų izoliavimą ir konfigūracijos perkeliamumą [5].
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2	 Tyrimo metodologija
Eksperimentams buvo parengta OpenNebula virtualizacijos platforma. Ekspe-
rimentinė aplinka sudaryta iš virtualių mašinų (VM), naudojančių Ubuntu 24.04 
LTS operacinę sistemą. Naudoti du skirtingi duomenų bazių tipai – PostgreSQL 
(17 versija su Citus 13.0.3 plėtiniu [4]) ir MongoDB (4.4.29 versija) [6].

Virtualių mašinų charakteristikos:

•	 PostgreSQL (vieno serverio konfigūracija): 2 CPU, 8 vCPU branduoliai, 
10 GB RAM, 100 GB vietos saugykloje (ext4 failų sistema).

•	 PostgreSQL (klasterio pagrindinis serveris): 2 CPU, 8 vCPU branduoliai, 
10 GB RAM, 100 GB vietos saugykloje.

•	 PostgreSQL (klasterio mazgai): keturios VM, kiekviena su 1 CPU, 4 
vCPU branduoliais, 5 GB RAM ir 50 GB vietos saugykloje.

•	 MongoDB (vieno serverio konfigūracija): 2 CPU, 8 vCPU branduoliai, 10 
GB RAM, 100 GB vietos saugykloje.

•	 MongoDB (klasterio konfigūracija): maršrutizatorius (1 CPU, 4 vCPU, 
5 GB RAM, 50 GB vietos), konfigūraciniai serveriai (1 CPU, 4 vCPU, 5 
GB RAM, 50 GB vietos), du duomenų mazgai (po 2 CPU 8 vCPU, 10 GB 
RAM, 100 GB vietos)

Visos VM naudoja Docker 26.1.3 versiją, skirtą automatizuoti programi-
nės įrangos diegimą ir valdymą, kas leidžia efektyviai valdyti eksperimenti-
nes aplinkas, užtikrinant konfigūracijų vientisumą ir atkuriamumą [5], [2].

MongoDB klasterio architektūrai pasirinktas išskaidytas dizainas, atitin-
kantis tipinį replikacijos ir skaidymo modelį, kuris plačiai aprašytas moksli-
nėje literatūroje kaip tinkamas našumo ir atsparumo pusiausvyrai [7].

3	 Duomenų struktūra ir schema
Duomenų rinkiniui pasirinkta Point-of-Sale (PoS) tipo duomenų schema. 
PostgreSQL lentelių struktūra išliko tokia pati tiek vieno serverio, tiek klaste-
rio atveju, skirtumas tik tas, kad klasteryje lentelės buvo paskirstytos naudo-
jant skaidymo metodus. MongoDB sistemai buvo sukurta analogiška doku-
mentų struktūra, laikantis dokumentų orientuotos paradigmos ir pritaikius 
JSON schemos validatorių. Esminių duomenų modelio pakeitimų, išskyrus 
formos keitimą iš lentelės į dokumentus, atlikta nebuvo.

Skaidymo metodai:

•	 Maišos (angl. hash) metodas: Duomenys skaidomi pagal įmonės iden-
tifikatorių (tenant_id). Šis metodas buvo naudotas abiejose sistemose 
(PostgreSQL su Citus ir MongoDB klasteryje).



262  /   Konferencijos „Lietuvos magistrantų informatikos ir IT tyrimai“ darbai

•	 Diapazoninis (angl. range) metodas: Duomenys skaidomi pagal įmo-
nės identifikatorių (tenant_id). 

Raktas tenant_id pasirinktas dėl savo gebėjimo užtikrinti pakankamą en-
tropiją (skirtingų reikšmių pasiskirstymą) tarp įrašų – tai rekomenduojama 
literatūroje kaip viena iš pagrindinių skaidymo rakto savybių [1], [7].

Citus klasterį sudaro koordinatoriaus mazgas, kuris valdo metaduome-
nis apie duomenų fragmentų (išskaidytų dalių) išdėstymą ir nukreipia už-
klausas, bei vienas ar daugiau darbininkų mazgų. Darbininkų mazgai saugo 
faktinius išskaidytų lentelių duomenis šiose išskaidytose dalyse ir atlieka 
didžiąją dalį duomenų apdorojimo bei skaičiavimų. [4]

PostgreSQL atveju duomenų lentelės sukurtos pagal standartinius SQL 
DDL sakinius su atitinkamais apribojimais ir sąsajomis. Maišos skaidymo 
atveju lentelės buvo paskirstytos klasteryje naudojant komandą create_dis-
tributed_table pagal tenant_id. Diapazoninio skaidymo atveju buvo panaudo-
tas schema pagrįstas skaidymas (angl. Schema-based sharding), leidžiantis 
paskirstyti duomenis pagal schemas, kurios buvo paskirstytos pagal tenant_
id. Taip Citus klasteryje pavyko imituoti diapazoninį skaidymą.

MongoDB išskaidytą klasterį sudaro:
•	 Išskaidytos dalys (angl. Shards): Kiekviena saugo dalį visų duomenų. 

Būtinai turi veikti kaip replikų rinkinys (angl. replica set).
•	 Maršrutizatorius (mongos): Veikia kaip užklausų nukreipėjas, per kurį 

aplikacijos jungiasi prie viso telkinio.
•	 Konfigūraciniai serveriai: Laiko telkinio metaduomenis ir nustatymus. 

Būtinai turi veikti kaip replikų rinkinys (CSRS).

1 paveikslėlis rodo, kaip šie komponentai sąveikauja tarpusavyje [6].

pav. MongoDB išskaidyto klasterio komponentų sąveika

duomenų vientisumui užtikrinti. Duomenų klasteryje naudojamas MongoDB maišos
tenant_id tenant_id.

4 Duomenų įkėlimas 
Eksperimentinių duomenų įkėlimas į PostgreSQL ir MongoDB duomenų 

automatizuotas naudojant Apache JMeter įrankį [8]. Naudojant parengtą testavimo scenarijų, 
buvo užpildytos tiek atskiros, tiek skaidytos (maišos ir diapazoniniu būdu) duomenų bazių 
konfigūracijos. Duomenų rinkinį sudarė lentelės ir kolekcijos, imituojančios realius Point
(PoS) sistemos duomenis, įskaitant užsakymus, klientus, mokėjimus ir kitus susijusius objektus. 
Įrašų kiekis ir dydis lentelėse bei kolekcijose skyrėsi priklausomai nuo pasirinktos skaidymo 
strategijos ir duomenų bazės ti

Lentelių dydžiai PostgreSQL duomenų bazėje (vieno serverio konfigūracija) svyravo nuo 
kelių kilobaitų (mažiausios lentelės, pvz., discounts – loyalties – 1,5 MB) iki kelių gigabaitų 
(didžiausia lentelė order_items – o konfigūracijoje didžiausia 
kolekcija buvo tenants, kurios bendras dydis siekė apie 2 GB (225 MB duomenų ir 149 MB 
indeksų), tačiau dėl ryšio sutrikimų kai kurios lentelės (pvz., bookings order_items discounts
tuščios ir buvo testuojama su užpildytomis lentelėmis.

PostgreSQL su Citus maišos skaidymas sumažino didžiausios lentelės order_items dydį iki 
5,85 GB, paskirstant apie 79 mln. įrašų. Analogiškai diapazoninis skaidymas lentelės order_items
dydį padidino iki 6,41 GB dėl papildomų schemų administravimo duomenų.

MongoDB skaidyto klasterio maišos strategija didžiausią order_items kolekciją sumažino iki 
610 MB, išskaidant apie 4,2 mln. dokumentų. Diapazoninis skaidymas šią kolekciją išlaikė 
panašaus dydžio (apie 611 MB), tačiau įrašai taip pat buvo paskirstyti tarp mazgų.

Bendras duomenų įkėlimo greitis buvo didžiausias PostgreSQL vieno serverio 
konfigūracijoje, tuo tarpu MongoDB vieno serverio duomenų įkėlimas vyko pastebimai lėčiau dėl 
ryšio stabilumo problemų ir lėtesnio dokumentų apdorojimo greičio.

Preliminarūs duomenų įkėlimo testai parodė, kad:

1 pav. MongoDB išskaidyto klasterio komponentų sąveika
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MongoDB dokumentai buvo saugomi atskirose kolekcijose, naudotas 
JSON schemos validatorius duomenų vientisumui užtikrinti. Duomenų klas-
teryje naudojamas MongoDB maišos skaidymo mechanizmas pagal tenant_
id ir diapazoninio skaidymo mechanizmas pagal tenant_id.

4	 Duomenų įkėlimas

Eksperimentinių duomenų įkėlimas į PostgreSQL ir MongoDB duomenų 
bazes buvo automatizuotas naudojant Apache JMeter įrankį [8]. Naudojant 
parengtą testavimo scenarijų, buvo užpildytos tiek atskiros, tiek skaidytos 
(maišos ir diapazoniniu būdu) duomenų bazių konfigūracijos. Duomenų 
rinkinį sudarė lentelės ir kolekcijos, imituojančios realius Point-of-Sale (PoS) 
sistemos duomenis, įskaitant užsakymus, klientus, mokėjimus ir kitus susi-
jusius objektus. Įrašų kiekis ir dydis lentelėse bei kolekcijose skyrėsi priklau-
somai nuo pasirinktos skaidymo strategijos ir duomenų bazės tipo.

Lentelių dydžiai PostgreSQL duomenų bazėje (vieno serverio konfigūra-
cija) svyravo nuo kelių kilobaitų (mažiausios lentelės, pvz., discounts – 8 kB, 
loyalties – 1,5 MB) iki kelių gigabaitų (didžiausia lentelė order_items – 8,9 GB). 
MongoDB vieno serverio konfigūracijoje didžiausia kolekcija buvo tenants, 
kurios bendras dydis siekė apie 2 GB (225 MB duomenų ir 149 MB indeksų), 
tačiau dėl ryšio sutrikimų kai kurios lentelės (pvz., bookings, order_items, dis-
counts) liko tuščios ir buvo testuojama su užpildytomis lentelėmis.

PostgreSQL su Citus maišos skaidymas sumažino didžiausios lentelės 
order_items dydį iki 5,85 GB, paskirstant apie 79 mln. įrašų. Analogiškai dia-
pazoninis skaidymas lentelės order_items dydį padidino iki 6,41 GB dėl papil-
domų schemų administravimo duomenų.

MongoDB skaidyto klasterio maišos strategija didžiausią order_items ko-
lekciją sumažino iki 610 MB, išskaidant apie 4,2 mln. dokumentų. Diapazo-
ninis skaidymas šią kolekciją išlaikė panašaus dydžio (apie 611 MB), tačiau 
įrašai taip pat buvo paskirstyti tarp mazgų.

Bendras duomenų įkėlimo greitis buvo didžiausias PostgreSQL vieno 
serverio konfigūracijoje, tuo tarpu MongoDB vieno serverio duomenų įkėli-
mas vyko pastebimai lėčiau dėl ryšio stabilumo problemų ir lėtesnio doku-
mentų apdorojimo greičio.

Preliminarūs duomenų įkėlimo testai parodė, kad:
•	 PostgreSQL (vienas serveris) ir Citus klasteris buvo efektyviausi pagal 

duomenų įkėlimo greitį ir stabilumą.
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•	 MongoDB įkėlimas vykdėsi lėčiau, ypač vieno serverio aplinkoje, dėl 
dokumentinio formato specifikos ir periodinių ryšio sutrikimų.

Tolimesniuose tyrimuose rekomenduojama detaliau analizuoti ir opti-
mizuoti MongoDB duomenų įkėlimo parametrus bei tinklo stabilumą, sie-
kiant išvengti aptiktų ribojimų.

5	 Užklausų rezultatų analizė

Norint palyginti skirtingus skaidymo metodus buvo pasirinkta palyginti, kaip 
skirtingos išskaidytos duomenų bazės efektyviai veikia atliekant įvairius už-
klausų, apkrovos testus. Taip pat buvo palyginta ir neskaidytų duomenų 
bazių efektyvumas. Kiekvienas tyrimas buvo atliktas prieš tai kiekvieną duo-
menų bazę užpildžius apie 150 milijonų įrašų, kad būtų galima imituoti kuo 
realesnius atvejus, kaip siūloma skaidymo ir apkrovos analizės tyrimuose 
[7]. Šį tyrimą išskaidėme į šias pagrindines dalis:

5.1	 Duomenų nuskaitymo, rašymo ir keitimo užklausų analizė

Šioje dalyje buvo atlikta duomenų skaitymo, rašymo ir keitimo užklausų ap-
dorojimo greitis ir kiekis, taip pat ir klaidų kiekis per 10 minučių. Testai buvo 
atliekami imituojant 100, 400, 800 ir 1200 virtualių naudotojų, ir skirtingo 
tipo užklausomis.

1 lentelė. Bendras užklausų ir klaidų santykis skirtingose duomenų bazėse
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Sėkmingos 
užklausos 88,22 % 90,19 % 94,85 % 90,21 % 94,27 % 96,45 %

Neįvykdytos 
užklausos 11,78 % 9,81 % 5,15 % 9,79 % 5,83 % 3,55 %

1 lentelėje matyti, kuri dalis užklausų atitinkamose konfigūracijose yra 
sėkminga ir kuri buvo klaidinga dėl serverio atsako. Vieno serverio konfigū-
racijos (tiek PostgreSQL, tiek MongoDB) demonstruoja didesnį klaidų skai-
čių esant didesniam apkrovimui. Taip nutinka dėl ribotų resursų: užklau-
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soms daugėjant, vienas mazgas tampa tinklo silpna vieta (angl. bottleneck), 
dėl kurio auga klaidos ir atsako vėlinimas. Klasterinėse duomenų bazėse 
klaidingų užklausų procentas ryškiai mažesnis, nes sistemai padeda duo-
menų išskaidymas tarp kelių mazgų. Tiek maišos, tiek diapazoninis skaidy-
mas gerina apkrovos paskirstymą.

2 lentelė. PostgreSQL duomenų bazių užklausų kiekis ir atsako laikas

Visų 
užklausų 

kiekis

Atsako laikas
t <=500 ms

Atsako laikas
500 ms < t <= 

1500 ms

Atsako laikas 
t > 1500 ms

Vieno neskaidyto 
serverio ~30,231 mln. ~26,912 mln.

(89 %)
~1,901 mln.

(6 %)
~1,418 mln.

(5 %)

Citus maišos 
funkcija išskaidyto 
klasterio

~17,698 mln. ~15,401 mln.
(87 %)

~1,402 mln.
(8 %)

~0,895 mln.
(5 %)

Citus diapazoniniu 
skaidymu išskaidy-
to klasterio

~45,160 mln. ~42,576 mln.
(94 %)

~1,672 mln.
(4 %)

~0,912 mln.
(2 %)

3 lentelė. MongoDB duomenų bazių užklausų kiekis ir atsako laikas

Visų 
užklausų 

kiekis

Atsako 
laikas

t <=500 ms

Atsako laikas
500 ms < t <= 

1500 ms

Atsako laikas 
t > 1500 ms

Vieno neskaidyto 
serverio ~63,672 mln. ~58,578 mln.

(92 %)
~3,184 mln.

(5 %)
~1,910 mln.

(3 %)

Maišos funkcija 
išskaidyto klasterio ~70,039 mln. ~65,837 mln.

(94 %)
~2,802 mln.

(4 %)
~1,412 mln.

(2 %)

Diapazoniniu skai-
dymu išskaidyto 
klasterio

~103,785 mln. ~99,634 mln.
(96 %)

~1,925 mln.
(2 %)

~2,226 mln.
(2 %)

Pirmiausia šioje dalyje buvo analizuojama, kaip skirtingos duomenų 
bazių konfigūracijos – vieno serverio ir išskaidytos (maišos ar diapazoni-
nio)  – veikia tada, kai atliekamos skaitymo, rašymo ir keitimo užklausos. 
Analizuojant 2 ir 3 lenteles, galima pastebėti reikšmingus skirtumus tarp 
skirtingų duomenų bazių konfigūracijų efektyvumo. 2 lentelėje matome, 
kad PostgreSQL diapazoniškai skaidytas klasteris pasiekė didžiausią bendrą 
užklausų kiekį – apie 45,160 mln., iš kurių net 94% (42,576 mln.) buvo apdo-
rotos greičiau nei per 500 ms. Tuo tarpu vieno neskaidyto serverio konfi-
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gūracija, nors ir apdorojo apie 30,231 mln. užklausų, tačiau pasiekė tik 89% 
užklausų su atsako laiku iki 500 ms.

Pastebėtina anomalija 2 lentelėje yra ta, kad Citus maišos funkcija išskai-
dyto klasterio bendras užklausų kiekis (~17,698 mln.) yra ženkliai mažesnis nei 
vieno neskaidyto serverio (~30,231 mln.). Toks rezultatas prieštarauja teori-
nėms prielaidoms, kad skaidymas turėtų padidinti bendrą sistemos pralaidu-
mą. Šis nukrypimas gali būti susijęs su specifine maišos skaidymo implemen-
tacija Citus plėtinyje ir jos pritaikymu esamam 79 mln. įrašų duomenų kiekiui.

3 lentelėje pastebimos panašios, bet dar ryškesnės tendencijos MongoDB 
sistemoje. Diapazoniškai skaidytas klasteris pasiekė įspūdingą 103,785 mln. 
užklausų kiekį, iš kurių 96% (99,634 mln.) turėjo atsako laiką mažesnį nei 500 
ms. Maišos funkcija išskaidytas klasteris taip pat demonstravo puikius rezul-
tatus – 70,039 mln. užklausų su 94% (65,837 mln.) greitų atsakymų. Vieno 
serverio konfigūracija, nors ir parodė gerą našumą (63,672 mln. užklausų), 
tačiau šis rezultatas yra ženkliai mažesnis nei skaidytų sprendimų.

5.2	 Didelės užklausų apkrovos testavimas

Šis testas buvo pasirinktas imituoti realią pastovią apkrovą ir kaip skirtingai 
išskaidytos duomenų bazės elgiasi staigiai atsirandant didėliai apkrovai. Iš 
pradžių testai buvo atlikti imituojant didėjantį naudotojų srautą iki 5000. Ir 
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atsakymų. Vieno serverio konfigūracija, nors ir parodė gerą našumą (63,672 mln. užklausų), 
tačiau šis rezultatas yra ženkliai mažesnis nei skaidytų sprendimų.
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didėjantį naudotojų srautą 00 virtualių naudotojų kiekį 
ir staigiai jį pakeičiant į 4 kartais didesnę apkrovą (2000 ir 4000 vartotojų).

PostgreSQL Citus maišos funkcija išskaidyto klasterio apkrovos testavimas

2 pav. PostgreSQL vieno serverio apkrovos testavimas
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PostgreSQL Citus maišos funkcija išskaidyto klasterio apkrovos testavimas
3 pav. PostgreSQL Citus maišos funkcija išskaidyto klasterio apkrovos testavimas

PostgreSQL Citus diapazoniniu skaidymu išskaidyto klasterio apkrovos testavimas

pav. MongoDB maišos funkcija išskaidyto klasterio apkrovos testavimas

4 pav. PostgreSQL Citus diapazoniniu skaidymu išskaidyto klasterio apkrovos testavimasPostgreSQL Citus diapazoniniu skaidymu išskaidyto klasterio apkrovos testavimas

pav. MongoDB maišos funkcija išskaidyto klasterio apkrovos testavimas

5 pav. MongoDB vieno serverio apkrovos testavimas
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PostgreSQL Citus diapazoniniu skaidymu išskaidyto klasterio apkrovos testavimas

pav. MongoDB maišos funkcija išskaidyto klasterio apkrovos testavimas6 pav. MongoDB maišos funkcija išskaidyto klasterio apkrovos testavimas

pav. MongoDB diapazoniniu skaidymu išskaidyto klasterio apkrovos testavimas

 pav.–  pav. paveikslėliai atspindi PostgreSQL konfigūracijų elgseną esant didelei apkrovai. 
) atsako laikas dramatiškai svyruoja nuo 1000 ms iki 4500 ms, maišos 

) išlieka panašūs svyravimai 1000 ribose, tačiau diapazoninio 
skaidymo konfigūracija ( ) demonstruoja ženkliai stabilesnius rezultatus –
dažniausiai neviršija 1500 ms. Tai patvirtina diapazoninio skaidymo pranašumą PostgreSQL 
aplinkoje valdant kintančias apkrovas.

MongoDB konfigūracijų testavimo rezultatai (  pav.– ) atskleidžia itin efektyvų elgesį –
stebima žymiai mažesnė atsako laiko skalė. Vieno serverio atveju (5 pav.) atsako laikas siekia iki 

maišos funkcija išskaidyto klasterio ( –
– 20 kartų mažesni, 

tačiau abiejose sistemose išryškėja ta pati tendencija – diapazoninis skaidymas užtikrina 
stabilesnį elgesį esant dide

6 Išvados 
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– tai paneigia plačiai cituotą prielaidą, kad maišos strategija Citus terpėje yra 

 Maišos skaidymas Citus aplinkoje ne tik nespartino, bet 41 % sulėtino bendrą pralaidumą 
reSQL instancija, atskleisdamas iki šiol nefiksuotą 

– darbininkų sinchronizacijos kliūtį, pasireiškiančią esant ~79 mln. 
eilučių ir keturiems mazgams.

 MongoDB diapazoninis klasteris, apdorojęs 103,79 mln. užklausų (96 % ≤ 500 ms), 48 % 
nkė to paties klasterio maišos strategiją (70,04 mln.) ir 63 % vieno serverio 

būti pranašesnis nei maišos skaidymas.
 Staiga padidinus apkrovą keturis kartus (1000 → 4000 vartotojų), diapazoninis 

skaidymas išlaikė stabilų vėlinimą (PostgreSQL ≤ 1 500 ms, MongoDB ≤ 120 ms), o 
maišos skaidymas PostgreSQL svyravo iki 4700 ms.

 MongoDB klasteryje maksimalus atsako laikas (≤ 190 ms) buvo 10–20 kartų trumpesnis 
nei analogiškai apkrautame PostgreSQL diapazoniniame klasteryje (≤ 1 500 ms), 
kiekybiškai pademonstruojant dokumentinio modelio pranašumą PoS infrastruktūroje.

 PostgreSQL hash skaidymas sumažino order_items lentelę nuo 8,9 GB iki 5,85 GB, tačiau 
MongoDB hash strategija tą pačią kolekciją (4,2 mln. dokumentų) suspaudė iki 610 MB –
9,6 kartų mažiau baitų vienam įrašui, atskleisdama, kad dokumentų saugykloje 

7 pav. MongoDB diapazoniniu skaidymu išskaidyto klasterio apkrovos testavimas

2–4 paveikslėliai atspindi PostgreSQL konfigūracijų elgseną esant dide-
lei apkrovai. Vieno serverio (2 pav.) atsako laikas dramatiškai svyruoja nuo 
1000 ms iki 4500 ms, maišos skaidymo atveju (3 pav.) išlieka panašūs svy-
ravimai 1000-4700 ms ribose, tačiau diapazoninio skaidymo konfigūracija 
(4 pav.) demonstruoja ženkliai stabilesnius rezultatus – atsako laikas daž-
niausiai neviršija 1500 ms. Tai patvirtina diapazoninio skaidymo pranašumą 
PostgreSQL aplinkoje valdant kintančias apkrovas.

MongoDB konfigūracijų testavimo rezultatai (5–7 pav.) atskleidžia itin 
efektyvų elgesį – stebima žymiai mažesnė atsako laiko skalė. Vieno serve-
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rio atveju (5 pav.) atsako laikas siekia iki 190 ms, maišos funkcija išskaidyto 
klasterio (6 pav.) – iki 110 ms, o diapazoninio skaidymo (7 pav.) – iki 120 ms. 
Lyginant su PostgreSQL, MongoDB atsako laikai yra apie 10-20 kartų ma-
žesni, tačiau abiejose sistemose išryškėja ta pati tendencija – diapazoninis 
skaidymas užtikrina stabilesnį elgesį esant didelei apkrovai.

6	 Išvados

1.	 Diapazoninis skaidymas PostgreSQL/Citus klasteryje leido pasiekti 45,16 
mln. užklausų per 10 min. (94 % ≤ 500 ms), t. y. 2,5 kartus didesnį pra-
laidumą nei to paties klasterio maišos skaidymas (17,70 mln.) ir 49 % 
daugiau nei vieno serverio PostgreSQL (30,23 mln.) – tai paneigia pla-
čiai cituotą prielaidą, kad maišos strategija Citus terpėje yra universaliai 
efektyviausia.

2.	 Maišos skaidymas Citus aplinkoje ne tik nespartino, bet 41 % sulėtino 
bendrą pralaidumą lyginant su neskaidyta PostgreSQL instancija, at-
skleisdamas iki šiol nefiksuotą koordinatoriaus – darbininkų sinchro-
nizacijos kliūtį, pasireiškiančią esant ~79 mln. eilučių ir keturiems maz-
gams.

3.	 MongoDB diapazoninis klasteris, apdorojęs 103,79 mln. užklausų (96 % 
≤ 500 ms), 48 % aplenkė to paties klasterio maišos strategiją (70,04 mln.) 
ir 63 % vieno serverio MongoDB (63,67 mln.), parodydamas, kad doku-
mentinei DB diapazoninis skaidymas gali būti pranašesnis nei maišos 
skaidymas.

4.	 Staiga padidinus apkrovą keturis kartus (1000 → 4000 vartotojų), diapa-
zoninis skaidymas išlaikė stabilų vėlinimą (PostgreSQL ≤ 1 500 ms, Mon-
goDB ≤ 120 ms), o maišos skaidymas PostgreSQL svyravo iki 4700 ms.

5.	 MongoDB klasteryje maksimalus atsako laikas (≤ 190 ms) buvo 10–20 
kartų trumpesnis nei analogiškai apkrautame PostgreSQL diapazoninia-
me klasteryje (≤ 1 500 ms), kiekybiškai pademonstruojant dokumentinio 
modelio pranašumą PoS infrastruktūroje.

6.	 PostgreSQL hash skaidymas sumažino order_items lentelę nuo 8,9 GB 
iki 5,85 GB, tačiau MongoDB hash strategija tą pačią kolekciją (4,2 mln. 
dokumentų) suspaudė iki 610 MB – 9,6 kartų mažiau baitų vienam įra-
šui, atskleisdama, kad dokumentų saugykloje struktūrinis apkarpymas ir 
indeksų organizavimas gali lemti ženkliai geresnį talpos efektyvumą nei 
reliaciniame formate.
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7.	 Tyrimas identifikavo, kad Citus diapazoniniam skaidymui teko naudoti 
schemomis grįstą imitaciją, kuri nepaisant papildomos metaduomenų 
naštos (lentelė išaugo iki 6,41 GB) vis tiek pranoko maišos skaidymą pa-
gal pralaidumą ir stabilumą.

Tyrimo ribotumai apima konkrečią duomenų schemą, ribotą įrašų kiekį 
ir pasirinktą apkrovą. Tolimesniuose tyrimuose rekomenduojama išplėsti 
skaidymo raktų įvairovę ir taikyti išsamesnes apkrovas, siekiant patikrinti, ar 
nustatytos tendencijos išlieka skirtingomis sąlygomis.
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Santrauka. Straipsnyje pristatomas tyrimas, kuriame analizuojamas multimo-
dalinių modelių taikymas automatiniam vaizdų antraščių generavimui lietuvių 
kalba. Kadangi išsamių lietuvių kalbai skirtų tyrimų šioje srityje iki šiol nėra at-
likta, straipsnyje daugiausia dėmesio skiriama naujausiems multimodaliniems 
modeliams ir jų galimybėms generuoti suprantamus vaizdų aprašymus lietuvių 
kalba. Eksperimentai buvo atliekami naudojant „Gemma 3“ multimodalinį mode-
lį, kuris buvo adaptuotas lietuvių kalbai QLORA metodu. Gauti rezultatai patvir-
tina metodo efektyvumą ir galimybę sėkmingai jį taikyti lietuvių kalbos turinio 
generavimui iš nuotraukų.

Raktiniai žodžiai: vaizdų antraščių generavimas, kompiuterinė rega, natūralios 
kalbos apdorojimas, dirbtiniai neuroniniai tinklai, mašininis vertimas, transfor-
meriai, QLORA.

1	 Įvadas

Vaizdų antraščių generavimas – tai procesas, kurio metu automatiškai ge-
neruojami vaizdų aprašymai natūralia kalba. Tai reikalauja atpažinti objek-
tus, jų požymius ir ryšius paveikslėlyje bei išreikšti juos sakiniu ar sakinių 
rinkiniu, apibendrinančiu tai, kas pavaizduota. Tai paprastai sujungia kom-
piuterinės regos (angl. computer vision) ir natūralios kalbos apdorojimo me-
todus. Antraščių generavimas sulaukė didelio dėmesio dėl galimo pritaiky-
mo tokiose srityse kaip prieinamumas (vaizdų aprašymas, turintiems regos 
sutrikimų), žmogaus ir kompiuterio sąveika [1]. Literatūros analizuojančios 
antraščių generavimo pritaikymą būtent lietuviškam tekstui iki šiol nebuvo, 
todėl šiame straipsnyje bus atliekamas tyrimas pritaikyti pažangiausius me-
todus vaizdų antraščių generavimui lietuvių kalba.

Copyright © Airidas Žaliauskas, Viktor Medvedev, 2025. Published by Vilnius University Press. This is an Open Access article 
distributed under the terms of the Creative Commons Attribution License (CC BY), which permits unrestricted use, distribution,  
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2	 Antraščių generavimo metodai

Per pastaruosius du dešimtmečius vaizdų antraščių generavimas transfor-
mavosi nuo elementarių, taisyklėmis pagrįstų, sistemų iki sudėtingų multi-
modalinių modelių, integruojančių kompiuterinę regą ir kalbos supratimą. 
1 pav. apžvelgiami didžiausią įtaką antraščių generavimo sričiai turėję aka-
deminiai pasiekimai ir moksliniai atradimai.

Multimodalinių modelių taikymas 
vaizdų antraščių generavimui lietuvių kalba 

Airidas Žaliauskas, Viktor Medvedev 

Duomenų mokslo ir skaitmeninių technologijų institutas

Santrauka. multimodalinių modelių 
taikymas automatiniam vaizdų antraščių generavimui lietuvių kalba išsamių vių 
kalbai skirtų tyrimų šioje srityje iki šiol nėra , straipsnyje daugiausia dėmesio skiriama 

modeliams ir jų galimybėms generuoti suprantamus vaizdų 
šymus lietuvių kalba. naudojant „Gemma 3“ multimodalinį 

modelį, lietuvių kalbai QLORA metodu. Gauti rezultatai patvirtina metodo 
efektyvumą ir galimybę sėkmingai jį taikyti lietuvių kalbos turinio generavimui iš nuotraukų

Raktiniai žodžiai: vaizdų antraščių generavimas, kompiuterinė rega, natūralios kalbos 
neuroniniai tinklai, mašininis vertimas, transformeriai, QLORA

1 Įvadas 
ų antraščių generavimas – procesas, kurio metu automatiškai generuojami vaizdų 

aprašymai natūralia kalba. Tai reikalauja atpažinti objektus, jų požymius ir ryšius paveikslėlyje 
bei išreikšti juos sakiniu ar sakinių rinkiniu, apibendrinančiu tai, kas pavaizduota. 

ės computer vision) ir natūrali
Antraščių generavimas sulaukė didelio dėmesio dėl galimo pritaikymo tokiose srityse kaip 

vaizdų aprašymas, turintiems regos sutrikimų žmogaus ir kompiuterio 
sąveika . Literatūros analizuojančios antraščių generavimo pritaikymą būtent lietuviškam 
tekstui iki šiol nebuvo, todėl šiame straipsnyje bus atliekamas tyrimas pritaikyti pažangiausius 

vaizdų antraščių generavimui lietuvių kalba.

2 Antraščių generavimo metodai 
ruosius du dešimtmečius vaizdų antraščių generavimas transformavosi nuo 

elementarių, taisyklėmis pagrįstų sistemų iki sudėtingų multimodalinių modelių, integruojančių
nę regą os supratimą apžvelgiami didžiausią įtaką antraščių generavimo 

sričiai turėję akademiniai pasiekimai

 

1 pav. Reikšmingiausių pasiekimų, vaizdų antraščių generavimo srityje, laiko juostos diagrama

Prieš pradedant dominuoti neuroniniams tinklams, vaizdų antraštės buvo kuriamos 
naudojant šablonais (angl. template-based) ir paieška (angl. retrieval-based pagrįstus
Taikant šablonais pagrįst

užpild rankiniu būdu paruošt sakinių šablon
užtikrin , kad antraštėse būtų paminėti konkretūs aptikti objektai, sakinių struktūros buvo 

1 pav. Reikšmingiausių pasiekimų, vaizdų antraščių generavimo srityje, laiko juostos dia
grama.

Prieš pradedant dominuoti neuroniniams tinklams, vaizdų antraštės 
buvo kuriamos naudojant šablonais (angl. template-based) ir paieška (angl. 
retrieval-based) pagrįstus metodus. Taikant šablonais pagrįstus metodus, 
pirmiausia buvo nustatomi vaizdo elementai (objektai, atributai ir kt.) ir tada 
jais buvo užpildomi rankiniu būdu paruošti sakinių šablonai. Nors tai užtikri-
no, kad antraštėse būtų paminėti konkretūs aptikti objektai, sakinių struk-
tūros buvo fiksuotos, todėl aprašymai buvo nelankstūs ir pasikartojantys, o 
sakinių įvairovė buvo ribota. Kita vertus, taikant paieška pagrįstus metodus, 
panaudojama egzistuojanti žmogaus parašytų antraščių duomenų bazė ir 
ieškoma tokios antraštės, kuri atitiktų naują vaizdą (dažniausiai surandant 
vizualiai panašų vaizdą). Tai leido sukurti gramatiškai taisyklingas antraštes, 
tačiau, kadangi buvo galima pasirinkti tik iš jau egzistuojančių pavyzdžių, 
šiam metodui trūko originalumo ar galimybės aprašyti nematytą vaizdą.

2010-ųjų viduryje įvyko reikšmingas pokytis. Sėkmingai pritaikius en-
koderių (angl. encoder) ir dekoderių (angl. decoder) architektūras mašininio 
vertimo srityje, neuroniniai modeliai buvo pradėti taikyti vaizdų antraštėms 
generuoti. Proveržis įvyko 2015 metais, kai buvo išleistas modelis pavadinimu 
„Show and Tell“ [2], kuriame vaizdui koduoti buvo naudojamas konvoliucinis 
neuroninis tinklas (angl. Convolutional neural network, CNN), o tekstui nuose-
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kliai dekoduoti – ilgos trumpalaikės atminties tinklas (angl. Long short-term 
memory, LSTM). Šis metodas buvo paprastas, bet ypač veiksmingas ir pranoko 
ankstesnius šablonais ir paieška pagrįstus metodus. Tais pačiais metais buvo 
išleistas „Show, Attend and Tell“ [3] modelis, kuriame buvo patobulinta ši archi-
tektūra panaudojant dėmesio sutelkimo mechanizmus. Šis mechanizmas lei-
do dekoderiui dinamiškai sutelkti dėmesį į konkrečias vaizdo dalis kiekvienam 
sugeneruotam žodžiui, taip gerokai padidinant ir tikslumą, ir interpretaciją.

2017 metų naujovė – antraščių generavimo modelių optimizavimas, 
naudojant vertinimo rodiklius, tų modelių rezultatų kokybės vertinimui. Ši 
strategija gerokai padidino našumą, nes modeliai, adaptuoti naudojant ska-
tinamąjį mokymą (angl. reinforcement learning), pasiekė ženkliai aukštesnius 
kokybės vertinimo rodiklius nei modeliai, apmokyti naudojant tik kryžminę 
entropiją [4]. Svarbus 2018 m. pasiekimas buvo „Bottom-Up and Top-Down 
Attention“ modelis [5], kuriame buvo pasiūlyta naudoti iš anksto apmokytą 
objektų aptikimo modelį („Bottom-Up“), kad būtų galima nustatyti regiono 
lygmens vaizdinius požymius, pavyzdžiui, stačiakampius (angl. bounding 
boxes) vaizde esantiems objektams. Tuomet, naudojamas iš viršaus į apačią 
(angl. top-down) dėmesio sutelkimo LSTM, kad dėmesys būtų sutelkiamas į 
šiuos nustatytus regionus, generuojant antraštes. Šis, į objektus orientuo-
tas metodas, leido modeliams pagrįsti žodžius konkrečiais vaizdo regionais, 
užuot sutelkiant dėmesį į tolygiu tinkleliu padengtą vaizdą.

Dar 2017 metais išleista novatoriška transformerių neuroninių tinklų ar-
chitektūra „Attention is All You Need“ [6] sukėlė revoliuciją natūralios kalbos 
apdorojime, pakeičiant rekurentinius neuroninius tinklus dėmesio sutel-
kimo mechanizmais (angl. self-attention). Bėgant laikui, tyrėjai nustatė, jog 
transformeriai puikiai veikia ne tik kaip kalbos dekoderiai, bet ir kaip kom-
piuterinės regos enkoderiai, leidžiantys modeliuoti vaizdų ir tekstų ryšius. 
Tuomet, antraščių generavimo modeliai pakeitė rekurentinius neuroninius 
tinklus, įdiegiant transformeriais grįstus modelius. Pavyzdžiui, 2019 m. buvo 
išleistas „Object Relation Transformer“ [7], kuris kodavo aptiktų objektų er-
dvinius ir semantinius ryšius, siekiant padidinti generuojamų antraščių 
sklandumą. 2020 m. antraščių generavimui buvo atsisakyta naudoti kon-
voliuciniais neuroniniais tinklais pagrįstus metodus, pakeičiant juos regos 
transformeriais (angl. Vision transformer, ViT), sujungtais su transformeriais 
grįstais neuroninių tinklų dekoderiais.

2021 metais vaizdų antraščių generavimo srityje buvo pradėti naudoti 
regos ir kalbos modeliai (angl. Vision-Language Model, VLM), gebantys susie-
ti vaizdo ir teksto įterpinius bendroje įterpinių reprezentacijų erdvėje (angl. 
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embedding space), padidindami generuojamų antraščių tikslumą ir rišlumą. 
2025 m. kovo 12 d. „Google DeepMind“ pristatė „Gemma 3“ [8] – multimoda-
linį modelį, pagrįstą regos ir kalbos modelių architektūra, galintį vienu metu 
apdoroti ir vaizdą, ir tekstą. „Gemma 3“ 27B parametrų modelis, atsižvelgiant 
į jo dydį, pasižymi geresniais rezultatais nei Llama3-405B, DeepSeek-V3 ir o3-
mini modeliai, remiantis išankstiniais „LMArena“ žmonių vertinimų reitingais1.

2023 metais antraščių generavimo srityje buvo pradėti naudoti multi-
modaliniai dideli kalbos modeliai, pavyzdžiui, GPT-4, galintis sklandžiai de-
rinti vaizdo, teksto ir kalbos modalumus. Šie multimodaliniai modeliai geba 
interpretuoti sudėtingas vaizdų kompozicijas ar šnekamąją kalbą. Tai leidžia 
išplėsti jų pritaikymą sudėtingesnėms užduotims spręsti, pavyzdžiui, vaiz-
dų apibūdinimui šnekamąja kalba. Konkrečiai vaizdų antraščių generavimo 
kontekste multimodaliniai modeliai pasinaudoja turtingu kalbos supratimu. 
Jie geba kurti tikslias ir išsamias, žmogaus rašyseną primenančias antraštes. 
Pavyzdžiui, 2024 metais „Neurotechnology“ pristatė didelį kalbos modelį lie-
tuvių kalbai [9], kuris ne tik patobulino teksto generavimą lietuvių kalba, bet 
ir parodė, kaip tokie modeliai gali būti pritaikomi konkrečioms lingvistinėms 
savybėms. Ateityje, integruojant tokias technologijas į sistemas, gebančias 
apdoroti ir tekstą, ir vaizdus, bus galima generuoti kokybiškesnes bei tiksles-
nes antraštes skirtingoms kalboms, įskaitant mažiau paplitusias, kaip lietuvių.

3	 Duomenų rinkiniai

„Flickr“ platforma, įkurta 2004 metais, yra internetinė nuotraukų talpinimo ir 
dalinimosi bendruomenė. Ji suteikė pradžią dviem populiariems duomenų 
rinkiniams – Flickr8k (8 000 nuotraukų, 40 000 antraščių) [10] ir išplėstam jo 
variantui Flickr30k (31 783 nuotraukos, 158 915 antraščių) [11]. MS COCO 
(2014 m.) [12] duomenų rinkinį sudaro 123  287 vaizdai, apimantys 80 
objektų kategorijų, anotuoti taip, kad atspindėtų realaus pasaulio scenas 
natūraliame kontekste. Šio duomenų rinkinio antraštėse (vidutiniškai 52,49 
simbolių) pirmenybė teikiama glaustam informacijos perteikimui. Tuo tarpu 
DOCCI duomenų rinkinys [13] skiriasi struktūriškai – jame 14 847 nuotraukų 
su pavienėmis žmogaus parašytomis antraštėmis vidutiniškai sudarytomis 
iš 640,79 simbolių arba maždaug 136 žodžių, t. y. daugiau nei 12 kartų il-
gesnėmis nei MS COCO. DOCCI duomenų rinkinio privalumas yra tas, kad 

1	  Šis teiginys paremtas „Google DeepMind“ tinklaraščio straipsniu https://blog.google/technology/
developers/gemma-3/ 
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jo struktūra leidžia kiekvieną vaizdą aiškiai atskirti nuo panašių vaizdų, re-
miantis jų aprašymu [13].

1 lentelė. Duomenų rinkinių palyginimas.

Pavadinimas Nuotraukų 
(vaizdų) skaičius

Antraščių 
skaičius

Vidutinis antraščių 
ilgis (simboliais)

Flickr-8k 8 000 40 000 55,13

Flickr-30k 31 783 158 915 64,04

MS COCO (2014) 123 287 616 435 52,49

DOCCI 14 847 14 847 640,79

Pagrindinis iššūkis, pritaikant regos ir kalbos modelius lietuviškam turiniui 
yra tai, kad šiuose duomenų rinkiniuose pateiktos antraštės yra anglų kalba. 
Siekiant pašalinti šią kliūtį buvo atliktas keturių mašininio vertimo modelių 
vertinimas: „Helsinki Opus“, „Madlad400“ (3 mlrd. ir 7 mlrd. parametrų versi-
jos), „Seamless“ ir „NLLB-200“ Vertimo į lietuvių kalbą kokybė buvo vertinama 
naudojant Flores-200 duomenų rinkinį pagal tris pagrindinius rodiklius, lei-
džiančius įvertinti vertimo tikslumą, rišlumą ir prasmę: BLEU, METEOR ir ROU-
GE-L. Flores-200 duomenų rinkinį sudaro 204 kalbos, įskaitant lietuvių. Angliš-
ki sakiniai buvo išversti į lietuvių kalbą naudojant visus anksčiau minėtus ver-
timo modelius, o rodikliai apskaičiuoti palyginant modelio sugeneruotą teks-
tą su žmonių pateiktais vertimais į lietuvių kalbą. BLEU – tai populiariausias 
mašininio vertinimo kokybės vertinimo rodiklis, kuris vertina, kiek išverstas 
tekstas sutampa su pateiktais pavyzdžiais pagal tikslias žodžių kombinacijas 
(n-gramas). METEOR – papildo BLEU tuo, kad vertina ne tik tiesioginį žodžių 
sutapimą, bet taip pat atsižvelgia į sinonimus ir žodžių tvarką. ROUGE-L – ver-
tina vertimo kokybę pagal tai, kaip gerai išverstas tekstas išlaiko originalaus 
teksto prasmę, vertindamas ilgiausią bendrą žodžių seką [1].

2 lentelė. Mašininio vertimo modelių vertinimo rodiklių rezultatai Flores-200 duomenų 
rinkiniui.

Pavadinimas BLEU METEOR ROUGE-L

Helsinki Opus 0,2303 0,4595 0,4830

Madlad400 (3 mlrd.) 0,2236 0,4660 0,4830

Madlad400 (7 mlrd.) 0,2250 0,4639 0,4833

Seamless 0,1953 0,4243 0,4541

NLLB-200 0,1825 0,4037 0,4360
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Kaip matyti 2 lentelėje, „Helsinki Opus“ modelis verčiant iš anglų kalbos 
į lietuvių kalbą pasiekė geriausius rezultatus, kadangi BLEU balas buvo 
0,2303, o ROUGE-L – 0,483. Tai rodo, kad jis efektyviai atlieka anglų-lietuvių 
kalbų vertimo užduotis. „Madlad400“ (3 mlrd. parametrų) pasiekė konku-
rencingus rezultatus, ypač pagal METEOR rodiklį (0,466), o tai rodo, kad jis 
geriau susidoroja su perfrazavimu, kas yra svarbu generuojamų antraščių 
natūralumui. Tačiau parametrų skaičiaus didinimas iki 7 mlrd. reikšmingo 
kokybės pagerėjimo nesuteikė (+0,0015 BLEU, -0,002 METEOR), tad daugiau 
nei 2 kartus daugiau parametrų turinčio modelio rezultatai nepateisina pa-
pildomų resursų reikalavimų. Sekantis,  „Seamless“ modelis, pasiekė pras-
tesnius rezultatus (BLEU – 0,195), o „NLLB-200“ surinko žemiausią įvertinimą 
(BLEU – 0,183), jo plati 200 kalbų aprėptis galimai sumenkino pritaikymą 
vertimui būtent į lietuvių kalbą. Atsižvelgiant į šiuos rezultatus, specializuo-
tas „Helsinki Opus“ modelis yra pranašesnis anglų-lietuvių vertime, nei ben-
drosios paskirties sistemos.

4	 Multimodalinių (regos ir kalbos) modelių pritaikymas

Pirmiausia, antraščių generavimui buvo išbandytas „Neurotechnology“ pri-
statytas didelis kalbos modelis, pritaikytas lietuvių kalbai. Jis sukurtas pa-
pildomai apmokant transformeriais grindžiamus „Llama2“ architektūros 
modelius lietuviškais duomenų rinkiniais [9]. Kadangi „Llama2“ yra teksti-
nio pobūdžio modelis, ši sistema gali apdoroti tik tekstinę informaciją. Šiai 
kliūčiai išspręsti buvo pritaikytas „BLIP-2“ [14] metodas, kuris naudoja tar-
pinį komponentą, vadinamą „Q-Former“. Šis komponentas leidžia sujungti 
užšaldyto vaizdo enkoderio arba regos transformerio išgaunamus vaizdo 
požymius su tekstu, generuojamu didelio kalbos modelio. Tokio būdo priva-
lumas – efektyvus adaptavimas, nes papildomai apmokomas tik „Q-Former“ 
komponentas, o pagrindiniai modeliai išlieka užšaldyti, taip sumažinant 
skaičiavimo išteklius [14]. 2 pav. pateikiama adaptuoto „Neurotechnology“ 
modelio sugeneruotos antraštės palyginimas su originalia, į lietuvių kalbą 
išversta, antrašte. Modelis sugebėjo sugeneruoti įskaitomą, tačiau su vaizdu 
nesusijusį tekstą.

„Gemma 3“ modelis [8], kuris buvo pristatytas 2025 m. kovo 12 d., buvo 
adaptuotas „Helsinki Opus“ vertimo modeliu išverstu DOCCI duomenų rin-
kiniu, panaudojant QLORA (angl. Quantized Low-Rank Adaptation). QLORA – 
efektyvus derinimo metodas dideliems kalbos modeliams, leidžiantis suma-
žinti skaičiavimo išteklių poreikį, tačiau išlaikant aukštą našumą [15]. Pagal šią 
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metodiką, iš anksto apmokyti „Gemma“ svoriai kvantuojami 4 bitų tikslumu 
(naudojant NF4 kvantavimą kartu su dvigubu kvantavimu), išlaikant įšaldy-
tus bazinius parametrus ir įvedant apmokomus LoRA adapterius (angl. Low 
Rank Adapters) visuose linijiniuose sluoksniuose. Mokymo procese naudoja-
mas „Hugging Face“ SFTTrainer, kuris duomenis suformatuoja į pokalbių už-
klausas (sistemos instrukcija, naudotojo užklausa su paveikslėliu ir pavyzdine 
antrašte) ir mokymosi metu maskuoja nereikšmingas žymas. Atnaujinant tik 
nedidelę dalį modelio parametrų, naudojant LoRA adapterius, šis metodas 
išsaugo pradinį „Gemma 3“ gebėjimą analizuoti vaizdus ir kartu patobulina 
teksto generavimą lietuvių kalbai. Po apmokymo adapterius pasirinktinai 
galima sujungti su baziniu modeliu, taip sukuriant vientisą lietuviškų vaizdo 
antraščių generavimo sistemą, nereikalaujančią brangios techninės įrangos. 
3 pav. ir 4 pav. palyginama originali antraštė išversta į lietuvių kalbą, naudo-
jant „Helsinki Opus“, ir modelio sugeneruota antraštė prieš ir po adaptavimo.

, taip sukuriant vientisą lietuviškų 
antraščių sistemą, nereikalaujančią brangios techninės įrangos.
palyginama originali antraštė išversta į lietuvių kalbą, naudojant „Helsinki Opus“,
sugeneruota antraštė prieš ir po adaptavimo.

 
riginalios antraštės (išverstos į lietuvių kalbą) ir „Gemma 3“ modelio sugeneruotų antraščių

šaligatvio žymėjimų nuotraukai, prieš ir po adaptavimo

 

Lėktuvo nuotraukos antraščių palyginimas riginalios antraštės (išverstos į lietuvių kalbą) ir 
„Gemma 3“ modelio sugeneruotų antraščių prieš ir po adaptavimo

Prieš adaptavimą modelis dažnai „ “ generuoti antraštes lietuvių kalba, kaip 
arba pateikdavo paviršutiniškus aprašymus anglų kalba.

kontekstą atitinkančius vaizdų aprašymus lietuvių kalba.

5 Išvados 
Tyrime analizuojami ir vertinami šiuolaikiniai 
generuojant vaizdų antraštes lietuvių kalba. Tai vienas pirmųjų tokio pobūdžio tyrimų, nes iki šiol 

panašių darbų buvo orientuoti į antraščių kūrimą anglų kalba. Vertinant keturių 
skirtingų mašininio vertimo modelių kokybę pagal BLEU, METEOR ir ROUGE L metrikas, „Helsinki 
Opus“ modelis parodė geriausius rezultatus verčiant tekstą iš anglų į lietuvių kalbą. Šis modelis 
pasižymi dideliu vertimo tikslumu, ženkli
(„Madlad400“, „Seamless“, „NLLB-200“), todėl buvo panaudotas išverčiant DOCCI duomenų rinkinį 
į lietuvių kalbą. Eksperimentų metu efektyviai adaptuotas „Gemma 3“ 

odą, buvo pritaikytas antraščių generavimui lietuvių kalba
metodas pasirodė itin efektyvus, nes leidžia reikšmingai sumažinti skaičiavimo išteklių poreikį
išlaikant aukštą antraščių generavimo kokybę. Prieš adaptaciją „Gemma 3“ model
sunkiai generavo antraštes lietuviškai arba pateikdavo paviršutiniškas anglų kalbos antraštes. 
Tačiau po adaptavimo pastebėtas reikšmingas patobulėjimas – generuojamos antraštės tapo 
nuoseklios, prasmingos, detalesnės ir tiksliai susietos su vaizdų Empirinių tyrimų 

3 pav. Originalios antraštės (išverstos į lietuvių kalbą) ir „Gemma 3“ modelio sugeneruo-
tų antraščių, šaligatvio žymėjimų nuotraukai, palyginimas prieš ir po adaptavimo.

2 pav. Originalios antraštės (išverstos į lietuvių kalbą) ir „Neurotechnology“ pritaikyto mo-
delio sugeneruotos antraštės palyginimas.

2 lentelėje, „Helsinki Opus“ verčiant iš anglų kalb į lietuvių kalbą 
pasiekė geriausius –
jis efektyviai atlieka anglų lietuvių kalbų vertimo užduotis „Madlad400“ (3 mlrd. parametrų) 
pasiekė konkurencingus rezultatus, ypač pagal METEOR rodiklį (0,466), o tai rodo, kad
susidoroja su perfrazavimu, kas yra svarbu generuojamų antraščių natūralumui. Tačiau 
parametrų skaičiaus didinimas iki 7 mlrd. reikšmingo kokybės pagerėjimo nesuteikė (+0,0015 

0,002 METEOR), tad daugiau nei 2 kartus daugiau parametrų turinčio modelio rezultatai 
nepateisina papildomų resursų reikalavimų. „Seamless“ pasiekė prastesnius 

– „NLLB-200“ surinko žemiausią įvertinimą (BLEU –
kalbų aprėptis sumenkino pritaikymą vertimui būtent į lietuvių kalbą Atsižvelgiant į šiuos 
rezultatus, specializuotas „Helsinki Opus“ modelis yra pranašesnis anglų lietuvių vertime, nei 

4 Multimodalinių (regos ir kalbos) modelių pritaikymas 
antraščių generavimui buvo išbandytas „Neurotechnology“ 

modelis, pritaikytas lietuvių kalbai
grindžiam „Llama2“ ktūros modelius lietuviškais duomenų rinkiniais 
„Llama2“ yra tekstinio pobūdžio modelis, ši sistema gali apdoroti tik tekstinę informaciją. Šiai 
kliūčiai išspręsti buvo pritaikytas „BLIP-2“ udoja tarpinį komponentą, 
vadinamą „Q-Former“ Šis komponentas leidžia užšaldyt
transformerio išgaunamus vaizdo požymius su tekstu, generuojamu didelio kalbos modelio
būdo privalumas – „Q-Former“
komponentas, o pagrindiniai modeliai išlieka užšaldyti, taip sumažinant skaičiavimo išteklius 

„Neurotechnology“ o sugeneruotos antraštės 
, į lietuvių kalbą išversta, antrašte. Modelis gebėjo 

įskaitomą, tačiau su nesusijusį tekstą.

 

Originalios antraštės (išverstos į lietuvių kalbą) ir „Neurotechnology“ pritaikyto modelio 
raštės palyginimas

„Gemma 3“ buvo adaptuotas „Helsinki 
Opus“ modeliu išverst DOCCI duomenų rinkiniu, panaudojant Quantized 
Low-Rank Adaptation –
leidžiantis sumažinti skaičiavimo išteklių poreikį, tačiau išlaikant aukštą našumą Pagal šią 
metodiką iš anksto apmokyti „Gemma“ svoriai kvantuojami 4 bitų tikslumu (
kvantavimą kartu su dvigubu kvantavimu), išlaikant įšaldytus bazinius parametrus įvedant

Low Rank Adapters
Mokymo procese naudojamas „Hugging Face“ SFTTrainer, kuris duomenis suformatuoja į 
pokalbių užklausas (sistemos instrukcij , naudotojo užklaus su paveikslėli
antrašt ) ir mokymosi metu maskuoja nereikšmingas žymas. nedidelę dalį 
modelio parametrų , šis metodas išsaugo pradinį „Gemma 3“ gebėjimą 

teksto generavimą lietuvių kalb
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, taip sukuriant vientisą lietuviškų 
antraščių sistemą, nereikalaujančią brangios techninės įrangos.
palyginama originali antraštė išversta į lietuvių kalbą, naudojant „Helsinki Opus“,
sugeneruota antraštė prieš ir po adaptavimo.

 
riginalios antraštės (išverstos į lietuvių kalbą) ir „Gemma 3“ modelio sugeneruotų antraščių

šaligatvio žymėjimų nuotraukai, prieš ir po adaptavimo

 

Lėktuvo nuotraukos antraščių palyginimas riginalios antraštės (išverstos į lietuvių kalbą) ir 
„Gemma 3“ modelio sugeneruotų antraščių prieš ir po adaptavimo

Prieš adaptavimą modelis dažnai „ “ generuoti antraštes lietuvių kalba, kaip 
arba pateikdavo paviršutiniškus aprašymus anglų kalba.

kontekstą atitinkančius vaizdų aprašymus lietuvių kalba.

5 Išvados 
Tyrime analizuojami ir vertinami šiuolaikiniai 
generuojant vaizdų antraštes lietuvių kalba. Tai vienas pirmųjų tokio pobūdžio tyrimų, nes iki šiol 

panašių darbų buvo orientuoti į antraščių kūrimą anglų kalba. Vertinant keturių 
skirtingų mašininio vertimo modelių kokybę pagal BLEU, METEOR ir ROUGE L metrikas, „Helsinki 
Opus“ modelis parodė geriausius rezultatus verčiant tekstą iš anglų į lietuvių kalbą. Šis modelis 
pasižymi dideliu vertimo tikslumu, ženkli
(„Madlad400“, „Seamless“, „NLLB-200“), todėl buvo panaudotas išverčiant DOCCI duomenų rinkinį 
į lietuvių kalbą. Eksperimentų metu efektyviai adaptuotas „Gemma 3“ 

odą, buvo pritaikytas antraščių generavimui lietuvių kalba
metodas pasirodė itin efektyvus, nes leidžia reikšmingai sumažinti skaičiavimo išteklių poreikį
išlaikant aukštą antraščių generavimo kokybę. Prieš adaptaciją „Gemma 3“ model
sunkiai generavo antraštes lietuviškai arba pateikdavo paviršutiniškas anglų kalbos antraštes. 
Tačiau po adaptavimo pastebėtas reikšmingas patobulėjimas – generuojamos antraštės tapo 
nuoseklios, prasmingos, detalesnės ir tiksliai susietos su vaizdų Empirinių tyrimų 

4 pav. Lėktuvo nuotraukos antraščių palyginimas: originalios antraštės (išverstos į lie-
tuvių kalbą) ir „Gemma 3“ modelio sugeneruotų antraščių palyginimas prieš ir po adap-
tavimo.

Prieš adaptavimą modelis dažnai „atsisakydavo“ generuoti antraštes 
lietuvių kalba, kaip matoma 4 pav., arba pateikdavo paviršutiniškus aprašy-
mus anglų kalba. Po adaptavimo modelis geba pateikti detalius, kontekstą 
atitinkančius vaizdų aprašymus lietuvių kalba.

5	 Išvados

Tyrime analizuojami ir vertinami šiuolaikiniai multimodaliniai modeliai, 
kurie buvo taikomi generuojant vaizdų antraštes lietuvių kalba. Tai vienas 
pirmųjų tokio pobūdžio tyrimų, nes iki šiol dauguma panašių darbų buvo 
orientuoti į antraščių kūrimą anglų kalba. Vertinant keturių skirtingų maši-
ninio vertimo modelių kokybę pagal BLEU, METEOR ir ROUGE-L metrikas, 
„Helsinki Opus“ modelis parodė geriausius rezultatus verčiant tekstą iš anglų 
į lietuvių kalbą. Šis modelis pasižymi dideliu vertimo tikslumu, ženkliai pra-
nokdamas universalius daugiakalbius modelius („Madlad400“, „Seamless“, 
„NLLB-200“), todėl buvo panaudotas išverčiant DOCCI duomenų rinkinį į lie-
tuvių kalbą. Eksperimentų metu efektyviai adaptuotas „Gemma 3“ multimo-
dalinis modelis, naudojant QLORA metodą, buvo pritaikytas antraščių gene-
ravimui lietuvių kalba. Pastarasis metodas pasirodė itin efektyvus, nes lei-
džia reikšmingai sumažinti skaičiavimo išteklių poreikį išlaikant pakankamai 
aukštą antraščių generavimo kokybę. Prieš adaptaciją „Gemma 3“ modelis 
sunkiai generavo antraštes lietuviškai arba pateikdavo paviršutiniškas anglų 
kalbos antraštes. Tačiau po adaptavimo pastebėtas reikšmingas patobulė-
jimas – generuojamos antraštės tapo nuoseklios, prasmingos, detalesnės 
ir tiksliai susietos su vaizdų turiniu. Empirinių tyrimų rezultatai rodo, kad 
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pritaikytas „Gemma 3“ modelis gali būti efektyviai naudojamas automatinė-
se vaizdų antraščių generavimo sistemose lietuvių kalba bei prieinamumo 
didinimui žmonėms su negalia.
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Summary. Unit testing is critical in software quality assurance, and large 
language models (LLMs) offer an approach to automate this process. This paper 
evaluates the quality of unit tests generated by large language models using 
structured output prompts. The research applied six LLMs in generating unit 
tests across different classes of cyclomatic complexity of C# focal methods. 
The experiment result shows that LLMs generated results according to a strict 
structure output (Arrange-Act-Assert pattern) that significantly influences the 
quality of the generated unit tests.

Keywords: large language model, unit test, quality metrics, structured prompt 
output

1	 Introduction

Unit testing is crucial to ensuring the quality of software code units. 
Consequently, various automated unit test generation tools and large 
language models (LLMs) have demonstrated promising results and 
capabilities in unit test generation [1]. Nevertheless, LLM-based unit test 
generation encounters challenges in generating robust unit tests. 

This paper investigates the quality of unit tests generated by LLMs 
(Gemini-2.0-flash, GPT-4o, GPT-4o-mini, Llama-3.3-70 b-versatile, Qwen-
2.5-32b, Qwen-2.5-coder-32b) when prompted to produce output in a 
structured format.  There have already been attempts to investigate the 
structures of the prompts, and it was shown to influence the reliability 
and accuracy of the output [3, 4, 6]. Our experiment showed that LLMs 
generated results according to a strict structure output (Arrange-Act-Assert 
pattern) that significantly influences the quality of the resulting tests. 
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2	 Research Methodology 

The research investigated the effectiveness of LLMs in generating unit tests 
by addressing three research questions (RQs). These research questions 
allow us to systematically evaluate the capabilities of six different LLMs in 
generating unit tests by considering key performance and quality metrics. 
The research questions are as follows.

•	 RQ1: How effective are the LLMs in unit test generation according to 
focal method complexity?

•	 RQ2: How effectively do the generated unit tests cover the focal 
method?

•	 RQ3: How robust are the generated unit tests?

Investigating RQ1, we try to analyze whether the cyclomatic complexity of 
the focal method under test impacts the different LLMs abilities to produce 
effective unit test cases, helping to understand the relationship between 
method complexity and test generation performance. The second research 
question (RQ2) will assess the capability of generated tests to fully cover 
code lines and code branches and show the carefulness of automatically 
generated test suites. Developing robust unit tests for various types of 
changes so that they can be retested with small changes and run across a 
series of system versions is significant for the improvement of the software 
development process [2]. This is the answer we are looking for with RQ3. To 
develop unit tests that are robust to various types of changes so that they 
can be executed with small changes and across a series of system versions 

 

 

Figure 1. Research methodology diagram

The research utilized real-world projects implemented in the C# 
programming language from the GitHub repository. The research began 
with manual retrieval of C# code segments (see Figure 1, first step), and 
with the realized template, the code was divided into focal methods and 
categorized according to the values of cyclomatic complexity (CC). When the 
cyclomatic complexity threshold is 10, the method is considered simple and 
straightforward to test. Between 11-19 threshold, is the moderate method, 
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and a threshold of 25 indicates that the method is overly complex and may 
require refactoring to improve testability. To test evaluation metrics on C# 
code, an entire project containing focal methods and focal method tests is 
required; thus, we created a project template into which focal methods and 
generated unit test methods can be injected. For the testing environment, 
we used Python with the PydanticAI library [7], which allowed us to define 
the structure of an object (see Figure 2).  In this case, the object was a unit 
test using the Arrange-Act-Assert template for the structured response. This 
object could then be further used to inject generated unit tests into the C# 
testing project (see Figure 1, 2nd step).

The prompt engineering for an LLM involves the context and instruction of 
the task and should be well designed to guide the result of the desired output 
and have a marked effect on the responses generated by the model [3]. As 
shown in Figure 2, the prompt consists of these components: instructions (task 
and structure relevant), input and output [5]. The instruction part clearly states 
the task, setting the tone for the model response, while the input provides the 
necessary context or specific examples. In this context, the instruction is struc-
ture-related and shapes the format and structure of the LLM response.

 

 
Figure 2. LLM prompt definition
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In this research, six large language models were selected: GPT-4o-mini, 
GPT-4o, Gemini-2.0-fl ash, Llama.3.3-70b-versatile, Qwen-2.5-32b, Qwen-2.5-
coder-32b [8-12]. None of the parameters of these models were modifi ed, 
meaning they were used as is out of the box. We used three diff erent LLM 
API providers to integrate and execute prompts on selected models in our 
research: OpenAI API, Gemini Developer API, Groq API (see Figure 1, 3rd 
step). Unit tests collected from these providers were validated with the 
PydanticAI library and then injected into the C# testing project. 

In this research, the quality of the generated unit tests was leveraged to 
widely used metrics to fi nd answers to the fi ndings.

RQ1:  the count of unit tests generated using the method of cyclomatic 
complexity;

RQ2:  line coverage, branch coverage, mutation coverage;
RQ3:  killed mutants, surviving mutants. 

All generated unit tests were validated for code compilation errors, and 
afterwards, the tools for code quality metric analysis were executed (see 
Figure 1, 4th step). For unit test code lines and branch coverage evaluation, 
the C#/.NET coverage tool was used, and for performing robustness testing 
of various mutations, Stryker.NET was applied. 

3	 Results

The analysis of experimental results began to fi nd the answer to RQ1.  In 
Table 1, we present the LLM test count generated for each method depending 
on the class of cyclomatic complexity. It was noticed that the Gemini 2.0 
fl ash model generated most unit tests for simple focal methods. Moving 
onto the medium-cyclomatic complexity tasks, the qwen-2.5-coder model 
has generated more tests than any other model. For the high-complexity 
methods, once again, qwen-2.5-coder-32b was able to generate more tests, 
followed by the Gemini-2.0-fl ash model, 38 and 35 tests, respectively. The 
number of tests generated cannot be an accurate measure of the unit 
test quality; therefore, in a further paragraph, the quality metrics of these 
generated unit tests are discussed.

Regarding the RQ2, we evaluated the coverage of the lines, branches, 
and mutations, which were measured by how many codes from the focal 
method were covered by the unit tests generated. On simple cyclomatic 
complexity, all investigated models could achieve 100% code lines, branch 
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and mutation coverage of focal methods. The challenges arise when the 
focal method has a cyclomatic complexity value greater than 10.  The results 
of the coverages of moderate and complex CC of the focal methods are 
presented in Figure 3.  

Table	1.	LLMs generated test counts for each varying cyclomatic complexity task.

Gemini-
2.0-fl	ash	

(1)

GPT-4o 

(2)

GPT-4o-
mini 
(3)

Llama-
3.3-70b-

versatile	(4)

Qwen-2.5-
32b 
(5)

Qwen-2.5-
coder-32b 

(6)

Cyclomatic 
complexity (class) S M C S M C S M C S M C S M C S M C

Generated tests 
(count) 12 12 35 8 7 26 9 10 17 9 9 28 7 12 24 9 26 38

Where S is simple cyclomatic complexity (CC≤10), M is moderate cyclomatic complexity (CC is 
between 11-19), and C is complex cyclomatic complexity (CC≥ 20).

3 Results
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Qwen-2.5-
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S M C S M C S M C S M C S M C S M C

Generated tests 
(count)

12 12 35 8 7 26 9 10 17 9 9 28 7 12 24 9 26 38

(CC≤10)
(CC≥ 20).
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Figure	3.	Unit tests 
quality metric results 
with moderate (3a) and 
complex (3b) CCs class 
of focal methods.
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From Figure 3a, we can observe that for the moderate complexity code 
segments, only two models achieved 100 % code coverage, and only one 
of the models, qwen-2.5-coder-32b, achieved 100 % branch coverage for 
moderate difficulty methods. The qwen-2.5-coder-32b model also received 
the highest mutation score for moderate difficulty unit tests at 71.74 %.  
Unexpectedly, the GPT-4o model scored lower in branch coverage and 
mutation score than its less capable model, GPT-4o-mini, scoring 85 and 89 
% in branch coverage and 28.26 and 56.52 % in mutation score, respectively. 
When analyzing the results of the coverage of the complex focal method, the 
highest percentage of mutation coverage received by GPT-4o and GPT-4o-
mini at ~89%, and the qwen-2.5-coder-32b model achieved the third highest 
mutation score at 80.39 % (see Figure 3b). It was noticed that the llama-
3.3-70b-versatile model could not compete with other models like GPT and 
Gwen when introduced to moderate and complex CC of focal methods, 
usually scoring lower in mutation coverage than competitors.

Looking for the answer to research question RQ3, we analyze the 
robustness of generated unit tests when evaluating the count of generated 
unit tests with killed and survived mutants of them. 

 

  

  

  

  

  

  

  

  
   

   

   

   

   

   

   

   

   

   

   

   

   

   

   

   

   

   

                                                  
                  

              

                

Figure 4. Generated unit tests and their mutation robustness

where: 1- Gemini-2.0-flash, 2 - GPT-4o, 3 - GPT-4o-mini, 4 - Llama-3.3-70b-versatile, 5- Qwen-
2.5-32b, 6 - Qwen-2.5-coder-32b.
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In Figure 4, it was observed that most mutants were killed by the GPT-
4o-mini, GPT-4o and Qwen-2.5-coder-32b models, meaning that these 
models should have a higher mutation score than other models which did 
not have as many mutants killed or had many of the mutants survive. Since 
the mutation score measures the ‘strength’ of a test suite and characterizes 
its bug detection abilities, it is highly likely that these tests generated by the 
GPT-4o-mini, GPT-4o and qwen-2.5-coder-32b models are of higher quality, 
meaning they are more likely to sufficiently cover focal methods under test. 
The highest number of mutants that survived mutations were from models 
from Llama-3.3-70b-versatile and Gemini-2.0-flash. Llama-3.3-70b-versatile 
model had more mutations survive than mutations killed, indicating that 
the unit tests generated by this model may not be ideal to adequately cover 
test code.

Another observation was made when further analyzing the results; it 
seems that the LLM mutation score on medium complexity task was lower 
than for the high complexity task. It could be the case that the LLM had 
more knowledge about testing the selected complex method; thus, the 
medium method was not recognized as such. Another case could be that 
the medium cyclomatic complexity task had more complex inner workings 
for the LLM to test, compared to the high cyclomatic complexity task.

4	 Conclusions 

This paper analyzes the capabilities of unit tests generated by six LLMs 
utilizing a structured output validation library (PydanticAI) and evaluates 
their quality. The results of the experiment carried out indicate that all unit 
tests generated achieve 100% code, branch, and mutation coverage when 
the focal method has a simple cyclomatic complexity. The quality varies 
considerably when faced with moderate and complex cyclomatic complexity 
of methods. This research distinguishes the LLM model Gwen-2.5-coder-
32b, which achieves high branch coverage and mutation robustness of 
generated unit tests across different method complexities. 

Future work on the quality evaluation of LLMs-generated unit tests could 
extend to assessment of assertion quality, including density, diversity, and 
logical soundness. 
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Santrauka. Potencialių pardavimų baigties prognozavimas atliktas naudojant 
klasifikacinius: logistinės regresijos ir atsitiktinio miško (angl. Random Forest) mo-
delius. Duomenų pagrindinis šaltinis – klientų ryšių valdymo sistema „Microsoft 
Dynamics 365 CRM“. Papildomi šaltiniai – „Sodros“ ir „Registrų centro“ viešųjų 
duomenų rinkiniai. Kryžminės validacijos metu nustatyta, kad atsitiktinio miško 
modelis yra veiksmingesnis (vidutinis tikslumas 91 %), palyginti su logistinės re-
gresijos modeliu (vidutinis tikslumas 74 %). Taip pat nustatyta, kad pardavimų 
baigties prognozei, remiantis Gini indeksu, statistiškai reikšmingiausi „Microsoft 
Dynamics 365 CRM“ duomenys.  

Raktiniai žodžiai: klientų valdymo sistema (angl. Customer Relationship Mana-
gement, CRM), verslas verslui (angl. Business To Business, B2B), logistinė regresija, 
atsitiktinis miškas (angl. Random Forest)

Įvadas

Tikslus pardavimų baigties prognozavimas yra svarbus verslams, nes rem-
damasi prognozės rezultatais įmonė gali planuoti produkciją, žmogiškuo-
sius resursus ir inventorių [9]. Didžiausias iššūkis įmonėms – sukurti pa-
tikimą prognozės įrankį. Įmonės gali nesiryžti investuoti į matematiniais 
skaičiavimas grįstus prognozės modelius, bet rinktis paprastesnį būdą – 
pasitikėti vadybininko ekspertine nuomone. Būtent čia įmonės susidūria 
su esmine problema – vadybininko ekspertinė nuomonė yra subjektyvi ir 
vertinimai gali smarkiai skirtis nuo galutinių pardavimų rezultatų. Net gar-
siausių pasaulio įmonių vadovai ir atstovai yra apsirikę teikdami prognozes. 
Pavyzdžiui, buvęs „Microsoft“ gerneralinis direktorius S. Balmeris 2007 me-
tais teigė, kad „iPhone“ niekada neįgis reikšmingos rinkos dalies. Be to, kitos 
pasaulio milžinės „IBM“ atstovai 1959 metais įmonei „Xerox“, užsiimančiai 
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spausdintuvų prekyba, prognozavo, kad pasaulio rinkoje bus įmanoma par-
duoti daugiausiai vos  penkis tūkstančius spausdintuvų [10]. Akivaizdu, jog 
prognozės nepasitvirtino: „Apple“ užima 27.78 % viso pasaulio rinkos [6], 
o „Xerox“ 2024 m. sugeneravo virš 6 mlrd. JAV dolerių pajamų [7]. Dėl šios 
priežasties svarbu sukurti pardavimų modelį, grįstą ne vadybininko intuicija, 
tačiau objektyviais duomenimis. 

Klientų ryšių valdymo sistemos (angl. Customer Relationship Manage-
ment, CRM) tapo nepakeičiamu įrankiu šiuolaikinių verslų pardavimų srityje. 
Jų duomenys yra vieni iš svarbiausių visų įmonės valdomų duomenų [3]. 
Sistemoje galima rasti komunikacijos su potencialiais klientais istoriją, pa-
siūlymų detales ir kitas metrikas, leidžiančias įmonėms analizuoti klientų 
eglesį ir optimizuoti pardavimų strategijas. Klientų ryšių valdymo sistemoje 
„Microsoft Dynamics 365 CRM“ pardavimai yra išskaidyti į penkis pardavimo 
etapus [4]:

1.	 Potencialių klientų (angl. leads) pritraukimas. Identifikuojami ir pri-
traukiami galimi pirkėjai. Šio etapo metu vyksta pirmieji skambučiai 
(kitaip vadinami šaltaisiais skambučiais) ir nustatomi kliento patiriami 
iššūkiai.

2.	 Jeigu įmanoma pasiūlyti tinkamą produktą ar paslaugą kliento sun-
kumams išspręsti, šie sprendimai sistemoje suformuojami kaip „ga-
limybės“ (angl. opportunities) – potencialūs paslaugos pardavimai, 
atitinkantys kliento poreikius. Šio etapo metu vyksta papildomi po-
kalbiai siekiant suderinti tinkamiausią, personalizuotą sprendimą ir 
optimalią kainą.

3.	 Suderinus abiems pusėms tinkamas sąlygas, klientui pateikiamas 
komercinis pasiūlymas.

4.	 Patvirtinamas užsakymas ir sudaroma sutartis. Jei sutartis pasirašo-
ma, galimybei (potencialus pardavimas)  suteikiamas statusas „lai-
mėta“, nes pardavimas įvyko. 

5.	 Suteikus paslaugą/produktą, parengiama ir išrašoma sąskaita už at-
liktas paslaugas. 

Šio tyrimo  tikslas yra sukurti kuo tikslesnį mašininio mokymosi mode-
lį, skirtą prognozuoti, ar konkretus potencialus pardavimas virs užsakymu, 
eliminuojant vadybininko ekspertinės nuomonės tiesioginės įtakos progno-
zavimo rezultatams veiksnį.  Pasirinkta prognozuoti potencialių pardavimų 
baigtį, nes agreguoti prognozių rezultatai leidžia įsivertinti potencialias par-
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davimų pajamas. Pavyzdžiui, nustačius, kad prognozės neatitinka lūkesčių, 
galima didinti pajėgas pritraukiant potencialius klientus, kad atsirastų dau-
giau potencialių pardavimų ir būtų didesnė tikimybė pasiekti įmonės finan-
sinius tikslus. Be to, atsižvelgiant į prognozės rezultatus galima racionaliai 
planuoti žmogiškuosius išteklius ir finansus [2].

Išsikelti darbo uždaviniai:
1.	 Paruošti realius IT sektoriaus įmonės duomenis iš „Microsoft Dyna-

mics 365 CRM“ platformos.
2.	 Surasti ir papildyti duomenų rinkinį viešai prieinamais duomenimis 

apie kiekvieną potencialų klientą (įmonę).
3.	 Nustatyti, kurie rodikliai yra reikšmingiausi prognozuojant pardavimus.
4.	 Sukurti ir palyginti logistinės regresijos ir atsitiktinio miško (angl. Ran-

dom forest) modelius, skirtus potencialių pardavimų sėkmės progno-
zėms gauti.

1	 Duomenys ir metodai

Šio empirinio tyrimo metu yra naudojami tikri informacinių technologi-
jų sektoriaus įmonės duomenys, gauti iš klientų ryšių valdymo sistemos 
„Microsoft Dynamics 365 CRM“. Be to, šio tyrimo metu naudojami ir viešai 
prieinami valstybiniai duomenys: „Sodros ir  „Registrų centro“ –atvirų, t. y. 
viešųjų duomenų, rinkiniai.

Galutinį duomenų masyvą sudaro šie elementai:

•	 Klientų potencialių pardavimų istorija:
o	 ankstesnių sėkmingų ir nesėkmingų pardavimų baigtis;
o	 įgyvendintų projektų punktualumas (pavėluotai įgyvendintų projek-

tų dalis);
o	 atsakingo pardavimų vadybininko darbo patirtis (sėkmingų pardavi-

mų dalis ir darbo stažas įmonėje);
o	 kliento (įmonės) identifikavimo informacija (juridinio asmens, PVM 

mokėtojų kodai).
•	 Viešai prieinami valstybiniai duomenys (prijungiami prie klientų nau-

dojant juridinio asmens, PVM mokėtojų kodus):
o	 „Sodros“ duomenys: informacija apie apdraustųjų skaičių ir vidutinį 

darbo užmokestį kiekvienam klientui;
o	 „Registrų centro“ duomenys: juridinių asmenų finansinės atskaito-

mybės dokumentai, įskaitant ekonominės veiklos rūšį, pelno (nuos-
tolio) ataskaitas ir balansus. 
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Galutinė imtis –  2187 potencialių pardavimų (galimybių) duomenys, ku-
rių baigtis gali būti sėkminga arba nesėkminga(pardavimas neįvyko). Ben-
dras duomenų rinkinio dydis –  455 įmonės, iš kurių 141 įmonė turėjo tik 
vieną pardavimo galimybę (t. y., šie klientai pirmą kartą kreipėsi į įmonę jau 
su konkrečiu poreikiu dėl specifinio sprendimo – paslaugos ar produkto). Iš 
viso buvo nagrinėjama 20 požymių (angl. features).

Atsižvelgiant į tai, kad įmonių finansinių ataskaitų informacijos detalu-
mas priklauso nuo įmonės specifikos (pvz., įmonės dydžio) [1], papildomai 
apskaičiuoti keli pagrindiniai finansiniai rodikliai [6]:

•	 Nuosavo kapitalo pelningumas (grąža) (angl. trumpinys ROE):

 Patvirtinamas užsakymas ir sudaroma sutartis. Jei sutartis pasirašoma, galimyb
„laimėta“, nes pardavimas įvyko

 Suteikus paslaugą/produktą parengiama ir išrašoma sąskaita už atliktas paslaugas

Šio tikslas yra sukurti kuo tikslesnį mašininio mokymosi modelį, skirtą 
 užsakym

ės ės tiesioginės įtakos prognozavimo rezultatams veiksnį. 
potencialių pardavimų baigtį agreguoti prognozių rezultatai leidžia įsivertinti 

potencialias pardavimų . Pavyzdžiui, nustačius, kad prognozė neatitinka lūkesčių
galima didinti pajėgas pritraukiant potenciali klientus, kad atsirastų daugiau potencialių 
pardavimų ir būtų didesnė tikimybė pasiekti įmonės finansinius tikslus. Be to, atsižvelgiant į 
prognozės rezultatus galima racionaliai planuoti žmogiškuosius išteklius ir finansus 

Išsikelti darbo uždaviniai:
 Paruošti sektoriaus įmonės duomenis iš „Microsoft Dynamics 365 CRM“ 

 Surasti ir papildyti duomenų rinkinį viešai prieinamais duomenimis apie kiekvieną 
potencialų klientą (įmonę)

 rodikliai yra reikšmingiausi prognozuojant pardavimus
 logistinės regresijos ir atsitiktinio miško (angl. Random forest

potencialių pardavimų sėkmės prognozėms gauti.

1 Duomenys ir metodai 
Šio empirinio tyrimo metu informacinių technologijų sektoriaus įmonės 

iš klientų ryšių valdymo sistemos „Microsoft Dynamics 365 CRM“. Be to, šio 
tyrimo metu naudojami ir viešai prieinami valstybiniai duomenys: „Sodros ir  „Registrų centro“ –
atvirų, t. y. viešųjų duomenų, rinkiniai.

Galutinį duomenų masyvą sud šie elementai
• Klientų potencialių pardavimų

o nkstesnių sėkmingų ir nesėkmingų ų
o įgyvendintų projektų (pavėluotai įgyvendintų projektų dalis)
o tsakingo pardavimų vadybininko darbo patirtis (sėkmingų pardavimų

ir darbo stažas įmonėje)
o įmonės

mokėtojų kodai).
• Viešai prieinami valstybiniai duomenys (prijungiami prie klientų naudojant 

juridinio asmens, PVM mokėtojų kodus)
o „Sodros“ duomenys: informacija apie apdraustųjų skaičių ir vidutinį darbo 

užmokestį kiekvienam klientui
o „Registrų centro“ duomenys: juridinių asmenų finansinės atskaitomybės 

dokumentai, įskaitant ekonominės veiklos rūšį

Galutinė imtis – 2187 potencialių pardavimų (galimybių) duomenys, kurių baigtis gali būti
sėkminga arba nesėkminga pardavimas neįvyko . Bendras duomenų rinkinio dydis –
įmonės, iš kurių 141 įmonė turėjo tik vieną pardavimo galimybę (t. y. šie klientai pirmą kartą 
kreipėsi į įmonę jau su konkrečiu poreikiu dėl specifinio sprendimo – Iš 

nagrinėjam požymių features
Atsižvelgiant į tai, kad įmonių finansinių ataskaitų informacijos detalumas priklauso nuo 

įmonės specifikos (pvz. įmonės dydžio) apskaičiuoti

• Nuosavo kapitalo pelningumas (grąža) ( ROE
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Šis rodiklis suteikia informaciją apie įmonės praėjusio laikotarpio inves-
ticijų į įmonę grąžą;

•	 Turto pelningumas (grąža) prieš mokesčius (angl. trumpinys ROA):

Šis r suteikia informaciją apie įmonės praėjusio laikotarpio investicijų į įmonę 
grąžą

• Turto pelningumas (grąža) prieš mokesčius ( ROA
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Šis r padeda įvertinti, kaip efektyviai įmonė panaudoja turtą;

• Veiklos pelningumas prieš palūkanas ir mokesčius ( EBIT
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Šis r kokį pelną uždirbtų įmonė, neįgydama finansinių 
skolų;

• D/E
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iš pagrindinių rodiklių, indikuojančių finansinę riziką

Taigi visi š rodikliai suteikia galimybę apžvelgti bendrą potencialių klientų 
finansinę situaciją

ėms konversijos į užsakymą prognoz
logistinė regresija ir atsitiktinis miškas (angl. Random forest  Šių modelių pasirinkimas 
galimybę efektyviai įvertinti potencialaus pardavimo baigtį, nes jų rezultatas pateikia binarinį 
atsakymą – sėkmę arba nesėkmę. Logistinės regresijos vertina ryšį tarp nepriklausomų 
kintamųjų ir kategorinio priklausomo kintamojo tikimybę, 

priklauso „laimėtų pardavimų“ kategorijai. Šis modelis dėl palyginti 
nesudėtingo įgyvendinimo ir aiškiai interpretuojamų koeficientų suteikiančių galimybę 
identifikuoti reikšmingiausius požymius, darančius įtaką prognozės Visgi minėtinas ir 

s šio modelio trūkumas: logistinė regresija yra jautri multikolinearumui, 
lius koeficientų įverčius ir sumažinti modelio patikimumą. Dėl šios priežasties 

lyginamosios analizės tikslu pasirinktas atsitiktinio miško metodas
linijinių kombinacijų sprendimų medž –

, taip sumažin kintamųjų tarpusavio 
priklausomybės įtaką modeliui

modeliams atliekama kryžminė validacija (10 grupių) stinės 
paklaidos reikšmes test error values išrenkamas . Taikant logistinės 

s modelį, užtikrinama, jog kintamieji yra statistiškai reikšmingi (reikšmingumo lygmuo 
p<0,05) ir nėra multikolinearumo tarp kintamųjų VIF<4 Atsitiktinio miško modelio 

50 iteracijų atsitiktinės paieškos kryžminę validaciją (angl. 
Randomized Search CV su kryžmine validacija (10 kartų)
geriausią ROC AUC rezultatą ir OOB įvertį ( out-of-bag score

Galutiniame atsitiktinio miško modelyje n
• edžių skaičius (n_estimators
• aksimalus medžių gylis (max_depth
• išsišakojančių mazgų (angl. child nodes) skaičius max_features

kvadratinė šaknis sqrt
• internal node

• lasių svoris (class_weight

Šis rodiklis padeda įvertinti, kaip efektyviai įmonė panaudoja turtą;

•	 Veiklos pelningumas prieš palūkanas ir mokesčius (angl. trumpinys 
EBIT):

Šis r suteikia informaciją apie įmonės praėjusio laikotarpio investicijų į įmonę 
grąžą

• Turto pelningumas (grąža) prieš mokesčius ( ROA
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Šis r kokį pelną uždirbtų įmonė, neįgydama finansinių 
skolų;

• D/E

𝐷𝐷/𝐸𝐸 = 𝑚𝑚𝑚𝑚𝑚𝑚ė𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡 𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠 𝑖𝑖𝑖𝑖 į𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠
𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛 𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘

iš pagrindinių rodiklių, indikuojančių finansinę riziką

Taigi visi š rodikliai suteikia galimybę apžvelgti bendrą potencialių klientų 
finansinę situaciją

ėms konversijos į užsakymą prognoz
logistinė regresija ir atsitiktinis miškas (angl. Random forest  Šių modelių pasirinkimas 
galimybę efektyviai įvertinti potencialaus pardavimo baigtį, nes jų rezultatas pateikia binarinį 
atsakymą – sėkmę arba nesėkmę. Logistinės regresijos vertina ryšį tarp nepriklausomų 
kintamųjų ir kategorinio priklausomo kintamojo tikimybę, 

priklauso „laimėtų pardavimų“ kategorijai. Šis modelis dėl palyginti 
nesudėtingo įgyvendinimo ir aiškiai interpretuojamų koeficientų suteikiančių galimybę 
identifikuoti reikšmingiausius požymius, darančius įtaką prognozės Visgi minėtinas ir 

s šio modelio trūkumas: logistinė regresija yra jautri multikolinearumui, 
lius koeficientų įverčius ir sumažinti modelio patikimumą. Dėl šios priežasties 

lyginamosios analizės tikslu pasirinktas atsitiktinio miško metodas
linijinių kombinacijų sprendimų medž –

, taip sumažin kintamųjų tarpusavio 
priklausomybės įtaką modeliui

modeliams atliekama kryžminė validacija (10 grupių) stinės 
paklaidos reikšmes test error values išrenkamas . Taikant logistinės 

s modelį, užtikrinama, jog kintamieji yra statistiškai reikšmingi (reikšmingumo lygmuo 
p<0,05) ir nėra multikolinearumo tarp kintamųjų VIF<4 Atsitiktinio miško modelio 
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Randomized Search CV su kryžmine validacija (10 kartų)
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• edžių skaičius (n_estimators
• aksimalus medžių gylis (max_depth
• išsišakojančių mazgų (angl. child nodes) skaičius max_features

kvadratinė šaknis sqrt
• internal node

• lasių svoris (class_weight

Šis rodiklis padeda prognozuoti, kokį pelną uždirbtų įmonė, neįgydama 
finansinių skolų;

•	 Skolos ir nuosavo kapitalo santykis (angl. trumpinys D/E):

Šis r suteikia informaciją apie įmonės praėjusio laikotarpio investicijų į įmonę 
grąžą

• Turto pelningumas (grąža) prieš mokesčius ( ROA

𝑅𝑅𝑅𝑅𝑅𝑅 =  𝑔𝑔𝑔𝑔𝑔𝑔𝑔𝑔𝑔𝑔𝑔𝑔𝑔𝑔𝑔𝑔 𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝
𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣 𝑡𝑡𝑢𝑢𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟

Šis r padeda įvertinti, kaip efektyviai įmonė panaudoja turtą;

• Veiklos pelningumas prieš palūkanas ir mokesčius ( EBIT

𝐸𝐸𝐸𝐸𝐸𝐸𝐸𝐸 =  𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝 (𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝š 𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎ą)
𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝

Šis r kokį pelną uždirbtų įmonė, neįgydama finansinių 
skolų;

• D/E

𝐷𝐷/𝐸𝐸 = 𝑚𝑚𝑚𝑚𝑚𝑚ė𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡 𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠 𝑖𝑖𝑖𝑖 į𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠
𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛 𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘𝑘
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Vienas iš pagrindinių rodiklių, indikuojančių finansinę riziką.

Taigi visi šie pagrindiniai rodikliai suteikia galimybę apžvelgti bendrą po-
tencialių klientų finansinę situaciją: ar klientas mokus, ar turi reinvestavimo 
potencialo. 

Galimybėms konversijos į užsakymą prognozuoti naudojami du klasifika-
ciniai modeliai: logistinė regresija ir atsitiktinis miškas (angl. Random forest). 
Šių modelių pasirinkimas suteikia galimybę efektyviai įvertinti potencialaus 
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pardavimo baigtį, nes jų rezultatas pateikia binarinį atsakymą – sėkmę arba 
nesėkmę. Logistinės regresijos modelis vertina ryšį tarp nepriklausomų kin-
tamųjų ir kategorinio priklausomo kintamojo ir prognozuoja tikimybę, ar 
potencialus pardavimas priklauso „laimėtų pardavimų“ kategorijai.  Šis mo-
delis pasirinktas dėl palyginti nesudėtingo įgyvendinimo ir aiškiai interpre-
tuojamų koeficientų, suteikiančių galimybę identifikuoti reikšmingiausius 
požymius, darančius įtaką prognozės rezultatui. Visgi minėtinas ir tam ti-
kras šio modelio trūkumas: kadangi logistinė regresija yra jautri multikoline-
arumui, tai gali sukelti nestabilius koeficientų įverčius ir sumažinti modelio 
patikimumą. Dėl šios priežasties lyginamosios analizės tikslu taip pat pasi-
rinktas atsitiktinio miško metodas, kuris yra atsparesnis multikolinearumui, 
nes vietoj linijinių kombinacijų naudojami sprendimų medžiai  – skaidomi 
pavieniai kintamieji kiekviename mazge, taip sumažinant  kintamųjų tarpu-
savio priklausomybės įtaką modeliui [11].

Abiems modeliams atliekama kryžminė validacija (10 grupių) ir pa-
gal gautas testinės paklaidos reikšmes (angl. test error values) išrenkamas 
efektyvesnis modelis. Taikant logistinės regresijos modelį, užtikrinama, jog 
kintamieji yra statistiškai reikšmingi (reikšmingumo lygmuo p<0,05) ir nėra 
multikolinearumo tarp kintamųjų (VIF<4). Atsitiktinio miško modelio hiper-
parametrai parinkti naudojant 50 iteracijų atsitiktinės paieškos kryžminę 
validaciją (angl. Randomized Search CV) su kryžmine validacija (10 kartų). Ga-
lutinis modelis parinktas pagal geriausią ROC AUC rezultatą ir OOB įvertį 
(angl. out-of-bag score).

Galutiniame atsitiktinio miško modelyje naudoti hiperparametrai:

•	 medžių skaičius (n_estimators) = 500;
•	 maksimalus medžių gylis (max_depth) = 30;
•	 maksimalus išsišakojančių mazgų (angl. child nodes) skaičius (max_fea-

tures) = kvadratinė šaknis (sqrt);
•	 minimali imtis, reikalinga vidinio mazgo (angl. internal node) padaliji-

mui (min_samples_split) = 2;
•	 klasių svoris (class_weight) = balansuotas.

2	 Rezultatai

Atsitiktinio miško (angl. Random forest) modelis veiksmingesnis už logistinės 
regresijos modelį. Pagal ROC kreives (žr. 1 pav. ir 2 pav.), vaizduojančias 
jautrumo ir specifiškumo sąryšį,  matoma, kad plotas po ROC kreive (AUC) 
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yra didesnis atsitiktinio miško modeliui (čia vidutinis AUC logistinei regresi-
jai – 0,78; atsitiktiniam miškui – 0,97). Atsitiktinis miškas itin optimaliai klasi-
fikuoja galimybių baigtį;

Kryžminės validacijos metu gautas vidutinis tikslumas:
•	 logistinės regresijos – 74 % (0,740 (±0,032))
•	 atsitiktinio miško -  91 % (0,913 (±0,020))

2 Rezultatai 
Atsitiktinio miško (angl. Random forest modelis veiksmingesnis už logistinės regresijos 

modelį. (žr. 1 pav. ir 2 pav.), vaizduojančias jautrumo ir specifiškumo sąryšį
miško modeliui (čia 

– 78; atsitiktiniam miškui – sitiktinis miškas itin optimaliai 
klasifikuoja galimybių baigtį;

Kryžminės validacijos metu gautas vidutinis tikslumas:

• ogistinės regresijos –
• tsitiktinio miško 

 
1 pav. Logistinės regresijos ROC kreivė 

 
2 pav. Atsitiktinio miško ROC kreivė

Kadangi atsitiktinio miško modelis gautas tikslesnis, jame nustatomas kintamųjų reikšmingumas 
Gini indeksą

 
3 pav. Atsitiktinio miško modelio rodiklių reikšmingumas pagal Gini indeksą 

eikšmingiausi atsitiktinio miško rodikliai (žr. pasiūlyta preliminari 
pardavėjo stažas vidutinis potencialaus kliento (įmonės) darbo užmokestis, 
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2 Rezultatai 
Atsitiktinio miško (angl. Random forest modelis veiksmingesnis už logistinės regresijos 

modelį. (žr. 1 pav. ir 2 pav.), vaizduojančias jautrumo ir specifiškumo sąryšį
miško modeliui (čia 

– 78; atsitiktiniam miškui – sitiktinis miškas itin optimaliai 
klasifikuoja galimybių baigtį;

Kryžminės validacijos metu gautas vidutinis tikslumas:

• ogistinės regresijos –
• tsitiktinio miško 

 
1 pav. Logistinės regresijos ROC kreivė 

 
2 pav. Atsitiktinio miško ROC kreivė

Kadangi atsitiktinio miško modelis gautas tikslesnis, jame nustatomas kintamųjų reikšmingumas 
Gini indeksą
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Kadangi atsitiktinio miško modelis gautas tikslesnis, jame nustatomas 
kintamųjų reikšmingumas naudojant Gini indeksą [5]:

2 Rezultatai 
Atsitiktinio miško (angl. Random forest modelis veiksmingesnis už logistinės regresijos 

modelį. (žr. 1 pav. ir 2 pav.), vaizduojančias jautrumo ir specifiškumo sąryšį
miško modeliui (čia 

– 78; atsitiktiniam miškui – sitiktinis miškas itin optimaliai 
klasifikuoja galimybių baigtį;

Kryžminės validacijos metu gautas vidutinis tikslumas:

• ogistinės regresijos –
• tsitiktinio miško 

 
1 pav. Logistinės regresijos ROC kreivė 

 
2 pav. Atsitiktinio miško ROC kreivė

Kadangi atsitiktinio miško modelis gautas tikslesnis, jame nustatomas kintamųjų reikšmingumas 
Gini indeksą

 
3 pav. Atsitiktinio miško modelio rodiklių reikšmingumas pagal Gini indeksą 

eikšmingiausi atsitiktinio miško rodikliai (žr. pasiūlyta preliminari 
pardavėjo stažas vidutinis potencialaus kliento (įmonės) darbo užmokestis, 

3 pav. Atsitiktinio miško modelio rodiklių reikšmingumas pagal Gini indeksą

Reikšmingiausi atsitiktinio miško rodikliai (žr. 3 pav. ): derybose pasiūlyta 
preliminari suma, pardavėjo stažas (dienomis), vidutinis potencialaus klien-
to (įmonės) darbo užmokestis, kliento ankstesnių užsakymų kiekis. Mažiau-
siai reikšmingi (Gini indeksas < 0,01): įmonės sektorius – viešasis/privatus, 
kliento anksčiau įvykdytų, bet vėlavusių užsakymų kiekis, ekonominės vei-
klos rūšis (EVRK). Reikšmingiausi finansiniai rodikliai: skolos ir nuosavo kapi-
talo santykis (D/E), veiklos pelningumas prieš palūkanas ir mokesčius(EBIT). 

Iš gautų duomenų analizės rezultatų matoma, kad be agreguotų istori-
nių galimybių duomenų, statistiškai reikšmingi yra ir atvirų duomenų šalti-
niai. Pastebėta, kad projektų vėlavimai, ekonominės veiklos rūšis bei juridi-
nio asmens sektoriaus tipas daro nedidelę įtaką prognozei. Verta paminėti, 
kad dauguma įmonės klientų priklauso privačiam sektoriui ir jų ekonominė 
veikla sutampa. Išskirtos vos dvi skirtingos ekonominės veiklos rūšies kate-
gorijos. Taigi visi mažiausiai reikšmingi kintamieji (kurių Gini indeksas < 0,01) 
pasižymi maža grupių įvairove (vos 2 unikalios reikšmės imtyje).
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Išvados
Empirinio tyrimo metu įvertinus ir palyginus potencialių pardavimų baigties 
prognozavimo tikslu naudojamus klasifikacinius logistinės regresijos ir at-
sitiktinio miško (angl. Random Forest) modelius nustatyta, kad atsitiktinio 
miško modelis yra veiksmingesnis, palyginti su logistinės regresijos mode-
liu, nes jis 17 % tiksliau prognozuoja, kiek įmonės turimų galimybių (angl. 
opportunities) virs užsakymais. 

Pagal Gini indeksą nustatyta, kad didžiausią įtaką modeliui daro „Micro-
soft Dynamics 365 CRM“ platformoje vedami duomenys. Itin svarbų vaidme-
nį atlieka ir nemokamai, viešai prieinami „Sodros“ duomenys ir „Registrų 
centro“ prieinamos finansinės ataskaitos (iš jų išvesti finansiniai rodikliai).

Pabrėžtina, jog iš finansinių rodiklių aktualiausi yra skolos ir nuosavo 
kapitalo santykis (D/E) ir EBIT. Tad apibendrinus empirinio tyrimo rezultatus 
galima daryti prielaidą, jog pardavimų prognozei aktualiausia su skolomis ir 
potencialiu reinvestavimu susijusi informacija.
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Santrauka. Šiame straipsnyje nagrinėjama, kaip skirtingi duomenų rinkiniai 
(Musdb18-HQ, Moisesdb), naudojami muzikos garso šaltinių atskyrimo modelio 
apmokymui, lemia SCNet modelio išvesties rezultatus. Modelio efektyvumas 
vertinamas SDR kiekybine metrika, pagal skirtingus muzikos žanrus ir garso 
šaltinius. Modelis geriausiai atskiria būgnus ir vokalus, jį apmokius su Musdb18-
HQ, o naudojant Moisesdb, geriausiai atskiria bosus ir būgnus. Kai modelio 
apmokymui ir įvertinimui naudojami skirtingi duomenų rinkiniai, SDR rodikliai 
tampa mažesni, nes modelis juos prasčiau apibendrina. Pastebėta, kad modeliui 
yra sudėtinga atskirti roko muzikos žanrą, o geriausi SDR pasiekti bliuzo ir kantri 
žanruose.

Raktiniai žodžiai: Muzikos garso šaltinių atskyrimas, SDR metrika, spektrogra-
ma.

1	 Įvadas

Garso šaltinių atskyrimas – procesas, kurio metu iš turimo garso signalo at-
skiriami jį sudarantys komponentai. Garso šaltinių atskyrimas yra aktualus 
muzikos srityje ir yra taikomas vokalo bei instrumentų atskyrimui muzikos 
takelyje [1]. Norint įgyvendinti garso šaltinių atskyrimą, pasitelkiami giliojo 
mokymosi modeliai, kurie skirstomi į tris pagrindinius tipus, atsižvelgiant į 
juose įgyvendintą neuroninį tinklą [2] – konvoliucinį, rekurentinį, dėmesiu 
pagrįstą transformerį.

Konvoliucinį neuroninį tinklą taikantys modeliai sunkiai atpažįsta ir ap-
doroja ilgalaikes priklausomybes laiko srityje [5], o dėmesiu pagrįsti trans-
formeriai yra kompleksiški ir reikalauja didelių skaičiavimų resursų [6]. Re-
kurentinis neuroninis tinklas modeliuoja duomenis sekomis. Šis neuroni-
nio tinklo veikimo principas yra tinkamas garso signalų apdorojimui, nes 
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skaitmenizuotas garso signalas irgi yra reikšmių seka, išreikšta laiko srityje. 
Būtent šiame darbe pasirinktas SCNet [6] giliojo mokymo modelis, savo ar-
chitektūroje pritaikantis rekurentinį neuroninį tinklą.

Giliojo mokymosi modelis yra apmokomas muzikos įrašų duomenimis, 
kurie yra pateikiami skirtingais garso takeliais. Dažniausiai apmokymui ir 
kokybės įvertinimui naudojamo duomenų rinkinio Musdb18-HQ vienas gar-
so įrašas turi 5 takelius: mišrų, kuriame yra visi muzikos instrumentai ir atli-
kėjų vokalai, būgnų, bosų, vokalų ir likusių garso šaltinių (visų, kurie lieka iš 
mišraus muzikos garso signalo atmetus būgnus, bosus ir vokalus).

Svarbu modelį apmokyti ir įvertinti naudojant skirtingus duomenų rin-
kinius – tai padeda įvertinti modelio galimybę apibendrinti (angl. generalize) 
skirtingus muzikos žanrus ir pamatyti, kuriuose muzikos žanruose modelis 
negeba gerai atskirti garso šaltinių.

Šio tyrimo tikslas yra nustatyti kaip skirtingi duomenų rinkiniai, naudo-
jami muzikos garso šaltinių atskyrimo modelio apmokymui, lemia modelio 
išvesties rezultatus.

Tyrimo idėja – pasirinktą SCNet giliojo mokymosi muzikos garso šalti-
nių atskyrimo modelį apmokyti ir įvertinti dvejais duomenų rinkiniais – 
Musdb18-HQ ir Moisesdb bei modelio rezultatus tarp jų – apmokyti su vienu 
duomenų rinkiniu, o įvertinti su kitu. Rezultatuose pateikiama modelio SDR 
[7] kiekybinė metrika ir nagrinėjama kaip šios metrikos reikšmė kinta esant 
skirtingiems muzikos žanrams ir garso šaltiniams.

2	 Tyrimui pasirinktas giliojo mokymosi modelis

Tyrimui atlikti buvo pasirinktas SCNet muzikos garso šaltinių atskyrimo mo-
delis, susidedantis iš dviejų kelių rekurentinio neuroninio tinklo [6]. Modelis 
susideda iš trijų pagrindinių komponentų – garso koduotojo, atskyrimo tin-
klo, garso dekoduotojo.

Pirmiausia garso įrašas konvertuojamas į spektrogramą, pritaikant 
trumpalaikę diskrečiąją Furjė transformaciją. Spektrogramą apdoroja gar-
so koduotojas, kurio tikslas yra atskirti 3 dažnių juostas – žemų, vidutinių 
ir aukštų, sumažinti rezoliuciją aukštuose ir vidutiniuose dažniuose, išsau-
gant pilną informaciją žemuose dažniuose bei surinkti garso signalo požy-
mius tolimesniam apdorojimui. Atskyrimo tinklas sudarytas iš dviejų kelių 
rekurentinio neuroninio tinklo – toliau DKRNT, architektūros, kurią mode-
lio autoriai pritaikė remdamiesi „Dual-path RNN“ modelio architektūra [4]. 
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DKRNT suskirsto rekurentinio neuroninio tinklo sluoksnius į du vienas kitą 
papildančius elementus:

•	 Lokalų rekurentinį neuroninį tinklą, apdorojantį individualius segmen-
tus atskirai, kad užfiksuoti lokalias garso savybes ir dinamiką.

•	 Globalų rekurentinį neuroninį tinklą, agreguojantį ir modeliuojantį in-
formaciją dalimis, kad užfiksuoti bendrą muzikos kontekstą ir ilgalai-
kes priklausomybes. 

Sujungimuose tarp koduotojo ir dekoduotojo pritaikomas suliejimo 
sluoksnis, kuris integruoja hierarchinius požymius sudėdamas dvi įvestis ir 
gautas rezultatas pakartojamas visoje požymių dimensijoje. Per keletą su-
liejimo sluoksnių atkuriami atskirti 4 garso šaltinių takeliai.

3	 Duomenų rinkiniai ir jų paruošimas tyrimui

SCNet modeliui apmokyti buvo pasirinkti du duomenų rinkiniai – Musdb18-
HQ [3] ir Moisesdb [1]. Abu duomenų rinkiniai susideda iš muzikos garso 
įrašų, įrašytų 44,1 kHz diskretizavimo dažniu, 16 bitų kvantavimo lygiu ir 
pateikiamų .wav failo formatu. Musdb18-HQ duomenų rinkinys susideda iš 
150 pilnos trukmės skirtingų muzikos žanrų garso įrašų, iš viso sudarančių 
apie 10 valandų trukmę. Musdb18-HQ turi 5 garso takelius: mišrus, būgnų, 
bosų, vokalų ir likusių garso šaltinių [3]. Moisesdb duomenų rinkinys susi-
deda iš 240 pilnos trukmės skirtingų muzikos žanrų garso įrašų, iš viso su-
darančių apie 14 valandų trukmę [1]. Moisesdb kiekvienas garso įrašas turi 
tiek garso takelių, kiek skirtingų instrumentų buvo naudota. Taip pat patei-
kiami ir klasikiniai 5 garso takeliai kaip ir Musdb18-HQ: mišrus, būgnų, bosų, 
vokalų ir likusių garso šaltinių. 5 muzikos garso įrašai neturėjo bent vieno 
iš šių 5 garso takelių, todėl  tyrimo metu buvo išimti iš duomenų rinkinio.

Modelio apmokymui, kiekvienas duomenų rinkinys buvo paskirstytas į 3 
poaibius (žr. 1 pav.) – apmokymo ir validacijos, kurį sudaro 66 % viso duo-
menų rinkinio ir testavimo, kurį sudaro 33 % duomenų rinkinio. Apmokymo 
ir validacijos poaibiai tarpusavyje pasiskirstę atitinkamai 80 % ir 20 % santy-
kiu. Kiekvieną muzikos žanrą poaibiuose siekiama paskirstyti tokiu pat san-
tykiu kaip ir  poaibiai. Dėl skirtingo dainų skaičiaus kiekviename žanre, ne 
visada gaunamos vienodos proporcijos. Kai tam tikro muzikos žanro dainų 
yra tik po vieną (pavyzdžiui džiazo ir bosanovos žanro dainos Moisesdb duo-
menų rinkinyje žr. 2 pav.), atsitiktiniu būdu parenkama, ar šio žanro daina 
bus priskirta į apmokymo ar testavimo poaibį.
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Pirmiausia garso įrašas konvertuojamas į spektrogramą trumpalaikę diskrečiąją 
Furjė transformaciją. ktrogramą apdoroja g atskirti 3 dažnių 

– žemų, vidutinių ir aukštų, sumažinti rezoliuciją aukštuose ir vidutiniuose dažniuose, 
išsaugant pilną informaciją žemuose dažniuose surinkti garso signalo požymius tolim

Atskyrimo tinklas sudarytas iš dviejų kelių rekurentinio neuroninio tinklo –
architektūros, kurią modelio autoriai pritaikė „Dual “

architektūra neuroninio tinklo sluoksnius į du vienas kitą 
papildančius elementus:

• Lokalų rekurentinį neuroninį tinklą, apdorojantį individualius segmentus atskirai, 
kad užfiksuoti lokalias garso savybes ir dinamiką

• Globalų rekurentinį neuroninį tinklą, agreguojantį ir modeliuojantį informaciją 
dalimis, kad užfiksuoti bendrą muzikos kontek tą ir ilgalaikes priklausomybes

integruoja hierarchinius požymius sudėdamas dvi įvestis ir 
požymių dimensijoje. Per keletą suliejimo sluoksnių atkuriami atskirti 4 garso šaltinių takeliai.

3 Duomenų rinkiniai ir jų paruošimas tyrimui 
SCNet modeliui apmokyti buvo pasirinkti du duomenų rinkiniai –

. Abu duomenų rinkiniai susideda iš muzikos garso įrašų, įrašytų
diskretizavimo dažniu 16 bitų kvantavimo lyg ų
duomenų susideda iš 150 pilnos trukmės skirtingų muzikos žanrų garso įrašų iš viso 
sudarančių apie 10 valandų trukmę : mišrus, būgnų, bosų, 
vokalų ir likusių garso šaltinių duomenų rinkiny iš 240 pilnos trukmės 
kirtingų muzikos žanrų garso įrašų iš viso sudarančių apie 14 valandų trukmę

kiekvienas garso įrašas turi tiek garso takelių, kiek skirtingų instrumentų buvo naudota. Taip pat 
: mišrus, būgnų, bosų, vokalų ir 

likusių garso šaltinių s garso įrašai neturėjo bent vieno iš šių 5 garso takelių, todėl  
tyrimo metu buvo išimti iš duomenų rinkinio

Modelio apmokymui, kiekvienas duomenų rinkinys buvo paskirstytas į 3 poaibius žr.
– validacijos, kurį sudaro 66 viso duomenų rinkinio ir , kurį sudaro 

% duomenų rinkinio. Apmokymo ir validacijos poaibiai tarpusavyje pasiskirstę atitinkamai 
ą muzikos žanrą

poaibiai. Dėl skirtingo dainų skaičiaus kiekviename žanre, ne visada gaunamos 
vienodos proporcijos. Kai tam tikro muzikos žanro dainų yra tik po vieną (pavyzdžiui džiazo ir 
bosanovos žanro dainos Moisesdb duomenų rinkinyje žr. ), atsitiktiniu būdu parenkama, ar 
šio žanro daina bus priskirta į apmokymo ar testavimo poaibį.

pav. Duomenų rinkinių apmokymo validacijos ir pasiskirstymas pagal dainų skaičių

Apžvelgus Moisesdb dainų pasiskirstymą pagal žanrus (žr.
duomenų turima roko muzikos žanro. Apmokymo validacijos ir 

susideda iš vos 1 džiazo žanr ų
metu džiaz – . Dainų skaičius 
tarp žanrų yra nevienodas – roko žanras turi žymiai daugiau dainų, nei visi kiti.

Apžvelgus dainų pasiskirstymą pagal žanrus (žr.
daugiausia duomenų turima roko muzikos žanro. Apmokymo validacijos ir 

1 pav. Duomenų rinkinių apmokymo validacijos ir testavimo pasiskirstymas pagal dainų 
skaičių

Apžvelgus Moisesdb dainų pasiskirstymą pagal žanrus (žr. 2 pav.), mato-
ma, kad daugiausia duomenų turima roko muzikos žanro. Apmokymo vali-
dacijos ir testavimo poaibiuose yra atitinkamai 56, 14, 35 dainos. Moisesdb 
susideda iš vos 1 džiazo ir bosanovos žanro dainų. Tyrimo metu džiazo dai-
na buvo priskirta apmokymo, o bosanovos – testavimo poaibiams. Dainų 
skaičius tarp žanrų yra nevienodas – roko žanras turi žymiai daugiau dainų, 
nei visi kiti.

žanro dain
regio žanro os buvo paskirstytos po 1 dainą į apmokymo ir 

Dainų skaičius tarp žanrų yra nevienodas – roko žanras turi žymiai daugiau dainų, 
, tačiau tarp likusių žanrų pasiskirstymas yra tolygesnis, nei 

pav. Dainų skaičiaus pasiskirstymas Moisesdb duomenų rinkinyje pagal apmokymo, validacijos ir 

Dainų skaičiaus pasiskirstymas Musdb18 HQ duomenų rinkinyje pagal apmokymo, validacijos ir 
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2 pav. Dainų skaičiaus pasiskirstymas Moisesdb duomenų rinkinyje pagal apmokymo, 

validacijos ir testavimo poaibius.

Apžvelgus Musdb18-HQ dainų pasiskirstymą pagal žanrus (žr. 3 pav.), 
matoma, kad daugiausia duomenų turima popmuzikos/roko muzikos žan-
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ro. Apmokymo validacijos ir testavimo poaibiuose yra atitinkamai 37, 11, 24 
dainos. Musdb18-HQ turi vos 2 regio žanro dainas. Tyrimo metu regio žan-
ro dainos buvo paskirstytos po 1 dainą į apmokymo ir testavimo poaibius. 
Dainų skaičius tarp žanrų yra nevienodas – popmuzikos/roko žanras turi 
žymiai daugiau dainų, nei visi kiti, tačiau tarp likusių žanrų pasiskirstymas 
yra tolygesnis, nei Moisesdb.

žanro dain
regio žanro os buvo paskirstytos po 1 dainą į apmokymo ir 

Dainų skaičius tarp žanrų yra nevienodas – roko žanras turi žymiai daugiau dainų, 
, tačiau tarp likusių žanrų pasiskirstymas yra tolygesnis, nei 

pav. Dainų skaičiaus pasiskirstymas Moisesdb duomenų rinkinyje pagal apmokymo, validacijos ir 

Dainų skaičiaus pasiskirstymas Musdb18 HQ duomenų rinkinyje pagal apmokymo, validacijos ir 
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3 pav. Dainų skaičiaus pasiskirstymas Musdb18-HQ duomenų rinkinyje pagal apmoky-
mo, validacijos ir testavimo poaibius.

4	 Rezultatai

Modeliui apmokyti su Musdb18-HQ skirta 100 epochų, Moisesdb – 65 epo-
chos. Abiem duomenų rinkiniams mokymosi greitis nustatytas 5e-4, partijos 
dydis 32. Modelio ir neuroninio tinklo konfigūracijos parametrai nebuvo op-
timizuojami ir keičiami.  Apmokius modelį su vienu duomenų rinkiniu, buvo 
įvertinta jo SDR metrika (toliau – SDR) pagal skirtingus garso šaltinius ir visų 
garso šaltinių SDR pagal skirtingus muzikos žanrus. SDR parodo santykį tarp 
atskaitos signalo ir garso šaltinių atskyrimo metu susidariusių triukšmų ir 
išreiškiama decibelais (dB) [7]. Įvertinimui naudojamas to paties duomenų 
rinkinio testavimo poaibis ir nekeičiant apmokymo duomenų rinkinio nau-
dojamas kito duomenų rinkinio testavimo poaibis. Žemiau pateikiami gauti 
rezultatai (žr. 1 lentelę, žr. 2 lentelę).
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1 lentelė. Visų žanrų vidutinis garso šaltinių SDR pagal skirtingus duomenų rinkinių po-
aibius.

Apmokymo (AP) ir 
įvertinimo (ĮV) duomenų 

rinkinys
Bosai Būgnai Kiti garso 

šaltiniai Vokalai Visi garso 
šaltiniai

AP: Mudb18-HQ,
ĮV: Musdb18-HQ 8,90 9,90 6,46 9,74 8,75

AP: Musdb18-HQ, ĮV: 
Moisesdb 10,87 10,93 7,07 10,17 9,76

AP: Moisesdb,
ĮV: Moisesdb 11,99 11,90 7,88 10,74 10,63

AP: Moisesdb,
IV: Musdb18-HQ 8,31 9,27 5,88 9,70 8,29

2 lentelė. Skirtingų duomenų rinkinių, naudotų apmokymui ir įvertinimui visų garso šal-
tinių vidutinė SDR pagal žanrus.

Žanras
AP: Mudb18-

HQ, ĮV: 
Musdb18-HQ

AP: Musdb18-
HQ, ĮV: 

Moisesdb
AP: Moisesdb, 
ĮV: Moisesdb

AP: Moisesdb, 
ĮV: Musdb18-

HQ
Bliuzas - 13,14 14,57 -

Elektroninė 6,18 7,22 8,10 6,14

Kantri 12,85 9,97 10,79 13,57
Rokas 8,71 9,09 9,71 8,92

Naudojant Musdb18-HQ duomenų rinkinį apmokymui/testavimui, ge-
riausiai išskirti garso šaltiniai yra būgnai ir vokalai, kurių SDR yra 9,9 dB ir 
9,74 dB atitinkamai. Naudojant Moisesdb duomenų rinkinį apmokymui/tes-
tavimui, geriausiai išskirti garso šaltiniai yra bosai ir būgnai, kurių SDR yra 
11,99 dB ir 11,90 dB atitinkamai. Visais duomenų rinkinių poaibių atvejais, 
modelis prasčiausiai išskiria kitų garso šaltinių garso takelį ir dažniausiai 
prasčiausiai išskiria elektroninės muzikos žanrą. Turint skirtingus apmo-
kymo ir testavimo poaibius, naudojant Musdb18-HQ rinkinį apmokymui, o 
Moisesdb testavimui, gaunama aukštesnė SDR, nei apmokymui naudojant 
Moisesdb ir testavimui Musdb18-HQ. Kai įvertinimui naudojamas Moisesdb 
duomenų rinkinio testavimo poaibis, geriausiai išskiriami bliuzo žanro gar-
so šaltiniai, nors bliuzo apmokymo ir validacijos poaibiuose buvo vos po 
vieną dainą, o testavimo – 2 dainos. Kai apmokymui naudojamas Moisesdb 
duomenų rinkinys, o testavimui Musdb18-HQ, geriau atskiriami kantri mu-
zikos žanro garso šaltiniai, nei apmokymui naudojant Musdb18-HQ, nors 



    Konferencijos „Lietuvos magistrantų informatikos ir IT tyrimai“ darbai   /  303

visų žanrų skirtingų garso šaltinių vidutinė SDR visada žemesnė, naudojant 
skirtingus apmokymo ir testavimo duomenų rinkinius. Daugiausia abiejuo-
se duomenų rinkiniuose apmokymo poaibiuose yra roko muzikos žanro 
dainų, tačiau SDR šiame žanre niekada nėra aukščiausia.

5	 Išvados

SCNet modelį apmokius pasirinktais dviem duomenų rinkiniais ir įvertinus 
modelio garso šaltinių atskyrimo muzikoje rezultatus, gautos šios išvados:

•	 SCNet modelis negali gerai apibendrinti skirtingų apmokymo ir tes-
tavimo duomenų rinkinių, nes SDR visada būna žemesnė, nei modelį 
apmokant ir testuojant su tuo pačiu duomenų rinkiniu. Modelio, ap-
mokyto ir testuoto su Musdb18-HQ duomenų rinkinio poaibiais visų 
garso šaltinių SDR yra 8,75 dB. Tuo tarpu naudojant Musdb18-HQ 
testavimo poaibį ir modelį apmokius su Moisesdb apmokymo poai-
biu, SDR sumažėja iki 8,29 dB. Panaši tendencija matoma ir naudojant 
Moisesdb testavimo rinkinį. Modelį apmokius su Moisesdb apmoky-
mo poaibiu, visų garso šaltinių SDR yra 10,63 dB, o su Musdb18-HQ 
SDR yra 9,76 dB. 

•	 Roko muzikos žanras yra sudėtingas jį sudarančių garso šaltinių at-
žvilgiu ir didelis duomenų kiekis (56 dainos Moisesdb ir 10 dainų 
Musdb18-HQ apmokymo poaibiuose) nelemia geriausių garso šaltinių 
atskyrimo rezultatų tarp skirtingų muzikos žanrų. Roko muzikos žanro 
visų garso šaltinių SDR yra nuo 8,71 dB iki 9,71 dB, priklausomai nuo 
skirtingų apmokymo ir testavimo duomenų rinkinių poaibių.

•	 Muzikos žanrai, turintys nedidelį apmokymo duomenų kiekį kaip bliu-
zas ir kantri, pasiekia aukštą SDR. Bliuzo SDR yra 14,57 dB, naudojant 
Moisesdb apmokymo ir testavimo rinkinių poaibius, o kantri SDR yra 
13,57 dB, naudojant Moisesdb apmokymo ir Musdb18-HQ testavimo 
poaibius. Tai rodo, kad didelis apmokymo duomenų kiekis nebūtinai 
užtikrina geresnius garso šaltinių atskyrimo rezultatus ir signalizuoja, 
kad panašūs bliuzo ir kantri muzikos žanrai tarpusavyje turi artimas 
akustines savybes dėl kurių modelis gali pasiekti aukštesnę visų garso 
šaltinių SDR.

•	 Moisesdb duomenų rinkiniui reikėjo mažiau epochų (65), nei Musdb18-
HQ (100), kad pasiekti panašius SDR rezultatus modelį įvertinant su 
Musdb18-HQ testavimo poaibiu. Moisesdb duomenų rinkinys yra di-
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desnis ir susideda iš 235, o Musdb18-HQ iš 150 dainų. Tai rodo, kad 
Moisesdb duomenų rinkinio didesnė duomenų įvairovė lemia mode-
lio greitesnį mokymąsi per epochas. Taip pat, didesnis modelio ap-
mokymo epochų skaičius ir mažesnis duomenų kiekis lemia geresnį 
modelio apibendrinimą, kadangi Musdb18-HQ visų garso šaltinių SDR 
buvo aukštesnė, kai testavimo poaibis buvo pakeistas iš Musdb18-HQ 
į Moisesdb (9,76 dB > 8,75 dB). Moisesdb atveju buvo atvirkščiai, SDR 
buvo žemesnė (8,29 dB < 10,63 dB).

Padėka. Dėkojame Vilniaus universiteto ITAPC padaliniui už suteiktus IT iš-
teklius (HPC), kurie leido greičiau apmokyti modelius bei supaprastino viso 
tyrimo atlikimą. Tyrimas finansuojamas pagal LR Švietimo, mokslo ir spor-
to ministerijos programą „Universitetų ekscelencijos iniciatyvos“ (LR ŠMSM 
mokslo plėtros programos pažangos priemonė Nr. 12-001-01-01-01 „Gerinti 
mokslo ir studijų aplinką“).
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